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Bhattacharyya 커 을 용한 Centroid Neural Network
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Centroid Neural Network with Bhattacharyya Kernel
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요   약

본 논문은 가우시안 확률분포함수 (Gaussian Probability Distribution Function) 데이터 군집화를 해 심신경

망 (Centroid Neural Network, CNN)에 Bhattacharyya 커 을 용한 군집화 알고리즘 (Bhattacharyya Kernel 

based CNN, BK-CNN)을 제안한다. 제안된 BK-CNN은 무감독 알고리즘인 심신경망을 기반으로 하고 있으며, 

커  방법을 이용하여 데이터를 특징공간에서 투 한다. 입력공간의 비선형 문제를 선형 으로 해결하기 해 제

안한 커  방법인데, 확률분포 사이의 거리측정을 해 Bhattacharyya 거리를 이용한 커 방법을 사용하 다. 제안

된 BK-CNN을 상데이터 분류의 문제에 용했을 때, 제안된 BK-CNN 알고리즘이 Bhattacharyya 커 을 용한 

k-means, 자기조직지도(Self-Organizing Map)와 심 신경망등의 기존 알고리즘보다 1.7% - 4.3%의 평균 분류정

확도 향상을 가져옴을 확인할 수 있었다. 
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ABSTRACT

A clustering algorithm for Gaussian Probabili쇼 Distribution Function (GPDF) data called Centroid Neural Network 

with a Bhattacharyya Kernel (BK-CNN) is proposed in this paper. The proposed BK-CNN is based on the unsupervised 

competitive Centroid Neural Network (CNN) and employs a kernel method for data projection. The kernel method adopted 

in the proposed BK-CNN is used to project data from the low dimensional input feature space into higher dimensional 

feature space so as the nonlinear problems associated with input space can be solved linearly in the feature space. 

In order to cluster the GPDF data, the Bhattacharyya kernel is used to measure the distance between two probability 

distributions for data projection. With the incorporation of the kernel method, the proposed BK-CNN is capable of 

dealing with nonlinear separation boundaries and can successfully allocate more code vector in the region that GPDF 

data are densely distributed. When applied to GPDF data in an image classification probleml, the experiment results 

show that the proposed BK-CNN algorithm gives  1.7% - 4.3% improvements in average classification accuracy over  

other conventional algorithm such as k-means, Self-Organizing Map (SOM) and CNN algorithms with a Bhattacharyya 

distance, classed as Bk-Means, B-SOM, B-CNN algorithms.
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Ⅰ. 서 론 

데이터 분석, 상 데이터 분류, 패턴 인식과 음

성 인식등 기존 연구에서 k-means 알고리즘[1]과 자

기조직지도( Self-Organizing Map)[2]에 기 한 무감

독 경쟁 알고리즘이 리 사용되고  있다. 연구에 

쓰인 데이터 모델링은 가우시안 혼합모델 (Gaussian 

Mixture Model :GMM)로 하고, 최  는 최소- 
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Likelihood 분류기를 통해 값을 도출한다. 이 분야에

서 k-mean 알고리즘과 자기조직지도가 용되지만, 

이들 알고리즘들은 학습률 과 총 학습 반복 횟수 등

에 한 계수 선택에 따라  종종 불안정한 결과를 

래한다. 심신경망(Centroid Neural Network)으로 

불리는 경쟁 군집화 알고리즘은 기존의 k-means와 

자기조직지도 알고리즘과 비교하여 효과 으로 최

해에 안정 으로 수렴한다
[3]. 하지만, 심신경망은 

2차(Euclidean) 거리 측정을 사용하기 때문에 원칙

으로 확정  데이터 (deterministic data)를 다루게 

고안되어 있어, 확률 인 데이터의  군집화에는 부

합한 면을 보이고 있다.

확률 인 데이터인 가우시안 분포함수 데이터 군

집화 문제들의 인식 정확성을 향상시키기 해 

maximum-likelihood (ML) 측정을 활용하여 도출한 

기 치 최 화 ( Expectation-Maximization : EM) 

알고리즘은 음성인식에서 가우시안 혼합 모델에 효과

으로 용되고 있다. 하지만, 수렴 속도와 기 상

태에 한 민감성 때문에 EM은 실제 모델에 용하

기 어렵다
[4]. 이 문제를 해결하기 한  방법으로  

확률분포 데이터에 포함된 모든 정보를 활용하는 

cross-entropy
[5]가 있는데, 표 인 는 Kullback- 

Leibler와 Bhattacharyya 거리이다. 가우시안 분포함

수 데이터를 효과 으로 군집화 하기 해 이  

Bhattacharyya를 용한 심신경망(B-CNN)이  제

안 되었는데
[6]. 이는 학습 과정에 요구되는 승자뉴런

을 결정하기 해 Bhattacharyya를 사용했다. 한,  

학습률과 총학습 반복수를 미리 결정할 필요 없는 

심신경망의 장 을 B-CNN은 그 로 유지하 다
[3]. 

본 논문은 가우시안 분포함수 데이터를 군집화 하

기 한 방안으로 Bhattacharyya 커 을 용한 

심신경망을 제안한다. 제안된 BK-CNN은 심신경

망 알고리즘을 기반으로 하고 데이터 투 을 해 

커 방법을 활용한다. 즉, 입력 데이터의 선형사상을 

고차원 특징 공간에서 수행하기 한 방안으로 커  

방법을 사용하는데, Mercer 이론에 따르면 이 방법

은 입력공간에 존재하는 비선형 문제를 선형 으로 

풀 수 있다
[7]. 이에 부합하여 Support Vector 

Machine[8]과 퍼지군집화(Fuzzy Clustering)[9]등 여러 

분야에 성공 으로 커 방법이 용되고 있지만, 이

들은 유클리드 거리를 사용하기 때문에  확정  데

이터의 군집화에만 사용될 수 있다. 본 논문은 확률

 데이터 군집화를 해 두 확률  데이터 사이의  

거리측정 방안으로 Bhattacharyya 커 을 사용한다
[10]. 심신경망과 Bhattacharyya 커 의 결합은 

심신경망과 커  기반의 알고리즘이 가지고 있는 모

든 장 들을 내포하는데, 두 확률분포 사이의 유사성을 

측정하는 Bhattacharyya 거리를 이용하는 Bhattacharyya 

커 은 특별히 확률  데이터의 군집화를 해 설계

된 것이다.

본 논문의 Ⅱ장에서 간단하게 기존 심신경망과  

두 확률분포 거리 측정 방법으로 Bhattacharyya 거

리 를 정의한다. Ⅲ장에서는 제안된 BK-CNN 알고

리즘을 정의하며, Ⅳ장에서는 실험결과와 다른 알고

리즘들과 비교한 성능을 보여 다. Ⅴ장에서는 본 논

문의 결론이 주어진다.

Ⅱ. 심신경망과 발산 거리 측정

2.1 심신경망

기존의 심신경망 알고리즘은 k-means 알고리즘

을 기반으로 한 무감독 경쟁 알고리즘으로 탁월한 

결과를 보여주고 있다
[3,6]. 심신경망은 k-mean와 

자기조직지도 같은 기존 알고리즘이 매 학습마다 연

결강도(weight)를 수정하는 것과 달리, 승자와 패자

의 연결 강도를 각각 설정하여 재와 이  학습에

서의 뉴런의 상태에 한 정보를 이용하여, 가 치를 

변화 시킨다. 즉, 이  학습에서 승자로 선택되지 않

았지만 재의 학습에서 입력데이터에 가장 가까운 

뉴런을 승자라 하며, 반 로 이  학습에서 승자 지

만 재의 학습에서 입력데이터에 가장 가깝지 않다

면 재 학습에서는 패자라고 하여, 각 뉴런이 승자 

는 패자의 상태가 변할 경우에만 연결강도를 수정

한다.

다음의 식은 입력 벡터 x가 n 시간에 인가된 경

우, 승자뉴런 j와 패자뉴런 i의 연결강도 업데이트를 

보여주고 있다. 



 













 



 





     (1) 

여기서 
과 

은 승자 뉴런과 패자 뉴런의 

연결강도를 표 하며, 와 는 재의 epoch에서 

군집 i, j의 속한 데이터의 수를 의미한다.

심신경망은 k-means 알고리즘과 자기조직지도 

같은 기존 경쟁 알고리즘과 비교하여 몇 가지 장

을 가지고 있다. 심신경망은 사 에 학습 계수나 

체 학습반복수(epoch)를 설정 할 필요가 없으며, 

더불어 기존의 군집화 알고리즘에서 문제 으로 
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두 되었던 기 연결강도 설정의 문제까지 효과 으

로 해결함으로서 자동 으로 최 의 군집화로 이

끄는 장 이 있다.

2.2 가우시안 분포함수와 발산거리 척도

기존 k-means 알고리즘과 그의 변형된 알고리즘

은 데이터 군집화를 해  리 사용되어 지고 있다. 

하지만, k-means 알고리즘은 유클리드 거리를 이용

하므로, 가우시안 분포함수 데이터를 군집화하기에는 

한계를 가지고 있다.  가우시안 분포함수 데이터에 

존재하는 모든 통계  정보를 활용하기 해 더 유

효한 거리 척도가 필요한데, 확률분포 데이터 사이의 

거리 측정 방법으로 아래 식으로 표 된 

Bhattacarhyya 발산 거리 척도가 리 사용되고 있다.

 



 








  


  









  

    (2)

에서 와 는 분포 의 평균과 공분산을 지

칭한다. 

Ⅲ. Bhattacharyya 커 을 용한 심신경망

3.1 가 치 수정 방법

기존의 최소화하기 한 목  함수는 아래와 같다.

 
  

 

∥
∥

            (3)

여기서 
 는 군집 i의 j번째 데이터를 지칭한다. 

커 인 측면에서 목  함수는 사상함수 으로 

아래와 같이 다시 표 한다.
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       (4)

식 (4)를 커 의 계로 다시 표 을 하면,
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이며, 


, 
 이므로, 목 함

수는 아래와 같이 다시 표  할 수 있다.




  

 




      

커 로 표 된 목 함수를 최소화하기 해, 

steepest gradient descent 알고리즘을 사용한다. 학습 

방법은 다음과 같이 요약된다.





  





     

커  개념으로 K란 문자 신 발산(Divergence) 

개념으로 D로 치환하여 다시 표 하면 
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인데, BK-CNN에서 심신경망과 마찬가지로 학습

계수를 필요로 하지 않게 하기 해  신에 

 
 을 치환한다.
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∑

 

 






       (5)

3.2 Bhattacharyya 커 을 이용한 심신경

망(BK-CNN)

최근에 커  방법을 이용한 다양한 군집 알고리즘

이 제안되고 있다
[11,7]. 이 커  방법은 차원 입력 

공간에서 고차원 특징 공간으로 데이터 맵핑

(Mapping)을 기반으로 하는데, 이를 이용한  Support 

Vector Machine
[8], Fuzzy Kernel Perception[12]등 많

은 알고리즘에서 좋은 결과를 보여주고 있다.

기존 커  기반의 군집 알고리즘은 성공 으로 많

은 응용 분야에 용되지만, 유클리드 척도 때문에 

확정  데이터를 기 으로 고안되었다. 그러므로 기

존 커  기 의 알고리즘은 가우시안 분포함수 데이

터 군집화에 합하지 않을 수 있다. 가우시안 분포

함수 데이터는 입력 공간의 평균과 공분산으로 표

되어 가우시안 분포함수 데이터 사이의 거리를 

측정하기 해 Bhattacharyya 커 을 용한다. 

Bhattacharyya 커 은 가우시안 커 의 확장으로 두 

가우시안 분포함수 데이터 사이의 가 치를 곱하여 

표 된 발산 측정의 지수함수이다.   
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    (6)

이때 
는 두 가우시안 분포함수 사

이 커 을 용한 Bhattacharyya 척도이다. 본 논문

은 가우시안 분포함수 데이터 군집을 해 식 (6)을 

이용한다.

심신경망과 달리, 여기에서는 평균() 뿐만 아

니라 공분산()을 고려하여,  승자와 패자의 연결강

도(weight) 수정에 한 식을  식 (5)를 이용하는데, 

아래와 같이 표 된다.
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      (7)

에서 
과 

은 승자 뉴런과 패자 뉴런의 

연결강도를 각각 표 한다. 

공분산() 은 연결강도와 달리 매 반복(iteration)

마다 수정하지 않고, 매 체학습반복(epoch)마다 수

정한다.
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∑
  





∑
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(8)

이때 n은 학습 시간을 표 하는 n번째 epoch를 

지칭하고  

은 n번째 epoch 시 의 군집 j에 속

하는 k 번째 데이터가 가지고 있는 각선 공분산

(diagonal covariance) 행렬이다. 

Ⅳ. 실험 결과

본 실험은 Caltech 상 데이터를 이용하여, 제안

된 BK-CNN과 다른 알고리즘을 비교하 다. 실험에 

사용된 Caltech 상 데이터는 한 물체의 다른 방향

에서 바라본 들로 구성되었으며, 이 정보들은 아

래의 주소에서 찾을 수 있다.

http://www.vision.caltech.edu/html-files/archive.html

  

(a)                 (b)

   

(c)                  (d)

그림 1. (a) 비행기 (b) 자동차 (c) 오토바이 (d) 자 거

이 데이터들  우리는 4개의 상그룹(비행기, 

자동차, 오토바이, 자 거)을 이용하 으며, 본 실험

은 이를 바탕으로 서로 다른 각도에서 촬 한 200개 

상으로 구성되었다. 이들 , 100개 상은 무작

로 선택하여 학습으로 사용하고, 나머지 100개 상

은 각 알고리즘의 성능 측정을 해 사용하 다. 모

든 상은 같은 해상도를 가지는 흑백 상으로 변환 

하 고, 실험에 사용된 4개 범주에 속하는 데이터의 

한 는 그림 1에서 보여 다. 각 상은 8x8 블록

의 집합으로 구성되고, 이 블록은 수평과 수직으로 2 

픽셀씩 이동된다. 각 블록의 Discrete Cosine 

Transform (DCT) 계수는 64차원 계수로 계산되고 

계산을 용이하기 해 인간 시각이 지각할 수 있는 

32개의 주  DCT 계수만 유지한다. 따라서, 각 

블록의 데이터에서 얻어진 특징 벡터는 32차원을 가

진다. 상에서 가우시안 분포함수를 측정하기 해 

평균과 공분산 행렬은 상으로부터 얻어진 모든 블

록들로 부터 측정된다. 결론 으로, 32차원 평균과 

32x32 공분산 행렬을 가진 가우시안 분포함수는 

상의 특징벡터로 사용되었다.

그림 2. 각 알고리즘의 분류 정확도
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모든 상 데이터는  가우시안 분포함수 데이터로 

측정된 후, minimum-likelihood(ML) 분류기를 통해 

값이 얻어진다. ML 분류기는 각 BK-CNN 군집 알

고리즘 사용에 의해 측정된 각 mixture의 가우시안 

혼합 모델 (Gaussian Mixture Model)에 기반을 둔다.

mixture들이 만들어진 후, minimum- likelihood 

분류기는 성능 축정용 테스트 상이 속하는 상그

룹이 어디에 속하는지 별하는데 용된다.

    




 

 

여기서, 는 평균()과 공분산 행렬()로 표 된 테

스트 상이다. 와 는 클래스 에 속한 군집 

k의 평균과 공분산 행렬을 각각 표 한다. 는 

상그룹 의 군집 k의 연결강도 요소이고, 는 클

래스 i에 속한 데이터의 수이다.

그림 2는 다음의 4가지 분류모델 - 1) 자기조직지

도을 사용하는 분류 모델(B-SOM), 2) k-means 알고리

즘을 사용하는 분류 모델(Bk-means), 3) 심신경망을 

사용하는 분류모델(B-CNN), 4) 제안된 BK-CNN을 사

용하는 분류 모델 - 의 분류정확도를 코드벡터의 수

를 변화시켜가면서 성능의 변화를 보여 다. 이 그림

에서 코드 벡터의 개수는 가우시안 혼합모델의 mix-

tures의 개수를 표하는 충분히 많은 양의 코드 벡터

들을 확정하기 해 3개의 코드 벡터에서 부터 7개의 

코드 벡터까지의 경우에 해 실험이 진행되었다.   

그림 2로부터 확인할 수 있는 것처럼, 부분의 알고

리즘들은 5개 는 6개의 코드벡터의 지 에서 최고 

분류 정확성을 보여주지만, 제안된 BK-CNN보다는  

좋지 않은 결과를 보여 다. 

표 1. 코드벡터 7개를 사용한 경우의  분류 정확도

비행기 자동차 자 거 오토바이 정확도

B-SOM 77.1 100 60.0 95.7 83.2%

Bk-means 82.6 100 54.6 96.0 83.3%

B-CNN 78.0 100 69.0 96.0 85.8%

BK-CNN 86.0 100 70.0 96.0 87.5%

표 1은 코드벡터 7개를 사용한 경우에 한 각 

상 그룹에 한  B-SOM, BK-means, B-CNN, 그

리고  BK-CNN을 사용하는 분류모델들의 분류정확

도인데, 여기서 볼 수 있듯이, BK-CNN을 사용하는 

분류모델은 항상 B-SOM, Bk-means,  B-CNN을 사

용하는 모델들의 성능에 비해 각각 4.3%, 4.2%, 

1.7%의 평균정확도 향상을 얻을 수 있었다. 이를 통

해 볼 때, 제안된 BK-CNN은 기존의 알고리즘들에 

비해 상 분류에 매우 합한 방법임을 알 수 있다.

Ⅴ. 결 론

가우시안 분포함수 데이터의 효율 인 군집화를 

한 방안으로, Bhattacharyaa 커 을 용한 심 

신경망 (BK-CNN)이 본 논문에서 제안되었는데,   

제안된 BK-CNN은 커  방법과 Bhattacharyya 척

도를 결합한 형태의 경쟁 학습 알고리즘을 수행하

는 신경망이다. 본 BK-CNN에서 쓰는 커  방법은 

복잡한 구조의 비선형 문제를 쉬운 형태의 선형 문

제로 변환하여 해결할 목 으로, 차원 특징공간

을 고차원 특징 공간으로 데이터를 변환시킨다. 한

편, 종 의 방법에서 데이터의 평균값만을 사용하

는 것과는 달리, 데이터의 통계  특성을 이용하는  

Bhattacharyya 발산 척도를 사용하기 때문에, 

BK-CNN은 가우시안 분포함수가 가지고 있는 평균

과 분산의 체 정보를 활용할 수 있어 보다 정확한 

군집화를 가능하게 한다. 제안된 BK-CNN의 효율성

을 입증하기 해 상데이터의 분류에 한 실험을 

수행하 는데, 상 블록들을 상 가우시안 분포함

수 데이터로 재구성하여, 각 블록의 평균과 분산을 

이용할 수 있게 하 다. 실험에서는 기존의 k-means 

알고리즘, Kohonen 의 SOM, 심신경망 알고리즘

에 같은 데이터를 사용하여 그 결과를 비교하 는데,  

제안된 BK-CNN은 , 그 결과는 제안된 알고리즘이  

기존의 방법들에 비해 평균정확도에서 각각 4.3%, 

4.2%, 1.7%의 향상을  보여주어, 제안된 BK-CNN

이 가우시안 확률분포함수를 가지는 데이터의 군집

화와 분류에 매우 유용한 방법임을 알 수 있었다. 
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