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LSTM 언어모델 기반 한국어 문장 생성

김 양 훈 , 황 용 근*, 강 태 **, 정 교 민°
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요   약

순환신경망은 순차 이거나 길이가 가변 인 데이터에 합한 딥러닝 모델이다. LSTM은 순환신경망에서 나타

나는 기울기 소멸문제를 해결함으로써 시 스 구성 요소간의 장기의존성을 유지 할 수 있다. 본 논문에서는 

LSTM에 기반한 언어모델을 구성하여, 불완 한 한국어 문장이 입력으로 주어졌을 때 뒤 이어 나올 단어들을 

측하여 완 한 문장을 생성할 수 있는 방법을 제안한다. 제안된 방법을 평가하기 해 여러 한국어 말뭉치를 이용

하여 모델을 학습한 다음, 한국어 문장의 불완 한 부분을 생성하는 실험을 진행하 다. 실험 결과, 제시된 언어모

델이 자연스러운 한국어 문장을 생성해 낼 수 있음을 확인하 다. 한 문장 최소 단 를 어 로 설정한 모델이 

다른 모델보다 문장 생성에서 더 우수한 결과를 보임을 밝혔다.
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ABSTRACT

The recurrent neural network (RNN) is a deep learning model which is suitable to sequential or 

length-variable data. The Long Short-Term Memory (LSTM) mitigates the vanishing gradient problem of RNNs 

so that LSTM can maintain the long-term dependency among the constituents of the given input sequence. In 

this paper, we propose a LSTM based language model which can predict following words of a given incomplete 

sentence to generate a complete sentence. To evaluate our method, we trained our model using multiple Korean 

corpora then generated the incomplete part of Korean sentences. The result shows that our language model was 

able to generate the fluent Korean sentences. We also show that the word based model generated better 

sentences compared to the other settings.
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Ⅰ. 서  론

최근 기계학습(Machine Learning) 연구  응용분

야가 폭 확 되는 가운데
[1,2] 딥 러닝(Deep 

Learning)이 새롭게 주목받고 있다. 딥 러닝은 여러 

은닉계층(Hidden Layer)으로 구성된 인공신경망

(Artificial Neural Network)을 학습하고 이용하는 방

법으로서, GPU(Graphics Processing Unit)와 같은 고

성능 계산 하드웨어의 발달  풍부한 데이터의 축

과 동시에 여러 분야에서 기존 기계학습 기법을 뛰어
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넘는 강력한 안으로 부상하고 있다. 딥 러닝은 상 

인식[3]과 같이 기존 기계학습 분야에서 활발히 연구되

고 있는 데이터 인식 분야는 물론이고, 헬스 어, 무

선 센서 네트워크(Wireless Sensor Network)
[4]등의 

분야에도 최근 폭 넓게 용되고 있다. 

딥 러닝 기법  하나로 최근 연구가 활발하게 이

루어지고 있는 순환신경망(Recurrent Neural 

Network; RNN)은 과거 시간 단계(Time Step)의 은

닉상태(Hidden State)와  시간 단계의 시스템 입력

값을 새로운 은닉 상태를 계산하는 데 사용하는 구조

 특징이 있다. 하지만 RNN의 기본 인 순환구조는 

학습과정에서 연속된 입력값의 길이가 늘어남에 따라 

축 되는 정보를 잃게 되는 기울기 소멸문제

(Vanishing Gradient Problem
[5]) 로 인해 응용 인 측

면에서 뛰어난 성과를 보이지 못했으나, 학습 성능을 

향상시키는 다양한 기법들이 개발되면서 다양한 분야

에 리 용되기 시작했다. 특히 LSTM(Long-Short 

Term Memory)-RNN
[6] 의 경우, RNN의 구조  개선

을 통해 학습 능력을 크게 향상시켜 연속 이고 길이

가 긴 학습 데이터가 가지고 있는 순차  의존성을 효

과 으로 학습 할 뿐만 아니라 과거 시간 단계 정보의 

요도를 별하여 얼마나 많은 과거 정보를 재까

지 끌어올 것인지, 혹은 재 시간 단계의 정보를 얼

마나 사용할 것인지 결정 할 수 있기 때문에 긴 시간 

동안 나타나는 입력 데이터의 의존성을 기존의 RNN

보다 더욱 효과 으로 학습하는 것이 가능하다. 그

기 때문에 LSTM의 경우 길이가 긴 입력 데이터를 

용하는 작업에서 기존 RNN보다 좋은 성능을 보인다. 

본 연구에서는 LSTM에 기반 한국어 언어 모델

(Language Model)을 통해 불완 한 한국어 문장 혹

은 단어가 주어졌을 때 이어지는 문장을 자동으로 생

성할 수 있는 문장 생성 시스템을 구 한다. 언어 모

델은 여러 개의 문서나 문장과 같은 해당 언어의 말뭉

치(Corpus) 데이터를 학습하여, 주어진 단어의 배열이 

해당 언어에 있어서 얼마나 인간의 언어와 유사한지

를 표 할 수 있는 확률 모형이다. 이를테면, 하

게 구   학습된 한국어 언어 모델에서는 ‘밥을 먹

다’ 가 ‘먹다 밥을’ 의 경우보다 높은 확률 값을 보일 

것이다.  LSTM에 기반한 언어모델은 주변 단어의 동

시출 확률에 기반한 Unigram 언어모델  N-gram 

언어모델보다는 문장에서 나타나는 단어 간의 순차  

의존 계를 보다 효과 으로 학습 할 수 있다. 이 게 

학습한 언어 모델을 바탕으로 문장의 일부가 주어졌

을 때 문장의 나머지 단어들을 순차 으로 추론  생

성하는 문장 생성 알고리즘을 구 하며, 본 논문에서

는 실제 한국어 말뭉치를 이용한 언어모델 학습  문

장 생성 실험을 통해 구 된 시스템이 말뭉치로부터 

학습한 한국어의 특징에 맞는 문장을 생성하는 지를 

살펴볼 것이다.

본 논문의 구성은 다음과 같다. 제2장에서는 순환

신경망  순환신경망을 용한 언어 모델 련 연구

들을 살펴볼 것이고, 3장에서는 순환신경망의 수학  

정의  훈련 방법에 해 리뷰를 할 것이다. 4장에서

는 본 연구에서 구 한 순환신경망 기반 언어 모델의 

구조를 살펴볼 것이고, 5장에서는 실제 한국어 데이터

를 활용하여 순환신경망 기반 언어모델을 사용한 문

장 생성 실험을 진행한 결과를 설명한 뒤 마지막으로 

6장에서 결론을 도출하려 한다.

Ⅱ. 련 연구

은닉계층의 재귀  연결(Recurrent Connectioin)구

조로 인하여 RNN은 음성 인식[7], 필기체 인식[8], 제스

처 인식[9] 과 같이 시간에 따라 연속성을 가지는 데이

터 혹은 길이가 가변 인 데이터를 학습  표 하는 

작업
[10]에 합하다. 텍스트 한 연속된 문자와 단어

의 집합으로 구성되어 있기 때문에 연속성을 가지는 

데이터로 이해가 가능하며, 텍스트를 이해하거나 표

하는 순환신경망 알고리즘도 활발히 연구되고 있다. 

RNN을 용시킨 표 인 연구  하나로는 언어

모델이 있다. 일반 으로 언어 모델은 주어진 단어의 

배열에 한 확률분포를 정의하는 것으로 말뭉치 데

이터를 분석하여 언어 구조 으로 합한 단어의 조

합일수록 높은 확률 값을 가지도록 확률 모델을 정의

하고 훈련시킨다. 기존 연구에서는 문서나 문장에 나

오는 단어들을 n개씩 분 하고 등장 빈도를 분석하여 

통계  확률 모델로 사용하는 N-gram 모델이 주로 사

용되었는데 여기에서는 단어열의 출  빈도만이 반

될 뿐이고 인 한 단어들 간의 의존 계는 잘 표 하

지 못하는 한계 을 가진다. 

언어 모델은 단어를 추론하면서 문장을 생성하는 

작업에도 사용될 수 있다. 실제로 통계기반 기계번역

(Statistical Machine Translation; SMT)에서는 목  

언어(번역문으로 작성될 언어)에 맞는 문장을 생성하

기 해 목  언어의 말뭉치로 훈련된 언어 모델을 사

용하며
[11], 음성 인식의 경우에도 상 언어에 맞는 언

어 모델을 통해 음성 입력에 맞는 자연스러운 문장을 

생성한다[12]. 따라서 이들 작업에서는 언어 모델의 성

능이 체 시스템의 성능에 큰 향을 끼친다. 이와 

련된 주제로서 음성인식 연구 분야에서 RNN 기반 
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그림 1. RNN의 기본 구조
Fig. 1. Structure of vanilla RNN 

언어모델이 기존 N-gram 모델 비 인식 성능을 향상

시키는 연구 결과[13] 가 발표된 바 있다.

한편 언어 모델을 단어 단 가 아닌 문자

(Character) 단 로 고려하는 경우도 있는데, 실제로 
[14] 에서는 자 단 의 순환신경망 언어 모델을 정의

하여 학습한 이후, 텍스트의 일부분만을 입력하여 나

머지 텍스트를 생성하는 작업을 통해 성능을 입증하

다. 일반 으로 한 언어에서 문자의 개수가 단어의 

개수보다 훨씬 기 때문에 문자 단 로 언어 모델을 

정의할 경우 단어 단 로 정의했을 때 보다 은 개수

의 변수로 순환신경망을 구성할 수 있는 특징이 있으

나 한편으로는 같은 길이의 문장을 생성하는 데 있어 

자 단 로 생성할 경우 단어 단 로 생성할 때 보다 

훨씬 긴 시간단계가 필요하기 때문에 단어 단 의 모

델 비 문장 생성에 한 측 정확도가 떨어지는 결

과도 보인다
[15].

Ⅲ. Recurrent Neural Networks

3.1 Traditional Recurrent Neural Networks
RNN 은 인공신경망의 일종으로 은닉계층의 유닛

들이 방향성 사이클(Directed Cycle)을 포함하는 구조

를 가진다
[16]. 이러한 구조는 인공신경망으로 하여  

은닉계층에 장되어 있는 과거의 정보들을 재의 

입력값과 결합하여 사용할 수 있게 함으로써 입력값 

시 스에 해 시 스 내부유닛간의 상호 인 정보를 

어느 정도 유지 시킨 은닉변수 시 스로 비선형 변환

을 시킬 수 있다. 그림 1 에서는 일반 인 RNN의 구

조를 나타내고 있다.

그림 1의 작동 원리는 아래의 재귀식(Recurrence 

Equation) 으로 표  할 수 있다:

            (1)

        (2)

g1, g2 는 각각 Sigmoid, tanh 와 같은 비 선형 활

성화 함수를 뜻하며,   는 입력값,   는  t 시간단계

의 은닉변수(Hidden state),   는 t 시간단계의 출력

값, b는 바이어스(Bias), U, V, W 는 각각  ,  , 

    의 가 치(Weight)를 뜻한다. 

3.1.1 Forward Propagation 

각각의 가 치가 모두 학습 되어있다는 가정 하에, 

입력 시 스   =( ,  , ... , ) 가 순차 으로 

신경망에 입력되면 각각(1),(2) 식을 통해서  ,  , 

 ,  ,..., ,   순으로 은닉변수   와 최종 출력

값   가 출력된다. 

3.1.2 Backward Propagation – BPTT

(Back Propagation Through Time)

통 인공신경망 학습에 용되는 Back 

Propagation 알고리즘이 RNN의 재귀  구조에 의해 

BPTT
[17] 으로 생되었다. BPTT의 작동원리는 아래 

그림 2에서 나타내고 있다:

BPTT 알고리즘은 가장 먼  신경망의 각 유닛들

을 입력 시 스의 시간단계 만큼 펼쳐서(Unfolding) 

순환 구조를 순차 인 구조로 나타내며, 그 다음 일반

인 BP(Back Propagation)를 용하여 각각의 가

치를 학습한다. 여기서 요한 은 그림 2에서도 알 

수 있듯 각 유닛의 가 치는 시간단계에 따라 변하지 

않는다. 

그림 2. BPTT에서의 이어 펼침 과정
Fig. 2. Unfording process of BPTT

3.1.3 Vanishing Gradient Problem

입력 시 스의 길이가 늘어나게 되면 BPTT 알고

리즘이 연쇄법칙(Chain Rule) 에 의해 계산된 기울기

(Gradient)를 해야 하는 이어의 수가 늘어나고 

매  시에 Sigmoid, tanh 와 같은 활성화 함수를 

거쳐야 함에 있어 최종 으로 계산된 기울기가 극도
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그림 3. LSTM 블록 구조
Fig. 3. Structure of LSTM block

그림 4. LSTM 네트워크
Fig. 4. LSTM network

로 작아지는 기울기 소멸문제를 마주하게 된다. 기울

기 소멸문제를 해결하기 해 Non-Gradient 기반 방

법으로 학습하는 SA(Simulated Annealing)[18], 

DEP(Discrete Error Propagation) 등 여러 가지 방법

들이 제안되었고 그  LSTM 구조는 가장 효과 인 

해결 방안을 제시했다.

3.2 LSTM
LSTM은 1997년 Hochreiter & Schmidhuber 에 

의해 제안된 RNN 아키텍처이며 재까지도 가장 주

요 인 RNN 으로 자리 잡고 있다. LSTM 은 통

인 RNN 구조에서 은닉계층의 유닛들을 LSTM 블록

(Block) 으로 치시킨 형태와 같다.

그림 4에서 나타내고 있는 LSTM 블록들은 기존의 

은닉유닛(Hidden Unit) 들과 마찬가지로 재귀  구조

를 띄며, 그림 3에서 나타내고 있는 각각의 LSTM 블

록 내부는 재귀  구조를 가진 기억소자(Memory 

Cell)와 입력게이트(Input Gate), 잊기게이트(Forget 

Gate), 출력게이트(Output Gate) 3종류의 게이트유닛

들로 이루어져 있다. LSTM은 통 인 RNN과 마찬

가지로 은닉변수를 거쳐 최종 출력값을 계산하지만, 

은닉변수의 계산 과정에서 앞에 거론된 게이트유닛들

을 하게 이용해서 정보의 흐름을 조 한다. 각각

의 은닉변수의 유도과정은 다음과 같다: 가장 먼  잊

기게이트를 통해 기억소자에 장되어 있는 기존의 

소자변수(Cell State)를 얼마나 잊어버릴지 결정한다. 

식(3)에서도 알 수 있듯 잊기게이트는    ,   와 

바이어스의 가 합(Weighted Sum)에 Sigmoid를 

운 형태이며, 소자변수가 가지고 있는 각각의 정보에 

해 0 과 1 사이의 값을 계산한다. 여기서 1은 해당 

치의 정보를 부 다 기억한다는 의미를 가지며, 0

은 반 로 모두 잊어버리겠다는 의미를 가진다. 이

게 계산된 값과 소자변수의 element-wise product는 

 시간단계의 계산에 사용될 과거의 소자변수를 나

타낸다. 뒤이어 잊기게이트와 유사하게 입력게이트가 

계산된다, 이름에서도 알 수 있듯 입력게이트는 얼마

만큼의 새로운 정보를 소자변수로 가져갈지 결정하는 

값이다. 여기서 말하는 새로운 정보도 마찬가지로 

   ,   와 바이어스의 가 합을 통해 계산되며 

tanh 활성화 함수를 통해(–1, +1) 사이의 값으로 

환된다. 잊기게이트 와 입력게이트를 통해 조 된 과

거의 정보와 새로운 정보는 식(6)과 같이 t 시간단계

의 소자변수로 계산된다. 마지막으로 출력게이트는 필

터링(Filtering)을 통해 계산된 소자변수의 유용한 정

보를 최종 은닉변수로 출력하게 된다. LSTM 의 역방

향 계산(Backward Pass)은 통 인 RNN과 같이 

BPTT를 통해 계산 된다.

  
 

    
  (3)

  
 

    
 (4)

 
 

    
 (5)

       (6)

  
 

    
  (7)

    (8) 

Ⅳ. 시스템 모델

본 논문에서는 입력값으로 불완 한 한국어 문장이 

단어 단 로 주어졌을 때, LSTM을 통하여 뒤이어 나

올 단어들을 측하는 문제를 해결하려 한다. 입력값 

w=( ,  , ... , )가 입력계층(Input Layer)에 순

차 으로 입력되었을 때 앞서 입력된 단어 배열을 통

해 완 한 문장이 구성되기까지의 문맥(Context)를 학

습하고 출력계층(Output Layer)에서 단어사

(Dictionary)의 모든 단어에 해 매 단어가 불완 한 
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그림 5. 모델 구조
Fig. 5. Model structure 

그림 6. LSTM 기반 언어모델을 이용한 단어 생성 제
Fig. 6. Example of sentence generation using LSTM 
language model 

Data Bible News

Sentences 22964 97123

Preprocess word
morphe

me

charact

er
word

morphe

me

charact

er

Vocabulary 28132 17129 1246 45085 19857 2203

Embedding 

Size
500/1000 1000

Hidden Size 100

Hidden stack 3

mini-Batch 400

Max sentence 

length
30 50 100 30 50 100

표 1. 모델 설정
Table 1. Model Settings

한국어 문장을 뒤 이을 단어  로 나올 확률값을 

출력한다: 

       
          ×       
          

×           ×         

(9)

최종 으로 계산된 확률값  가장 높은 확률값을 

가진 단어 후보를  로 출력하게 된다. 몇몇 높은 

확률값을 가지는 후보들의 확률값이 큰 차이가 없는 

등의 여러 상황을 당히 고려하여 샘 링을 통해서 

최종 단어 후보를 선정 할 수도 있다. 단어 측에 사

용된 LSTM 구조는 아래 그림 5와 같다: 

입력계층과 출력계층의 유닛 수는 사 의 크기

(Vocabulary Size)로 설정하여 각 단어가 순차 으로 

입력 될 시 원-핫 인코딩(One-Hot Encoding)으로 표

되게 하 다. 입력계층을 뒤 잇는 임베딩계층

(Embedding Layer)은 입력계층으로부터 달받은 값

을 특정 사이즈의 임베딩 공간(Embedding Space)로 

맵핑하여 각각의 단어를 단어벡터(Word Vector)로 표

하게 된다. 이 게 생성된 단어 임베딩(Word 

Embedding)은 원-핫 인코딩에 비해  단어의 의미  

요소와 단어 간 의 계를 표 하는데 유용하다. 은닉

계층은 총 3개의 동일한 차원의 계층으로 쌓여있으며, 

다른 계층들과 달리 각각의 은닉유닛은 LSTM 블록

으로 구성되어 있다. 한 각각의 게이트의 연산에는 

피폴 연결(Peephole Connection)을 더해주었다. 임베

딩계층, 은닉계층의 사이즈는 휴리스틱한 방법으로 선

정되었으며,  최종 으로 출력계층은 사 에 있는 모

든 단어들에 한 확률값을 출력한다. 

그림 6에서는 시스템의 반 인 동작을 제로 나

타내고 있다. 입력 값으로 “ 나는 지  집에 ” 라는 문

장이 주어졌을 때 처리를 통해 문장을 특정단 로 

분할한다. 분할된 문장은 매 시간단계마다 순차 으로 

시스템에 입력된다. 제에서는 형태소 분석을 통한 

처리 과정 이후   : “나”,   : “는”,   : “지 ”, 

  : “집”,   : “에” 와 같이 입력이 된다. 모델은 

주어진 입력값 직후에 나타날 수 있는 단어 후보  

가장 높은 확률을 가지는 후보를    시간단계의 출력

값 으로 출력하게 된다. 출력된 값은 다음 시간단계 

의 입력값으로 들어가게 되며 최종 으로 

<eos>(End of Sentence)가 나올 때 까지 의 과정을 

반복하게 된다.

Ⅴ. 실  험

5.1 실험 세  

실험에서는 사용된 데이터는 성경 텍스트
[19]와 뉴스

텍스트[20]이며 각각 문장 최소 단 를 어 , 형태소, 음

 단 로  분할하는 처리 과정 거쳐 각각 최  
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Preprocess Output Sentence

word
“정부는 에도 이 같은 계획을 갖고 있는 

것으로 알려졌다.”

morpheme

“정부는 에도 미국이 이라크에서 열린 

우리당이 북한이 핵 로그램을 해 미국

이 핵 로그램을 비난했다.”

character
“정부는 에도 각각 8명의 상태가 목을 

창출할 수 있는 서비스를 공개했다.”

표 3. 뉴스 데이터로 학습된 모델의 문장 생성 결과
Table 3.  Sentence generation result using News data

50,000, 20,000, 3000개의 최  어휘 개수를 가지도록 

설정 하 다. 그  형태소 분석은 Twitter 형태소 분

석기[21]를 사용하 다. 출 빈도가 1인 문장 최소 단  

혹은 최  어휘사이즈를 벗어난 문장 최소 단 들은 

“**unknown**”으로 처리하 으며 “**unknown**” 

의 출  빈도가 높은 상황에 비하여 문장 생성 과정

에서는 “**unknown**”을 제외 처리 했다. 실험에 사

용된 각 모델의 설정은 다음과 같다:

제시된 LSTM 모델  문장 생성 시스템은 Python 

언어  Theano 라이 러리
[22,23]를 이용하여 작성하

으며, 모든 실험은 Intel Xeon CPU 2개(32 Cores)  

NVIDIA GTX TITAN X GPU 1개가 장착된 PC에

서 진행하 다.

5.2 실험 결과

5.2.1 학습 시간

모델은 각 데이터 당 최  60 epoch를 mini-batch

를 이용하여 학습되었으며 수렴되기까지의 학습 시간

은 표 2 에 나타나 있다. 실험 결과 학습 시간은 사

의 크기와 문장 당 학습하는 문장 최소 단 의 개수에 

따라 좌우되는데, 두 가지 변수 모두 커질수록 학습에 

필요한 연산량이 증가하기 때문에 학습 시간을 증가

시킨다. 여기서 단어를 형태소  음 로 분할할 경우 

사  크기는 감소하지만 문장 당 문장 최소 단 의 개

수는 증가한다. 실험 결과에서 음  단 로 학습했을 

때의 학습 시간이 가장 짧은데 이는 문장 최소 단 를 

음 로 설정했을 때의 모델의 사  크기가 나머지 두 

모델에 비해 매우 기 때문인 것으로 볼 수 있다. 한

편 형태소 단 의 모델이 어  단 의 모델보다 학습 

시간이 약 10시간 정도 추가로 소요되고 있는데, 이는 

감소한 사  크기의 향보다 증가한 문장 당 평균 형

태소 개수가 문장 당 평균 어  개수보다 많은 것이 

더 큰 향을  것으로 풀이된다. 

Data Preprocess
Training 

time(hours)

Bible

word 7.5

morpheme 6.1

character 2.0

News

word 21.6

morpheme 17.1

character 5.4

표 2. 학습 시간
Table 2. Training Time 

5.2.2 최  확률 문장 생성 결과

아래 표 3에서는 입력 값으로 “정부는 에도” 라

는 부분 문장이 주어졌을 때의 출력 문장들을 나타내

고 있다:

아래 표 4에서는 입력값으로 “이는 통으로나 육

정으로나” 라는 부분 문장이 주어졌을 때의 출력 문장

들을 나타내고 있다. 각 모델의 입력된 문장은 말뭉치

의 주제를 고려하여 랜덤으로 입력되었다. 반 으로 

뉴스 데이터의 학습 결과가 성경 데이터보다 자연스

러운 문장을 생성하 으며, 뉴스 데이터의 경우 성경 

데이터의 약 4배 정도의 크기로 모델의 학습 결과에 

큰 향을 미친 것으로 생각된다. 음  단 보다는 형

태소 단 가, 형태소 단  보다는 어  단 를 채택한 

모델이 뛰어난 성능을 보 으며, 이러한 결과는 문장 

최소 단   최  어휘 사이즈의 향을 받은 것으로 

보인다. 한편 부족한 데이터는 모델 학습 과정에서 과

합(Over-fitting) 문제를 야기할 수 있는데, 상

으로 학습 데이터가 은 성경 데이터로 학습한 모델

의 문장생성 결과에서 다수가 비슷한 말을 반복하

는 상은 바로 이 과 합에 의한 것으로 보인다.

Preprocess Output Sentence

word

“이는 통으로나 육정으로나 내가 나를 

하여 그 모든 말을 인하여 내 모든 

말을 인하여 ...”

morpheme

“이는 통으로나 육정으로나 의 하나님

께로 행하는것이 아니요 오직 하나님의 

말 을 알지 못함이니라. ”

character

“이는 통으로나 육정으로나 사람이 그 

아들 이스마엘과 아비야를 낳았고 그 아

들 요나단이 그 아들 이스마엘과 아비야

를 낳았고.”

표 4. 성경 데이터로 학습된 모델의 문장 생성 결과
Table 4. Sentence generation result using Bible data 
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Output Sentence

“정부는 에도 태 멸종 기 노동자들에게 회복될 것

이라고 했다 . <eos> ”

“정부는 에도 터키상공에서 이라크 정부의 력을 꾸

몄다고 결론 지었습니다 . <eos>”

“정부는 에도 모든 가족을 논쟁에 분노하고 있다 . 

<eos>”

“정부는 에도 미국에서 폭탄테러와 련이 있다고 말

했다 . <eos>”

“정부는 에도 도시를 <eos>”

“정부는 에도 발생한 폭탄 테러로 북핵 문건 을 

<eos>”

“정부는 에도 비상 공격 요구로 이명박 통령을 지

원할 수 있다고 주장했다 . <eos>”

“정부는 에도 냐 주민들이 동성연애자들을 상으

로 발표했다 . <eos>”

표 5. 샘 링을 통한 문장 생성 결과
Table 5. Sentence generation using sampling 

Model Perplexity Sample sentences

N-gram 61

미국 정부는 오늘 아침 하락세로 개장했습니

다.

로스엔젤 스 남부의 한 작은 도시에서 총격

이 발생했다는 신고를 받고 출동한 경찰에 

의해 수배 이었다.

우리는 그들의 도움이 필요하기 때문에 바로 

착수할 수 있다고 말했다.

Vanilla 

RNN
64

미국 정부는 오늘 아침 처음으로 발표한 성명

을 통해 이번 사건이 발생했다.

로스엔젤 스 남부의 한 명의 미국 정부가 이

끄는 기자회견에서 이번 사건에 해 미국의 

입장을 더 많은 조사를 하지 않을 것이라고 밝

혔다

우리는 그들의 경제 련 문제를 해결할 수 있

는 질문에 말했다.

LSTM 46

미국 정부는 오늘  오  기자회견에서 이번 

사건에 해 더 많은 것을 발표했다.

로스엔젤 스 남부의 한 종교단체 본부를 

습, 다른 세 명의 죽음에 이르게 한 20명의 여

성을 체포했다.

우리는 그들의 이런 모습을 본 이 없다고 말

했다.

표 6. N-gram, vanilla RNN, LSTM 기반 언어모델 비교
Table 6. Comparison between N-gram, vanilla RNN, 
LSTM based LM  

5.2.3 샘 링을 통한 문장 생성 결과

아래 표 5에서는 입력값으로 “정부는 에도” 라는 

부분 문장이 주어졌을 때 형태소를 문장 최소 단 로 

사용하는 모델의 출력을 가장 큰 확률값이 아닌 각 확

률의 크기로 표본 추출한 결과를 나타내고 있다:

샘 링을 통한 문장 생성 실험 결과 기존 최  확

률값을 가지는 값을 출력하는 경우에 비해 어법이나 

문장 흐름 부분에서 부자연스러운 표 들의 출  확

률이 높았으나, 실험 결과에서도 확인할 수 있듯 생성

된 문장은 주어진 부분 문장의 주제와 어느 정도 상통

하는 어휘들로 이루어 진 것을 알 수 있다.

5.2.4 N-gram, vanilla RNN 과의 비교

아래 표 6에서는 LSTM 언어모델의 성능을 다른 

언어모델과 비교하여 나열한 결과이다. 여기에서는 최

 50000개의 사  크기를 가지는 어  단  뉴스 데

이터를 사용하여 N-gram (3-gram), vanilla RNN  

제시된 LSTM 기반 언어모델을 학습하여 평가한 결

과를 나타내고 있다. 비교 실험에 사용된 N-Gram 언

어모델은 NLTK 라이 러리
[24]를 바탕으로 구 하

다. Vanilla RNN 기반 언어모델의 경우 제시된 

LSTM 언어모델에서 LSTM 블록 신 vanilla RNN 

블록을 용한 것이며, layer 수, 임베딩 크기 등의 모

델 설정은 LSTM 기반 언어모델과 동일하다. N-gram 

언어모델은 일반 으로 많이 사용되는 기 인 언어

모델이기 때문에 새로운 언어모델을 평가할 때 성능

의 기 이 될 수 있다. Vanilla RNN 언어모델은 

LSTM 블록 구조가 언어 모델에서 실질 인 성능향

상을 얼마나 가져올 수 있는지를 평가하기 해 비교 

실험하 다.

 표의 perplexity는 테스트 셋 400 문장 각각에 

해 측정한 perplexity의 평균값이다. 문장 생성 결과

는 굵은 씨로 표시된 부분이 언어모델에 입력 값으

로 주어진 내용이며, 이후 부분은 언어모델에 의해 생

성된 단어들이다.

실험 결과는 크게 perplexity로 분석하는 정량  성

능 평가와 문장 생성 결과로 보는 정성  성능 평가가 

가능한데, 먼  정량  성능의 경우 제시된 LSTM 언

어모델이 테스트 데이터에 해 가장 낮은 평균 

perplexity를 보 으며 뒤이어 N-gram 언어모델과 

vanilla RNN 순으로 측정되었다. 이는 LSTM 언어모

델이 주어진 테스트 문장에서 나타나는 단어의 확률

분포와 가장 유사하며, 즉 LSTM 언어모델의 학습 성

능이 가장 뛰어난 것으로 해석이 가능하다. 한편 

vanilla RNN 비 LSTM 언어모델이 히 낮은 

perplexity를 보 는데 이는 vanilla RNN 블록에서 

LSTM 블록으로의 구조 개선이 언어 모델에 있어서는 

성능 개선에 상당히 큰 향을 끼친다고 볼 수 있다. 

LSTM 기반 언어모델의 성능 우 는 문장 생성 결
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과를 통한 정성  평가에 있어서도 그 로 드러난다. 

세 언어모델 모두 체 으로 연속된 3-4단어 이내에

서는 비교  자연스러운 단어들을 생성해 내었는데, 

문장 체의 맥락을 살펴보면 LSTM 기반 언어모델

이 vanilla RNN이나 N-gram 비 보다 자연스러운 

의미의 문장을 생성하 다. 세부 으로 목 어와 같은 

문장 구성요소의 락이나 단어 간 호응 계 측면  

등에서도 LSTM 언어모델이 생성한 문장이 좀 더 자

연스러운 모습을 보이고 있다. 이는 LSTM이 vanilla 

RNN에 비해 단어 간의 long-term dependency를 보

다 효과 으로 모델링할 수 있음을 보여주는 사례로 

볼 수 있으며, 태생 으로 일정 개수의 단어만을 반

하는 N-gram 모델과의 비교에서도 우수성을 확인할 

수 있다. 

5.2.5 Embedding layer의 향 분석

데이터를 서로 다른 기본단 로 분할하게 되면 모

든 기본 단 를 포함하고 있는 사 의 크기가 달라지

게 된다. 앞에서 언 한 내용과 같이 언어모델은 우선

으로 임베딩 계층을 통해 각각의 단어를 단어벡터

로 재표  하며, 재표 된 벡터들이 얼마나 해당 단어

의 함축 인 의미를 잘 내포하고 있는지도 역시 언어

모델의 최종 인 학습 결과에 향을 미치게 된다. 아

래 표 7에서는 각각 음 , 형태소, 음 을 기본 사  

단 로 사용한 성경데이터를 각각 1000-Embedding 

size, 500-Embedding size로 맵핑 시켰을 때 의 언어 

모델의 성능 분석 결과이다:

데이터를 각각 다른 문장최소단 로 분할할 경우 

어 , 형태소, 음  순서로 사  크기가 작아진다. 결

과에서도 알 수 있듯, 사  크기가 비교  큰 어  단

 언어모델의 경우 임베딩을 하게 크게 선택하

면 더 좋은 결과를 얻을 수 있으며, 반 로 음  단  

언어모델의 경우 임베딩을 상 으로 작게 선택했을 

때의 perplexity 값이 작은 값을 기록했다.  실험 결

과를 통해 사  크기에 합한 임베딩 크기 선정이 언

어 모델의 성능에 요한 역할을 하는 것을 확인할 수 

있었다.

Perplexity 500 embedding 1000 embedding

어 100 79

형태소 122 112

음 111 141

표 7. 임베딩 크기에 따른 perplexity 비교
Table 7. perplexity comparison between different 
embedding size

Ⅵ. 결  론 

본 논문에서는 LSTM 기반 언어모델을 통하여 문

장의 일부분이 주어졌을 때 문장의 나머지 부분을 생

성하여 문장을 완성시키는 시스템을 제안하 다. 한 

LSTM 구조가 기존 RNN과는 어떻게 다른지 밝혔고, 

실험에서는 제시된 LSTM 기반 언어모델이 각 말뭉

치의 주제, 말뭉치의 크기, 학습 문장 최소 단 가 모

델 학습 성능  문장 생성 결과에 어떠한 향을 미

치는지 살펴보았다. 특히 학습 문장 최소 단 의 설정

과 말뭉치의 크기가 언어모델의 성능에 요한 것으

로 단되며, 실험 결과 약 9만 문장으로 구성된 뉴스 

말뭉치에서 어  단 로 학습  문장 생성을 했을 때 

가장 좋은 문장 생성 결과를 얻을 수 있었다.
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