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딥 러닝을 이용한 화재 감지 알고리즘

뉴  만 둥 , 노 승 환°

Smoke Detection Algorithm Using Deep Learning

Nguyen Manh Dung , Soonghwan Ro°

요   약

화재는 신체 상해  재산상 손해를 래하는 치명 인 사고이다. 따라서 신속한 화재 탐지  경고는 화재 피

해를 이는 가장 좋은 방법이다. 조기 화재 발생에서 연기를 감지하는 것은 화재 경보 시스템에서 가장 요한 

단서이다. 본 논문에서는 카메라 감시 시스템과 상 처리 기술에 의한 자동 연기 감지 알고리즘을 제안하고자 한

다. 이 알고리즘에서는 연기를 감지하고 움직이는 물체로 추  한 다음 컨볼루션 신경 회로망(CNN : 

Convolutional Neural Network)을 사용한 캐스 이드(cascade) 분류 모델을 사용하여 연기와 연기가 없는 물체를 

구분한다. 본 연구의 결과는 기존의 연구와 비교했을 때 잘못된 경보를 이는 것뿐만 아니라 연기를 탐지하는데 

좋은 결과를 보여 다.
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ABSTRACT

Fire is a fatal accident that causes personal injury and property damage. Therefore, rapid fire detection and 

warning are the best ways to reduce fire damage. Detecting smoke from an early fire is the most important clue 

in a fire alarm system. In this paper, we propose an automatic smoke detection algorithm based on camera 

surveillance system and image processing technology. In this algorithm, smoke is detected and traced to a 

moving object, and then a cascade classification model using CNN (Convolutional Neural Network) is used to 

distinguish smoke from non-smoke objects. The results of this study show good results in detecting smoke as 

well as reducing false alarms when compared with existing studies. 
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Ⅰ. 개요  련 연구

화재는 많은 인명 피해와 재산 손실이 발생시킨다. 

그러나 조기에 화재 발생이 감지가 된다면, 부분의 

화재는 사 에 방하거나 발생하더라도 손실을 일 

수 있다. 따라서 자동 화재 경보 시스템은 화재 방

에 매우 요하다.

화재 발생 기에 연기를 감지하는 것은 화재를 감

지하는 가장 요한 단서가 되므로, 화재 기에 연기

를 감지하는 것은 매우 요하다. 기존의 연기 감지 

시스템에서는 센서를 많이 이용하 다. 그러나 연기 

센서를 사용하는 시스템의 정확도를 높이기 해서는 

센서를 조 하게 배치해야 하며, 특히 실외 환경과 같

은 넓은 지역이면 시스템 설치 자체가 어려울 수 있다.

최근 디지털 카메라는 보안 감시 분야에서 속도

로 발 하고 있다. 보안 카메라의 장 은 센서에 비해

서 쉽게 설치를 할 수 있으며 개방된 넓은 지역을 모

니터링 할 수 있다. 특히 최근에는 감시 카메라 시스

템과 상 분석 기술을 이용한 연기 감지 시스템이 센

서 기반 감지 시스템을 체하고 있는 추세이다.
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연기를 감지하기 한 다양한 상 처리 알고리즘

이 제안되었으며, 부분의 제안 된 알고리즘은 연기

를 움직이는 물체로 간주하고, 연기가 발생할 때 배경

의 외 을 변경한다고 가정한다
[2,3,5,6]. 이러한 알고리

즘의 첫 번째 단계로 배경이 변화하는 것을 탐지하는 

것을 연기가 발생하는 후보 역으로 감지하고 연기

가 없는 정지된 물체를 제거하는 방법이 주로 사용된

다. 배경이 변화하는 것을 탐지하는 가장 효과 인 기

술로는 배경 모델링
[1], 배경 제거   흐름(optical 

flow) 방법 등이 있다.

배경이 변화하는 것을 감지하는 것은 단지 연기가 

나는 후보 역을 탐지 하는데 도움이 되지만 인간, 

차량 는 배경 조명 변화와 같은 움직이는 물체와 연

기를 구분 할 수는 없다. 따라서 탐지된 객체가 연기

라는 것을 검증하기 해서는 추가 으로 분석 단계

가 필요하다.

색은 연기를 분류하는 데 사용되는 일반 인 특성

이며
[2,3,5,6], 연기의 색은 회색, 밝은 회색, 흰색 그리고 

어두운 회색이 될 수 있다. 그러나 실제 환경에는 비

슷한 색을 갖는 많은 물체가 있으며, 그리고 어떤 경

우에는 연기가 반투명하여 배경색에 향을 받을 수 

도 있다. 따라서 색은 연기를 감지하는 신뢰할 만한 

단서가 될 수 없다.

그리고 연기 역의 크기 변화
[2], 연기 윤곽의 거친 

정도
[4,8], 연기 역의 증가[8], 상승 역의 검출[8] 등과 

같은 방법들이 연기를 감지할 때 잘못된 경보를 제거

하기 해 제안되었지만, 그 들 모두 여 히 특정 상

황에서 잘못된 경보를 유발할 수 있다.

연기를 구분하는  다른 방법은 웨이블릿(wavelet) 

기반 분석이다
[4,5]. 연기가 발생하면 배경 화면의 체 

는 일부분이 연기에 의해 흐려질 수 있다. 이것은 

연기 역의 경계에서 고주  성분과 선명도를 떨어

뜨린다. 웨이블릿 에 지의 감소를 계산하는 것은 연

기를 감지하는데 매우 요한 단서이다. 그러나 이러

한 특성이 항상 정확하지는 않으며, 를 들어 연기가 

매끄러운 배경의 경계를 증가시키거나, 부드럽고 넓은 

면 을 갖는 연기가 배경의 선명도와 결계를 감소시

킬 수 있다.

최근에는 로컬 화상 특징(HOG(Histogram of 

Oriented Gradients), SIFT(Scale Invariant Feature 

Transform)) 기반의 화상 분류 알고리즘을 사용하여 

Bag of Visual Words를 구성하고 통계 분류기를 실행

하여 많은 수의 객체 범주로 화상을 분류한다
[7]. 이러

한 근법은 좋은 결과를 보여 주므로 연기와 연기가 

없는 상을 분류하는 방법으로 사용될 수 있다. 그러

나 분류기는 visual word에 의존하며, 객체의 컨텍스

트를 표 할 때 패치(patch) 간의 공간  계를 무시

하고 배경 정보를 혼동하며, 이 알고리즘은 시각  

는 규모 인 에서의 불변성이 충분히 시험되지 

않았다. 기계 학습(machine learning)에 있어서 딥 러

닝(Deep Learning)은 새로운 경향이며, 컨벌루션 신경 

회로망(CNN : Convolutional Neural Network)
[9]이라

는 화상 학습 알고리즘은 화상 분류를 포함한 컴퓨터 

비 에서 최근 많은 성과를 보여주고 있다. 그러나 이 

방법의 단 은 화상 화면에서 물체의 치를 지정할 

수 없으며, 계산 비용이 매우 높다는 것이다. 그러나 

후보 연기의 치를 확인하기 해서 배경을 제거하

거나 고속의 하드웨어 가속 장치를 사용하여 계산 속

도를 향상시킴으로써 이러한 문제를 해결할 수 있다. 

한 연기가 없는 피사체를 부분 제거하기 해서 고

속의 캐스 이드 모델(cascade model)을 여러 개 사용

하고, 다음에 최종 으로 연기를 인식하기 해 딥 러

닝 분류기를 사용함으로써 계산 시간을 일 수 있다.

본 논문에서는 빠르고 안정 인 연기 감지 알고리

즘을 제안하며, 2장에서 알고리즘과 구 에 해서 설

명하고, 3장에서는 알고리즘의 정확성과 성능에 한 

실험  평가를 제시하고 보여 다. 그리고 마지막으로 

4장에서 결론과 향후 연구에 해서 논의한다.

Ⅱ. 비디오 기반의 연기 감지

그림 1은 본 연구에서 제안한 비디오 기반의 연기 

감지 알고리즘 흐름 도를 보여 다. 제안된 알고리즘

은 세 단계로 구성되며, 첫 번째 단계에서는 후보 연

기 역을 감지하며, 두 번째 단계에서는 연기 역과 

아닌 역으로 구분하고, 세 번째 단계에서는 최종 결

정을 한 시간 분석(temporal analysis)을 한다.

연기 역의 감지 : 제안된 알고리즘에서는 가우시

안 혼합 모델링 (GMM)
[1]을 사용하여 배경 픽셀의 변

화를 감지하고, 연결된 픽셀들을 클러스터링 하여 후

보 연기 역으로 분류한다.

연기 분류기(classifier) : 연기와 아닌 역을 분류하

기 하여 캐스 이드 모델(cascade model)이라고 하

는 분류기의 집합이 사용된다. 각 분류기는 하나의 계

층이며, 후보 연기 객체는 캐스 이드 모델의 모든 계

층을 통과하면 실제 연기로 분류된다. 캐스 이드 모

델의 상  단계에서는 색상, 임의의 크기 변화, 경계 

에 지 등을 이용하여 연기 역이 아닌 역을 제거

한다. 그러나 이 때 오직 연기가 아닌 객체만 제거되

도록 임계값을 선택해야 한다. 이 임계값으로 인해 잘
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그림 1. 비디오 기반 연기 감지 알고리즘의 흐름도
Fig. 1. Video based Smoke detection flow

(a) 배경 화상
(a)background image

 (b) 재 화상 래임
(b)current image frame 

(c) 경 픽셀
(c) foreground pixels

 (d) 개선된 경 
(d) refine foreground

(e) 후보 연기 역의 마스크
(e) candidate smoke 

region mask

 (f) 후보 연기 역
(f) candidate smoke

region

그림 2. 후보 연기 역 감지
Fig. 2. Candidate smoke region detection 

못된 경보가 많이 발생할 수 있지만, 분류기의 각 계

층을 통과 후에 오류는 감소하게 된다. 캐스 이드 모

델의 최종 단계는 연기 역을 검증하기 한 딥 러닝 

화상 분류기이다. 시간 분석(temporal analysis) 단계

는 최종 결정의 신뢰성을 높이기 해 연기 신호의 시

간  흐름을 분석하는 단계이다.

2.1 후보 연기 역의 감지

연기가 발생하면 배경 화상의 모양이 바 다. 따라

서 배경 화상의 변화를 감지함으로써 연기가 발생했

다는 것을 감지할 수 있다. 연기 감지를 해서 많은 

알고리즘이 있으며, GMM(Mixture of Gaussian 

Background Modeling)
[1]은 가장 많이 사용되는 알고

리즘이다. GMM에도 여 히 부분  는 체 인 

빛의 변화(illumination change)에 따른 문제가 있지

만, 매우 효율 으로 사용되고 있다. 따라서 GMM을 

용하여 후보 연기 역을 탐지하고 나머지 문제는 

이 후의 처리 차에 의해 해결될 것이다.

가장 먼  GMM은 화상 픽셀을 배경 픽셀

(background pixel)  경 픽셀(foreground pixel)의 

2개의 클래스로 분류한다. 그 후에 연결된 경 픽셀

들을 블럽(blob)으로 묶을 것이고, 각 블럽은 하나의 

후보 연기 역 일 것이다. 그림 2에서는 후보 연기 

역을 추출하는 단계를 보여주며, 하나 는 여러 개

의 후보 연기 역이 감지 될 수 있다.

  

2.2 연기 분류를 한 캐스 이드 모델

이 모델은 연기 분류기 집합이며 각 계층은 하나의 

분류기이다. 각 연기 역은 이 모델의 모든 계층을 

통과했을 때에만 실제 연기로 분류된다. 그림 1은 모

델 아키텍처를 보여주며, 그림 3은 연기 분류를 하기 

한 캐스 이드 모델을 보여 다.

2.2.1 색상 분류

일반 으로 연기는 어두운 회색, 회색, 밝은 회색, 

흰색이다. 따라서 다음 조건을 만족하면 하나의 화상 

픽셀은 연기 픽셀로 분류된다.

     (1)

      (2)

 

식 (1)에서 Cmax, Cmin은 화상 픽셀의 (R, G, B)의 

최  값과 최소 값이며, 는 임계 값이며, 실험에서 

의 범 가 5에서 25까지임을 보여 다. I 는 화상 
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그림 3. 연기 분류의 캐스 이드 모델
Fig. 3. Cascade model smoke classification

(a) 배경 화상
(a) background image

 (b) 재 화상
(b) current image

(c) 경 화상
(c) foreground image

 (d) 연기 역 마스크
(d) smoke area mask

(e) smoke area mask after color classification  
(e) 색상 분류 후의 연기 역 마스크

그림 4. 연기가 없는 화면에서의 연기 색상의 분할
Fig. 4. smoke color segmentation in none smoke scene

(a) 배경 화상
(a) background image

(b) 재 화상
(b) current image

(c) 경 화상
(c) foreground image

 
(d) 연기 역 마스크
(d) smoke area mask

(e) 연기 역 마스크
(e) smoke area mask after color classification

그림 5. 연기가 있는 화면에서의 연기 색상의 분할
Fig. 5. smoke color segmentation in smoke scene

픽셀 강도(pixel intensity)를 나타내며, 연기 픽셀 80 

< I <220에 해 그림 4와 그림 5는 연기가 없는 색상

이 제거되기 과 제거된 후의 연기 역을 각각 보여

다.

식 (3)은 색상 확률에 의한 후보 연기 역이 사실

이 될 확률을 계산하기 한 식이다.

    (3)

식 (3)에서 Fc는 색상 확률을 나타내며, nc는 연기 

색상 픽셀로 분류된 역 내에 있는 픽셀의 수를 나타

내고, S는 역의 면 을 나타낸다. 연기 후보 역에

서 연기 역이 아닌 것으로 분류된 역은 제거될 것

이다. 는 실험에 의해 결정되며, 이 단계에서 

는 연기 역이 아닌 역은 배제되도록 한다.

   (4)

2.2.2 확산 역 분류

기에 연기가 발생하면 빠르게 확산하며, 일정 시

간 동안에 연기 역이 지속 으로 확장된다. 그림 6

은 연기 역이 확장하는 것을 보여 다.

확장하는 역의 분석은 다음과 같다. 를 후보 
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그림 6. 연기 역의 확장
Fig. 6. Growing of smoke region

연기 역의 성장 인자라고 정의하고, 0으로 기화 

한다. 두 연속 임 t-1과 t 사이의 연기 역의 크기

가 특정 임계 값 를 과하면 성장 인자가 1만큼 

증가한다. 이 때     를 각각 시간 t와 t-1에서 

후보 연기 역의 크기라고 하면,

             (5)

그 n을 분석 임의 수로 가정하면, 식 (6)을 사

용하여 후보 연기 역이 연기 확장 역( )이 될 확

률을 식 (5)와 같이 계산할 수 있다.

  


(6)

만일    

   (7)

이면 후보 연기 역이 연기 역이 아닌 것으로 분류

되고 그 다음 차에서 제외될 것이다.

2.2.3 크기 변화 분류

공기 흐름 때문에 연기 역의 크기는 임의로 변한

다. 그 것은 한 연기 역과 연기가 아닌 역을 구

분하는 좋은 특징이 될 수 있다. 크기 변화 특성을 사

용하여 연기 역과 연기가 아닌 역을 분류하기 

해 다음과 같은 라미터를 계산해야 한다.

시간 t에서 연기 역의 크기 변화 ΔS는 식 (8)과 

같다.

∆        (8)

정규 화된 역의 크기 변화 ΔA는 식 (9)와 같다.

∆ 
∆

(9)

시간 t에서 최근 n 래임에서의 ΔS에 한 표  

편차는 식 (10)과 같다.

∆  



 
 

 

∆   ∆  (10)

만일 식 (11)과 식 (12) 조건을 만족하면 후보 연기 

역은 다음 차를 해서 통과된다. 

∆  ∆ (11)

∆  ∆ (12)

2.2.4 경계 에 지 분류

연기가 발생하면 배경 화상이 흐려지므로 연기 

역 화상 픽셀의 경계가 선명하지 않게 되므로 경계의 

크기가 감소한다. 연기 역의 경계 크기가 감소하는 

것을 확인하기 해 잃어버린 경계 픽셀의 수  

와 얻은 경계 픽셀 수 을 추정한다. 연기의 경우

에 은 보다 작다.

과 를 추정하기 해서 첫 번째로 식 

(13)~(15)를 사용하여 배경 화상 픽셀에 한 경사도 

크기(gradient magnitude)를 측한다.


     

     
 (13)


      

     
 (14)


           (15)

식 (13)~(15)에서 
    

    
    

 
 는 

(x, y) 지 에서 배경 화상에 한 경사도 크기, 수직 

경사도, 수평 경사도, 그리고 화상의 강도(intensity)를 

각각 나타낸다.

마찬가지로 재의 화상 픽셀에 한 경사도 크기

는 식 (16)~식 (18)와 같다.


       

      
 (16)


       

      
 (17)


           (18)
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(a) 배경 화상
(a) background image

 (b) 재 화상
(b) current image

(c) 배경 화상 경계
(c) background image edge

 
(d) 재 화상 경계

(d) current image edge

(e) 경 화상
(e) foreground image

 
(f) 연기 마스크
(f) smoke mask

(g) 손실 경계 크기 픽셀
(g) lost edge magnitude 

pixels

 (h) 이득 경계 크기 픽셀
(h) gained edge magnitude 

pixels

그림 7. 연기 역에 해 손실 된 경계 크기 픽셀 맵과 얻
어진 경계 크기 픽셀의 맵
Fig. 7. Lost edge magnitude pixels map and gained edge 
magnitude pixels map for true smoke region

식 (16)~식(18)에서 
    

    
    

 
 

은 (x, y) 지 에서 재 래임에 한 경사도 크기, 

수직 경사도, 수평 경사도, 그리고 화상의 강도

(intensity)를 각각 나타낸다.

만일 식 (19)를 만족하면 하나의 픽셀은 손실된 경

계 크기 픽셀(lost edge magnitude pixel)로 간주되거

나


    

    (19)

식 (20)을 만족하면 얻어진 경계 크기 픽셀(gained 

edge magnitude pixel)로 간주된다.


    

    (20)

식 (19), (20)에서 는 잡음을 제거하기 해 

사용되는 임계값이다.

그림 7은 연기 역에 해 손실 된 경계 크기 픽셀 

맵과 얻어진 경계 크기 픽셀의 맵을 보여 주며, 얻어

진 경계 크기 픽셀 수가 손실 된 경계 크기 픽셀 수보

다 훨씬 다는 것을 쉽게 알 수 있다. 이러한 특성을 

이용하여 식 (21) 조건을 만족한다면 연기 역을 식

별 할 수 있다.




  (21)

식 (21)에서 은 결정 임계값이다.

2.2.5 컨벌루션 신경 회로망(CNN : Convolutional 

Neural Network)을 이용한 딥 러닝 화상 분류

캐스 이드 모델의 최종 계층은 딥 러닝 알고리즘

인 CNN을 사용하여 연기 역과 연기가 아닌 역을 

분류하는 것이다. 최근 이러한 임 워크(frame 

work)
[9,10]가 자연 화상을 하  객체 범주로 분류하는 

데 매우 좋은 결과를 보여주었다.

CNN은 유형 분류를 한 기계 학습 알고리즘의 한 

분야이다. 기계 학습을 사용하는 유형 분류는 학습

(training)  측(prediction)의 2 단계로 이루어진다. 

학습 단계에서는 화상과 해당 클래스 이블로 구성

된 데이터 집합을 사용하여 알고리즘을 학습한다. 

측 단계에서는 보지 않았던 화상의 이블을 측하

기 해 학습 된 모델을 사용한다.

CNN은 입력 계층(input layer), 컨벌루션 계층

(convolution layer), 풀링 계층(pooling layer)  완  

연결 계층(fully-connected layer)으로 구성되었다. 일

반 으로 CNN은 이러한 계층들의 시 스이며 각 계

층은 서로 다른 기능을 통해 활성화 볼륨(volume of 

activation)을 다른 볼륨으로 변환한다.

∙ 입력 계층 : 화상

∙ 컨벌루션 계층 : 이 계층은 화상을 공간 으로 이

동시킬 수 있는 학습 가능한 필터 세트로 구성되어 

필터 항목과 입력 화상 사이의 내 (product)을 계
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그림 8. 간단한 CNN 구조
Fig. 8. A simple CNN architecture

그림 9. Alexnet CNN 모델 구조 
Fig. 9. Alexnet CNN model architecture 

산한다.

∙ 풀링(pooling) 계층 : 풀링 계층은 공간 차원을 따

라 다운 샘 링 연산(down sampling operation)을 

수행한다.

∙ 완  연결 계층 : 이 계층에서는 클래스 수를 계

산한다.

∙ ReLU(Rectified Linear Unit) : 이 계층에서는 0 

지 에서 max (0, x) 임계처리(thresholding)와 같

은 요소 단  활성화 함수를 용한다. 이 계층에

서는 볼륨의 크기가 변경되지 않는다.

가장 간단한 컨벌루션 신경 망은 입력 계층(화상)로 

시작해서 컨벌루션 계층과 풀링 계층의 시 스가 이

어지고, 완  연결 계층으로 끝난다. 일반 으로 컨벌

루션 계층은 하나의 ReLU 활성화 함수 계층이 뒤 따

른다. 컨벌루션, 풀링  ReLU 계층은 학습 가능한 

특징 추출기(feature extractor)의 역할을 하지만, 완  

연결된 계층은 기계 학습 분류기의 역할을 한다. 한 

네트워크의 기 계층은 화상의 일반 패턴을 인코딩

(encoding)하고 나 의 계층은 화상의 세부 패턴을 인

코딩한다. 컨벌루션 계층과 완  연결된 계층에만 가

치가 있으며, 이 가 치는 훈련 단계(training phase)

에서 학습이 된다. CNN에 한 자세한 내용은 
[14]에 

설명되어 있다. 그림 8은 CNN 구조의 간단한 를 보

여 다.

컨벌루션 신경 회로망은 많은 양의 데이터 세트와 

계산 시간이 필요하므로 다른 카테고리의 훈련 된 모

델을 재교육하거나 업데이트하고자 할 때 문제가 발

생할 수 있다. 달 학습(transfer learning)
[10-13]은 이

러한 문제들을 해결할 수 있다. 망을 처음부터 교육하

는 신, 달 학습은 다른 데이터 세트에서 숙련된 

모델을 활용하고 새로운 분류자를 학습하기 해 

응시킨다.

달 학습에는 다음과 같은 두 가지 근법이 있다.

∙ 훈련 된 모델을 고정된 특징 추출기(feature 

extractor)로 사용 : 이 근법에서는 훈련된 모델

에서 마지막으로 완  연결 계층을 제거하고 나머

지 계층의 가 치를 고정한 다음, 나머지 계층의 

출력에 한 머신 러닝 분류기를 학습(train)시킨

다.

∙ 훈련 된 모델의 미세 조정 : 이 근법에서는 역 

(back propagation)를 계속하여 새 데이터 세트

에서 훈련 된 모델을 미세 조정한다. 체 망을 미

세 조정하거나 일부 계층을 고정시킬 수 있다.

BVLC CaffeNet 모델은[9]에서 설명한 Alexnet 모

델의 복사본으로 약간의 차이가 있다. 이 모델은 1000 

개의 객체 범주를 구분하기 해서 수백만 개의 화상

을 갖는 Image Net Database
[16]에서 훈련되었다. 본 

논문에서는 이 모델을 사용하고 모델을 훈련하기 

해 미세 조정 근법을 사용한다.

그림 9는 5개의 컨벌루션 계층으로 구성된 훈련 된 

모델의 원래 아키텍처를 보여주며, 5개의 계층 뒤에는 

2개의 완  연결 계층(fully-connected layer)과 최종 

1,000개 방향의 소 트맥스(1000-way softmax) 분류 

계층이 뒤 따른다.

CNN의 분류 계층은 ImageNet 데이터 세트에 한 

1,000 개 클래스 확률을 계산한다. 미세 조정 차를 

하기 해서는 이 계층을 수정해야 한다. 새로운 분류 

계층은 연기와 연기가 아닌 두 가지 다른 부류만을 갖

는 화상 데이터 세트를 사용하는 역 (back 

propagation) 알고리즘을 사용하여 처음부터 훈련을 

받는다. 화상 데이터 세트에서 연기가 없는 화상은 사

람, 차량 는 단순히 배경 화상이다. 본 논문에서 훈

련을 해서 사용된 데이터 세트에는 10,000개의 연

기 화상과 10,000개의 연기가 아닌 화상, 그리고 평가

를 하기 한 2,000 개의 연기 화상과 2,000 개의 연

기가 아닌 화상이 사용되었다. 연기가 아닌 객체이 화

상은 PETA 데이터 세트의 보행자 화상, 차량의 Cars 

데이터 세트  배경  기타 움직이는 물체의 

PASCAL 데이터 세트와 같은 다양한 소스에서 수집

되었다. 한 IVS 로젝트
[17]에서 기록 된 감시 상

으로부터 수동으로 연기가 아닌 객체를 분류하 다. 
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(a) 배경의 낮은 색상 비와

(a) low background contrast 
and poor

(b) 연기와 유사한 이동 물체 
경계 정보 부족

(b) similar moving object 
with smoke edge information

그림 11. 연기 감지가 어려운 경우
Fig. 11. hard case of smoke detection

그리고 연기 객체 화상은 IVS 로젝트[17], YouTube

의 연기 비디오  인터넷에서의 연기 비디오 

(http://signal.ee.bilkent.edu.tr/VisiFire)에서 기록된 비

디오에서 수동으로 세그먼트하 다.

학습을 해서 0.01의 학습율(learning rate)로 미세 

조정을 시작하고 2,000회 반복마다 학습율을 10배로 

낮췄다. 이미 훈련된 CNN 가 치가 상 으로 양호

하다는 가정 하에 미세 조정 된 CNN 가 치에 해 

더 작은 학습율을 사용하 다. 본 실험에서 필터 라

미터(filter parameter)가 빨리 크게 왜곡되지 않게 하

기 해서 학습 속도와 학습 속도 감쇄를 매우 작게 

유지하 다. 연기 발생 여부에 한 최종 결정의 신뢰

성을 높이기 해 일정 시간 동안 화상 임들의 이

력을 유지한다. 로 가장 최근 N개의 임에서 연

기 객체를 포함하는 임 수를 Nsmoke라고 가정한

다. 이 때 Nsmoke와 N 사이의 비율이 특정 임계값을 

과하면 화재가 발생한 것으로 간주하고 모든 사람

에게 화재 경보를 발령한다. 본 실험에서는 분석 래

임 수 N을 20 임으로 설정하고 임계값은 0.8로 

정했다.

실험에서 최 화 과정은 최  50,000 회 실행되었

으며, 그림 10의 훈련 곡선은 훈련 된 모델이 97.2%

의 정확도를 보이며, 훈련된 모델의 false positive 확

률은 1.8%, false negative 확률은 1.2%를 나타냈다.

그림 10. 훈련 곡선
Fig. 10. Training curve

Ⅲ. 테스트  평가

본 논문에서 VS2013과 오  소스 라이 러리 인 

OpenCV 2.4.10, NVIDIA CUDA SDK, Caffe Deep 

Learning을 기반으로 제안한 알고리즘을 구  하 다. 

알고리즘은 Intel® core™ i7-4790, windows10  

NVIDIA GeForce GTX 750에서 실행되었으며, IVS 

Project
[17]의 데이터 세트, 개방형 데이터베이스

(http://signal.ee.bilkent.edu.tr/VisiFire/)  인터넷 비

디오가 사용되었다.

연기를 감지하기 해서는 높은 임계값을 정해야 

하지만, 높은 임계값으로 인해서 연기를 감지하지 못 

하거나, 잘 못 감지하는 경우가 발생한다. 그림 11은 

높은 임계값으로 인해서 연기를 잘 못 감지하는 경우

를 보여 다. 그림 11(a)는 배경 화상의 색상 비

(contrast)가 낮고 경계 정보가 좋지 않아서 연기 감지

가 어려운 경우이다. 이러한 경우에 에 지 분석 기술

을 사용하면 연기를 분류하기가 어렵다. 그림 11(b)는 

움직이는 물체가 연기와 유사하게 밝은 회색의 매끄

러운 표면을 갖는 경우를 보여주며, 이러한 경우에도 

잘못된 경보를 발생시킬 수 있는 문제가 발생한다.

제안 된 알고리즘에서는 마치 연기처럼 이동하는 

것처럼 보이는 물체의 확률을 제거하기 한 임계값

을 선택하 으며, 우수한 성능의 CNN 분류기를 사용

함으로써, 제안된 알고리즘의 감지 율이 향상된 것과 

잘못된 감지가 감소하 다는 것을 알 수 있었다. 그림 

12는 실험의 일부 를 보여주며, 제안된 알고리즘은 

연기가 포함 된 짧은 비디오에서 연기를 감지하고 잘

못된 경보는 발생하지 않았다. 그림 12에서 빨간 경계 

역은 연기 역으로 분류되며, 녹색 경계 역은 연

기가 아닌 역으로 분류된다.

표 1은 상세한 실험 결과를 보여 다. 표 1에서는 

평가를 해서 15 개의 비디오를 사용했으며, 이 가운

데 10개는 연기 화상을 포함하며, 5개는 연기 화상을 

포함하지 않는다. 임 간 분석에서는 약간의 False 

Positive(화재가 아닌데 화재로 분석하는 경우)가 발생

했으며, 그 이유는 본 알고리즘이 연기 지역의 특징을 

분석하는 데 약간의 시간이 필요하기 때문이었다. 그

www.dbpia.co.kr



The Journal of Korean Institute of Communications and Information Sciences '17-07 Vol.42 No.07

1378

그림 12. 연기 감지 결과
Fig. 12. Smoke detection results

 

Video

No.

Descrip-

tion

Number 

of 

Frame

Frame by fram 

Analysis(%) Smoke 

AlarmFalse 

Positive

False

Negative

01 Smoke 1,499 6.5 3.8 Yes

02 Smoke 599 8.5 2.7 Yes

03 Smoke 898 2.6 2.3 Yes

04 Smoke 689 1.3 0.5 Yes

05 Smoke 574 4.5 4.9 Yes

06 Smoke 3,129 1.7 3.3 Yes

07 Smoke 1,820 5.8 4.1 Yes

08 Smoke 1,767 4.3 3.5 Yes

09 Smoke 901 6.1 1.2 Yes

10 Smoke 716 0.7 0.7 Yes

11 Non-Smoke 296 NA 0.0 No

12 Non-Smoke 1,942 NA 1.6 No

13 Non-Smoke 298 NA 0.0 No

14 Non-Smoke 340 NA 0.0 No

15 Non-Smoke 4,000 NA 0.0 No

Average 3.55 1.99

표 1. 실험결과
Table 1. Experiment result

러나 False Negative(화재를 화재가 아닌 경우로 분석

하는 경우)는 CNN 분류의 신뢰성 때문에 매우 낮았

다. 부분의 False Negative는 연기가 배경에 반투명

할 때 발생했다. 특히 인간 는 차량과 같이 규칙

으로 움직이는 물체에서 발생하는 False Negative의 

율이 매우 낮았다. 표 1의 결과에서 보여주듯이 시간 

분석(temporal analysis)후의 최종 결정은 매우 정확하

다는 것을 보여 다.

NVIDIA 컴퓨  가속화 하드웨어를 사용함으로써 

제안된 알고리즘은 매우 빠른 처리 성능을 보여주었

으며, 당 40 임을 처리 할 수 있으므로 실시간 

응용에 합하다는 것을 알 수 있었다.

Ⅳ. 결  론 

화재를 자동으로 감지하는 것은 매우 요하다. 신

속하게 화재를 경보함으로써 사람들이 피할 수 있

을 뿐만 아니라 인명과 재산 피해를 일 수 있다.

본 논문에서 조기 화재 경보 시스템을 한 비디오 

기반 연기 감지 알고리즘에 한 알고리즘을 제안하

다. 배경 모델링에 기반을 둔 알고리즘은 배경의 변

화를 탐지하며, 연기 역의 분류를 해서는 캐스

이드 모델을 사용하 다. 캐스 이드 모델은 다  특

징(multi-feature)의 장 을 보다 쉽게 활용할 수 있게 

하며, 화상 분류에서 딥 러닝 컨벌루션 신경 회로망은 

연기를 감지하는데 높은 정확성을 제공한다. 제안된 

알고리즘은 다른 알고리즘과 비교할 때 크게 개선되

었다. 실험 결과 빠르고 신뢰할 수 있는 결과를 보여

주며, 실시간 감시 시스템에 가장 합한 것을 보여주

었다.

추후 연구로는 제안된 모델의 정확성을 향상시킬 

수 있는 좋은 특징을 찾는 것이다. 한 향상된 화재 

경보 시스템을 개발하기 해서 화염 탐지 모델로 확

장을 할 정이다.
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