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요   약

운 자라는 제한 인 상황에서 졸음을 단하기 한 시각  기반 졸음 감지 방법이 있다. 운 자의 , 머리 

움직임 등의 특징들을 추출하여 졸음을 단하는데 졸음 발생 시 나타나는 변화가 상이하며 다른 개체이기 때문

에 단 기 으로 두 가지 이상의 특징을 사용함에 있어 편향 상이 발생할 수도 있으며 데이터 락 시 졸음 

단이 어려울 수도 있다. 본 논문에서는 시각  특징 데이터에 구애받지 않기 하여 DBM(Deep Boltzmann 

Machine)을 사용하는 멀티 모달 학습 방법을 제안한다. 일반 으로 사용하는 시각  기반 특징들  두 가지( , 

입)를 사용하여 졸음 발생 시 변화를 찰한다. 먼  멀티 모달 DBM을 사용하여 두 특징 데이터를 학습한 후 

RNN(Recurrent Neaural Network)을 사용하여 시간  변화를 고려한다.

Key Words : Multimodal-learning, Drowsy detection ,Deep Boltzmann Machine, Restricted Boltzmann 

Machine, visual feature

ABSTRACT

There is a vision-based drowsiness detection method for judging drowsiness in a limited situation of driver. 

The driver's eye and head movements are used to determine the drowsiness. In the case of drowsiness, the 

change in drowsiness is different. Since the drowsiness is different from other drowsiness, This may be difficult. 

In this paper, we propose a multimodal learning method using DBM(Deep Boltzmann Machine) in order not to 

be affected by visual feature data. Two of the commonly used visual-based features (eye, mouth) are used to 

observe changes in drowsiness. First, we study two feature data using multimodal DBM and then consider the 

temporal change using RNN (Recurrent Neural Network).
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Ⅰ. 서  론

운 자가 졸음에 빠진다는 것은 매우 심각한 문제

이며 이로 인한 교통사고는 매년 발생하고 있다. 졸음

이 발생한다는 것은 운 자 입장에서는 한 순간이지

만 차량은 운 자가 통제하지 않은 상태가 지속되어 

매우 험하고 큰 사고로 직결되어 추가 인 인명 피

해로 이어질 수 있다. 실제로 운 자가 약 5  정도를 

졸음에 빠질 경우 시속 100km 인 차량은 약 140m를 

운 자가 없는 상태로 이동한 것과 같다. 이러한 졸음

운 의 험성이 논의되면서 졸음 감지 시스템 개발

을 한 연구들이 많이 이루어졌으며 다양한 졸음 

단 방법과 기 들이 존재한다. 이 때 시각  기 은 

사진을 통해 얻은 특징들을 사용하여 졸음을 단하

기 때문에 제한 인 상황에서 가장 사용하기 하

다. 사용되는 특징들은 주로 , 입, 목의 움직임 등이 

있으며 졸음 발생 시 나타나는 변화가 나타나는지 지

속 인 찰을 하여 사용자의 상태를 분류한다. 

단일 특징을 찰하는 졸음 단 시스템은 운 자

의 이미지를 획득하여 특징을 추출한 후 PCA, LDA 

방법을 사용하거나 이미지 처리 방법 등 다양한 방법

으로 추출한 특징의 유효성을 검사하여 정확도를 높

인다. 즉, 추출된 특징의 데이터만 유효하고 졸음에서 

나타나는 변화만 찰되면 높은 정확도를 기 할 수 

있다. 하지만 단일 데이터가 졸음에서 나타나는 변화

는 한정 이므로 운 자의 상태를 졸음으로 분류하기

에는 근거가 부족하다. 

이를 보완하기 해 추가 인 특징을 사용하여 두 

가지 이상의 특징을 통해 운 자의 상태를 분류하는 

방법이 있다.  뿐만 아니라 추가 인 머리 움직임을 

찰하여 운 자의 상태를 졸음으로 분류하기에 부족

한 근거를 보완한다. 

하지만 각각의 특징들은 졸음 발생 시 나타나는 변

화가 달라 추가 인 특징을 사용한다면 기존 시스템

에 도입할 추가 인 알고리즘을 필요로 하며 이는 확

장성의 해 요인으로 작용한다. 한 추가 인 특징

들을 사용하는 시스템을 설계하여 졸음 단의 근거

를 향상시키지만 그와 동시에 추출해야할 특징과 사

용 알고리즘 증가로 인한 트 이드오 (trade-off) 상

이 발생한다. 그리고 추가 인 알고리즘을 사용하여 

졸음 단 시스템을 설계하 을 때 두 가지 이상의 특

징이 함께 용되어 졸음 단의 근거로 사용되지 않

고 편향 상의 문제가 발생될 수 있다. 를 들어 운

자의 졸음 발생 시 과 목의 움직임으로 졸음 단

이 이루어지지 않고 을 감는 것만으로 졸음 단이 

계속 이루어지는 것이다. 만약 졸음 감지 시스템이 두 

특징을 모두 입력 받아야 졸음을 단하는 경우라면 편

향 상이 발생하지 않고 값의 락이 발생하여 졸음 

단이 이루어지지 않는 더 심각한 문제가 발생한다.

와 같은 문제를 해결하기 해 본 연구에서는 운

자의 이미지로부터 추출한 특징들을 멀티 모달 학

습을 사용하여 추가 인 알고리즘을 사용하지 않고 

졸음을 단하는 시스템 설계를 제안한다. 실제 세계

의 정보는 여러 입력 채 을 통해 제공되며 인간은 여

러 감각을 통하여 이를 인지한다
[1]. 기계 학습 분야에

서는 서로 다른 종류의 정보를 달하여 유용한 정보

를 발견하는 모델을 만들기 한 학습이 필요했고 각

각의 정보마다 모델을 만들기에는 시간과 비용이 들

며 모델을 합치는 것 한 추가 인 방법이 필요하다. 

이러한 이유로 도입된 학습이 멀티 모달 학습이며 멀

티 모달 설정에서 데이터는 여러 입력 모달로 구성되

며 각 모달은 다른 종류의 표 과 구조를 가지고 있

다. 즉, 각각의 특징들은 이미지로써 같은 구조의 데

이터지만 졸음이라는 특정 조건에서 서로 다른 변화

를 보이기 때문에 각각의 특징은 졸음을 표 하는 서

로 다른 모달리티이다.

본론에서는 졸음 감지를 해 시각  특징을 추출

하는 련 연구에 해 설명한다. 이어서, 이 논문이 

제안하는 멀티 모달 네트워크 기반의 시각  특징을 

이용한 졸음 감지 시스템을 순차 으로 설명한다. 마

지막으로 련 연구에서 졸음을 감지한 정확도와 단

일 특징을 이용한 졸음 감지 정확도, 본 논문에서 제

시하는 멀티 모달 네트워크를 이용한 졸음 감지 정확

도를 비교를 한 후 논문을 마친다.

Ⅱ. 련 연구

운 자의 졸음을 단하기 한 기 을 생리학 데

이터, 운  행동  패턴 데이터, 운 자의 시각  특

징 데이터로 총 세 가지로 분류할 수 있다
[2]. 가장 정

확한 기 은 생리학  특징인 심박수  뇌 를 측정

하여 활용하는 것이며 이러한 생리학  기 은 사용

자의 졸음 상태를 세분화하여 분류 할 수 있다. 하지

만 운 자의 신체에 부착해야 되고 장비에 의존하기 

때문에 운 자 상태에 사용하기에는 부 합하다. 이러

한 이유로 운 자의 졸음을 단하기 해 운 자의 

시각  특징을 사용한다. 운 자의 시각  데이터는 

카메라를 부착하여 수집하기 때문에 운  환경에 사

용이 용이하다. 부착된 카메라를 통하여 수집 된 이미

지는 처리 과정을 통하여 특징들을 추출한 후 추출
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된 특징들의 변화를 찰하여 운 자의 상태를 악

하는 구조를 가지며 이러한 구조 속에서 다양한 기법

들을 사용한다. 

먼  운 자의 졸음 탐지에 필요한 얼굴과 을 추

한다
[2]. AdaBoost(adaptive boosting), blob 

detection을 사용하여 얼굴 역과  역을 제외한 

나머지 역은 제거한다. 이후 의 유효성 검사는 

SVM(Support Vector Machine) 분류기를 사용한다. 

SVM 은 의 개폐 유무와 같이 이진 값을 단할 때 

사용하기 좋다. 이때 이 맞는지 아닌지를 단하는 

기반은 PCA(Principal Component Analysis)와 

LDA(Linear Discriminant Analysis)를 사용한다. 

PCA는 이미지들의 주성분 벡터를 추출하며 LDA는 

이미지들을 클래스별로 분류하는데 사용된다. 이 게 

유효성 검사를 통해 추출한 은 PCA와 LDA 그리고 

다른 방법을 통한 총 28개의 특징(왼쪽, 오른쪽  각

각 14개 씩)을 추출한다. PCA와 LDA를 통해 양쪽 

마다 12개의 특징을 추출한다. 나머지 2개의 특징

은 소벨 윤곽선 검출(Sobel Filtering)을 통하여 얻은 

이진 윤곽선 이미지를 수직 투  그래 를 통해 그래

의 희소 과 집 이 특징이다. 이후 의 상태

를 의 감긴 정도, 이 감긴 지속시간, 의 깜박임

을 PERCLOS(percentage of eye closure), ECD(eye 

closure duration), FEC(frequency of eye closure) 라

고 정의한다. 의 감긴 정도는 꺼풀의 닫힌 정도가 

아닌 운 자의  개폐 유무를 0과 1로 표 하며 이 

감겼을 때를 0이라고 한다. 어느 시간만큼을 클러스터

로 지정하 을 때 0의 개수를 의 감긴 정도라고 한

다. 이 게 의 상태를 통해 운 자의 졸음을 결정하

며 범 한 운 자의 졸음을 감지할 수 있다.

운 자의 졸음 탐지에 필요한 얼굴과 입을 추 하

며 Viola & Jones Algorithm을 사용하 다
[3]. 운 자

의 입을 추출하여 추출된 입의 개폐 유무를 단한다. 

후에 열린 입은 SVM을 통하여 반 이상 열려 있는 입

을 단하여 하품의 유무를 단한다. 이처럼 입의 개

폐 유무만으로 하품을 단하는 것이 아니라 입이 얼

마큼 벌어져 있는지 한 단하여 하품의 유무를 

단하여 피곤함을 결정한다.

이처럼 단일 특징만을 사용하여 단된 졸음은 정

확도가 높더라도 근거가 부족하다. 때문에 기존의 

을 통하여 졸음을 단함에 있어 추가 인 머리 움직

임을 사용하 다
[4]. 얼굴과 을 감지하기 해  연

구와 같은 알고리즘을 사용하 으며 총 6방향의 머리 

움직임을 측한다. 먼  기 이 되는 머리 특징 을 

추출한다. 이 에서도 언 했듯이 움직임을 측정하기 

해서는 두 개 이상의 데이터가 존재하여야 하며 그

 하나의 데이터는 기 이 되어야 한다.  다음으로 

재 운 자의 머리 치를 추출한다. 이 두 데이터의 

차이를 통하여 총 6가지 상태로 분류되며 그 상태는 

오른쪽, 왼쪽, 뒤, 앞으로 젖힘이 있으며 오른쪽, 왼쪽 

고개 돌림이 있다. 졸음 감지 시스템은 운 자의 만 

감겨 있거나 는 머리만 앞으로 젖  있다면 오 지 

상태(피곤한 상태)를 가진다. 운 자의 이 감겨있으

며 머리가 앞이나 뒤로 젖 있다면 상태가 드(졸음 

상태)가 되며 매우 험한 상태임을 알림으로써 두 특

징을 모두 사용하는 경우와 한 특징을 사용하는 경우

가 나 어져 있다. 즉, 결정 트리를 통하여 추출한 특

징 각 상태를 분류하는 것이다. 이러한 분류는 추출한 

각 모달리티의 모든 특징을 고려했다고 보기에는 어

려움이 있다
[5]. 추출한 특징들을 잘 융합하기 하여 

여러 가지 방법들이 제시되었으며 각 모달리티의 특

징들을 모두 고려하는 방법들이 제시된다. 머신 러닝

을 사용하여 각 모달리티를 잘 이해하는 모델을 생성

한다면 여러 모달리티를 융합할 수 있다.

와 같은 방법들은 운 자의 특징 데이터를 직

인 방법으로 추출한다. 하지만 재 딥 러닝의 발

으로 운 자의 얼굴 데이터를 CNN(Convoultional 

Neural Network)에 용하여 졸음과 비졸음으로 분류

하면 직 인 특징 추출이 아닌 학습을 통한 운 자

의 특징을 추출할 수 있다
[6]. 하지만 졸음이라는 상

은 시간을 가지고 나타나며 CNN에서는 시간  변화

를 포함한 특징을 추출하기에는 어려움이 있다.

Ⅲ. 본  론

졸음 단의 근거를 강화하기 해 , 입 등의 추

가 인 특징을 사용하기 해서는 각각 특징의 지속

인 변화를 찰하여 졸음 상태를 단해주는 시스

템을 필요로 한다
[9]. 이때 시스템 설계에 따라 두 가지 

특징이 모두 고려되어 졸음 단 정확도가 향상되는

지 알 수 없으며 값의 락을 고려하지 않았다면 문제

가 발생 할 수 있다. 이와 같은 문제를 해결하기 하

여 본 연구에서는 그림 1와 같은 시스템 설계를 제안

한다. 운 자의 이미지로부터 추출한 특징은 과 입, 

두 가지 특징을 사용한다. 본 연구에서 과 입의 특

징을 사용한 이유는 졸음 상태는 순간의 단이 아닌 

지속 인 찰을 통한 단이기 때문이다. 운 자의 

상태가 졸음 직  피곤함으로 인해 잦은 하품을 한 후 

입의 움직임은 찰되지 않았다면 피곤한 상태 후 졸

음 상태를 생각할 수 있다. 하지만 반 로 운 자가 
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그림 1. 졸음 감지를 한 시스템 구조도
Fig. 1. System structure for detecting drowsiness

그림 2. DBM 그래픽 모델
Fig. 2. DBM graphical model

졸음을 극복하여 정상 상태 한 가능할 수 있으며 이

때 의 상태가 감겨져 있다면 확실한 졸음이라는 것

을 단할 수 있다.

3.1 특징 추출

수집 된 운 자의 이미지로부터 처리를 통하여 

졸음 단에 필요한 특징을 추출한다. 먼  Viola & 

Jones Algorithm을 사용하여 얼굴 역을 추출한다[7]. 

이 기법은 수 백 가지의 하르(haar) 피처 조합을 이용

하여 물체를 탐지하며 모든 사람들의 얼굴 특징이 뚜

렷하며( 과 썹은 확실한 음 을 가지고 있음) 유사

하게 생겼기 때문에 얼굴 탐지에서 좋은 성능을 보인

다. 이 방법은 2001년 제안된 이후로 많은 발 이 이

루어져 왔고 얼굴 탐지뿐만 아니라 , 입 등 얼굴의 

특징 인 부분을 탐지하는 좋은 알고리즘으로 발 해 

왔다. 이러한 기법을 사용하여 얼굴 역을 제외한 배

경은 제거한다. 이후 얼굴 역에서 하르 피처를 이용

하여 adaboost를 통하여 데이터 구성에 필요한 과 

입을 추출한다. 

추출한 각각의 특징 데이터는 졸음 단을 한 각

각의 모달리티로 구성되며 지속 인 찰을 한 데

이터로 시 스한 성질을 가진다.

3.2 멀티 모달 네트워크

추출한 특징으로 구성된 각각의 모달리티는 서로 

다른 형식을 가지기 때문에 두 모달리티 간의 이질성

이 존재한다. 비록 같은 이미지 데이터로 구성되어 있

지만 졸음을 표 하는데 있어 두 모달리티는 서로 다

른 변화를 가지기 때문이다. 이러한 문제를 해결하기 

하여 멀티 모달 네트워크에서는 두 모달리티를 재

구성하는 생성 모델을 활용한다.

3.2.1 데이터 특징 학습

두 모달리티를 재구성하는 생성 모델을 학습하

기 하여 본 연구에서는 DBM(Deep Boltzmann 

Machine)[8]을 사용한다.  DBM은 깊게 쌓은 확률 

모델로 RBM(Restricted Boltzmann Machine)으로 

구성되어 있다. RBM 을 구성하고 있는 입력 이

어의 노드들은 h∈   , 히든 이어 노드는 

v ∈  , 두 이어는 각 노드마다 서로 연결 

되어 있으며 같은 이어안에 존재하는 노드는 연

결되어 있지 않다. 이처럼 입력 이어와 히든 

이어로 이루어져 있다. RBM의 목 은 입력 데이

터를 재구성하는 비지도학습 모델이며 에 지 함

수:   를 기반으로 정의
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그림 3. multimodal DBM 그래픽 모델
Fig. 3. multimodal DBM graphical model

된다.

입력 데이터가 주어지면 각각의 웨이트 값과 바이

어스 값을 통하여 히든 노드 값을 추정한다. 후에 히

든 노드 값을 역으로 재구성하여 입력 데이터와 재구

성 데이터의 차이를 여가서 입력데이터와 가장 근

사한 확률 분포를 가지게 되며 입력 데이터와 같은 확

률 분포를 가졌을 때 히든 이어는 입력 데이터를 가

장 잘 이해하고 있는 모델이라고 정의 할 수 있다. 이

게 생성된 모델은 입력 데이터를 재구성하여도 비

슷한 확률 분포를 가지기 때문에 입력 데이터를 신 

할 수 있으며 결국 RBM은 입력 이어와 히든 이

어의 결합 확률 분포로 나타낼 수 있으며 v는 입력 

이어, h는 히든 이어를 나타내며 다음과 같은 수식

을 가진다.

   

 (1)  

이러한 RBM을 깊게 쌓아 고차원 인 데이터를 재

구성하기 한 방법이 DBM이며 깊은 층을 가진 생성 

모델이다. 기존의 2개의 층으로 이루어진 것보다 더 

많은 층을 가지며 체 이어의 결합 확률 분포를 의

미한다. 그래픽 모델에서 노드를 연결한 두 선은 결합 

확률 분포를 의미하며 그림 2와 같이 RBM을 쌓아 구

성한 모델이며 연속된 RBM이므로 체 이어의 결

합 확률 분포를 나타내며 이때 값은 웨이트 값이다.

  

  (2)

데이터 재구성에 있어서 체 모델의 변수를 수정

하며 학습하기 때문에 더 추상 이고 복잡한 데이터

를 이해할 수 있다.

3.2.2 융합 네트워크

두 모달리티를 DBM을 사용하여 재구성하 으면 

마지막으로 재구성된 두 모달리티를 조인해야 한다. 

두 데이터를 하나의 이어로 표 하기 해 본 연구

에서는 그림 3와 같은 구조를 사용한다. 두 모달리티 

과 귀를 각각   이라고 하며 입력 이어는 

  이며 기존 DBM을 표 하는 수식 (2)

를 기반으로 을 구할 수 있다. 두 모달리티 모두 

을 추정하는 조건이며    으로 나타

낼 수 있다.

3.2.3 생성 모델 

본 연구에서 사용하는 과 입 데이터는 졸음 변화

에 있어 서로 다른 특징을 가지기 때문에 와 같은 

네트워크를 사용하여 각 데이터의 특징을 추출하여 

융합한다. joint representation을 통해 생성된 이어

는 그림 4와 같이 이미지로 표시할 때 각 모달리티인 

과 입의 형태를 찾아 볼 수는 없지만 생성된 모델을 

통하여 재구성한 이미지를 확인하 을 때는 과 입

의 모습을 확인할 수 있다. 즉, 생성된 모델이 재구성

한 이미지를 확인하여 본 연구에서 제시하는 각 모달

리티의 이질성을 제거하는 모델을 검증한다. 멀티 모

달 네트워크에서는 각 모달리티의 특징을 잘 이해하

는 모델이 생성되며 합쳐진 모습에서는 과 입을 확

인할 수는 없지만 두 모달리티의 특징을 포함하고 있
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그림 5. 입력 데이터 구성
Fig. 5. Input data configure

그림 4. 모델 검증
Fig. 4. Model verification

는 데이터가 생성된다. 

3.3 졸음 분류 

졸음은 시간 축을 가지는 특징으로 지속 인 변화

를 찰하여 악할 수 있다. 이러한 특성 때문에 본 

연구에서는 운 자 상태 분류를 하여 RNN 

(Recurrent Neural Network)을 사용한다. RNN 은 과

거에 입력 받았던 데이터를 동시에 고려하는 딥 러닝 

네트워크로 인간이 머릿속에 기억을 장하고 있듯이 

히든 이어에서 기억을 가지고 있지만 모든 것을 기

억할 수 없으므로 일정 상황에 맞게 과거에 입력 받았

던 데이터는 사라진다. 재 입력 데이터와 이  입력 

데이터를 모두 고려하는        수식을 

가지며 이때    는 재 상태를 의미한다. 이처럼 t

값을 고려하는 타임스탬  라미터를 조정하여 일정 

시간동안 입력 데이터의 지속 인 찰이 가능하다. 

데이터 처리를 통해 특징 데이터 값은 세로축 y로 

기존 데이터의 가로축과 세로축을 곱한 크기를 가진

다. 그 다음 졸음 단을 하기 해 필요한 시간만큼

을 x축으로 쌓는다. 이로 인해 x축은 시간 t축이 되며 

t 값 하나가 이미지 데이터 하나를 표 한다. 그림 5와 

같은 데이터 구성을 가지고 있어 시 스한 성질을 가

지며 지속 인 찰로 인해 졸음 단을 가능하게 해

다. 멀티 모달 네트워크를 통하여 각 모달리티의 특

징을 모두 포함하고 있는 데이터를 총 3가지 클래스

로 분류하며 련 연구
[4]에서 제시한 운 자 상태를 

참고하 다.

Ⅳ. 실  험

4.1 실험 내용

실험 데이터는 실내에 마련한 가상 운  환경을 통

하여 수집하 다. 비록 실제 운  환경과 완 히 같다

고 할 수는 없지만 졸음 데이터 특성상 수집이 어렵고 

험하기 때문에 실내 가상 환경 실험을 진행하 다. 

실험을 통하여 수집한 시 스 이미지는 약 20만장으

로 일반인 4명을 통하여 수집하 다. 과 입 특징을 

추출하는 처리 과정에서 특징 추출이 정상 으로 

이루어지지 않는 경우(운 자가 존재하지 않는 경우 

등)가 발생하고 이러한 이유로 실제 학습 데이터보다 

추출된 특징 데이터가 더 은 데이터 수를 가진다. 

실험 참가자의 상태는 련 연구
[4]에서 드, 오 지, 

그린 상태로 분류한 것과 같이 졸음, 피곤함, 정상 상

태로 분류하 으며 실험에 앞서 자신의 상태를 데이

터 수집 도 에 시간별로 악하여 기록하도록 하

기 때문에 수집한 데이터는 실험 참가자의 상태 정보

를 포함하고 있다. 테스트 데이터는 각 실험 참가자의 

데이터를 일정부분 추출하여 구성하 다.

본 연구에서 제안하는 멀티 모달 학습의 성능 평가

를 하여 단일 모달리티를 사용한 졸음 단 실험도 

진행하 다. 단일 모달리티를 RNN을 통해 학습하여 

생성된 모델에 데이터 셋을 입력하여 정확도를 측정

한 후 멀티 모달 학습을 통해 생성된 모델의 정확도와 

비교할 것이다. 한 련 연구에서 졸음을 단하기 

해 CNN을 사용한 결과 값
[6]과 직 인 결정 트리

를 가지고 단한 연구
[4] 결과 값을 인용하여 비교할 

것이다.

4.2 실험 결과

련 연구 [6]에서 졸음을 감지하는 정확도를 제시하기 

때문에 본 연구의 정확도와 비교가 가능하다. 한 본 연

구와 다른 신경망 네트워크를 사용한 
[4] 연구는 한 

비교가 가능하다. RNN을 이용하여 단일 특징 실험 결

과는 그림 6과 같다. 각각의 데이터 셋에 한 정확도
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extract feature eye mouth

training images 210,554 images

feature images 361,964 180,982

test images 20,120 images

feature images 360,42 180,21

표 1. 데이터 정보
Table 1. Dataset

workd Accuracy

RNN(eye) 79.1

RNN(mouth) 67.2

Multimodal 90.4

TEYEB, lnes, et al. [4] 88

DWIVEDI, kartik, et al.[6] 88.57

표 2. 실험 결과
Table 2. Experiment result

를 보았을 때 두 모달리티를 모두 활용한 멀티 모달 

학습이 더 높은 정확도를 보인다. 그에 반해 입만을 

활용하여 생성된 모델은 정확도가 낮은 것을 확인할 

수 있다. 실제로 입만을 통하여 졸음을 단하는 것은 

어려운 작업이다. 하지만 입과 을 함께 활용한다면 

단순히 만 감았을 때 단한 졸음보다는 잦은 하품 

이후 을 감았을 때 더 설득력 있는 졸음 상태 단

이라고 할 수 있다. 

입으로 악할 수 있는 졸음 패턴은 한계가 존재하

기 때문에 실제 다른 연구에서도 하품을 인지하는 특

징으로 주로 사용한다. 마지막으로 과 입, 두 모달

리티를 멀티 모달 네트워크에서 이질성을 제거하여 

재구성한 하나의 입력 데이터를 생성한 후 RNN에 

용하여 졸음 단을 한 모델을 생성하 다. 그리고 

생성된 모델에 같은 테스트 데이터를 입력해 주었을 

때 단일 모달리티를 사용하 을 때 보다 높은 정확도

를 보 다. 실제 입력 데이터는 시 스한 이미지이기 

때문에 입의 변화와 의 변화를 모두 활용하면 단일 

모달리티에서 악하지 못했던 졸음 패턴을 찾을 수 

있다. 한 두 모달리티는 졸음 상태에서 확실하게 나

타는 변화(일반 으로 졸음 상태에 입의 움직임은 

찰되기 어려움, 의 닫힘 등)를 가지고 있고 멀티 모

달 네트워크를 통하여 두 모달리티의 상 계를 

악할 수 있는 데이터로 재구성하 기 때문에 높은 정

확도를 가지는 결과 값을 얻을 수 있다.

이와 같은 결과 값의 객  단을 하여 두 특

징(목의 움직임, )을 사용한 시스템 결과 값과 CNN

을 사용하여 생성된 모델의 졸음 감지 정확도를 표 2

를 통하여 비교하 다. 련연구 [6]은 두 가지 특징

을 사용하지만 설계된 알고리즘으로 상태를 악하기 

때문에 두 특징을 모두 활용한다고 보기 어려우며 유

연하지 못하다. 련연구 [4]는 유연성있는 단이 가

능하지만 CNN 특성상 시간 인 변화를 고려했다고 

보기 어렵다. 본 연구에서는 졸음이라는 시간  변화

를 가지고 나타나는 상을 감지하기 하여 RNN을 

사용하 으며 두 특징을 모두 활용하기 하여 멀티 

모달 네트워크를 통하여 두 모달리티의 특징을 학습

하 다. 그 결과 기존 연구의 정확도보다 향상된 정확

도를 확인할 수 있으며 본 연구에서 사용하는 시스템

은 추가 인 특징을 가져올 때 더 나은 확장성을 가질 

수 있다.

그림 6. 결과 값
Fig. 6. Result

Ⅴ. 결론  향후 연구

기존의 시각 기반 졸음 단 시스템에서는 이미지에
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서 추출한 특징을 찰하여 졸음 발생 시 나타나는 변화

가 감지되면 졸음을 결정하 다. 이는 정해진 알고리즘

을 통한 결정 트리이며 이때 시각  특징들마다 나타나

는 변화들은 모두 차이를 가지기 때문에 시스템마다 하

나이상의 특징을 찰할 때 고려할 사항이 생기며 추가

인 시스템을 구 하여 두 개 이상의 특징을 통해 졸음

을 단할 때 문제 을 갖는다. 먼  졸음 단 기 의 편

향 상이며 두 개 이상의 특징을 고려하 을 때의 추가

인 알고리즘 도입이 필요한 확장성 문제이다. 본 연구

에서는 이러한 시각  특징의 활용성을 높이며 문제 을 

해결하기 해 멀티 모달 학습 방법을 제안하 다. 데이

터 재구성을 통하여 서로 다른 형식의 데이터를 받을 수 

있기 때문에 두 개 이상의 특징 데이터를 입력받을 수 있

다.

딥러닝을 통한 이미지 처리 분야에서 CNN이 높은 성

능을 가지고 있지만 운 자의 얼굴을 입력해 주었을 때 

졸음인지 아닌지를 단해 주기에는 어려움이 있다. 졸

음이라는 상이 시간을 가지고 나타나는 시 스한 성질

을 가지기 때문이다. 이러한 이유로 본 연구에서는  RNN

을 사용하 으며 운 자의 상태를 세 가지로 분류하

다. 비록 지 은 험성으로 인해 제한된 상황에서 수집

된 데이터를 사용하 지만 향 후 장거리 운 자의 데이

터를 수집하여 실험을 진행할 계획이다. 한 재 얼굴

에서만 추출한 특징들을 사용하 지만 생리학 인 특징, 

운  패턴 등 다양한 데이터를 수집하여 졸음 단에 사

용한다면 재 제안된 시스템의 용이한 확장성과 다양한 

졸음 단 기 들을 통하여 졸음 감지가 가능할 것이다.
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