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요   약

본 터에서는 스마트깔창에 내장된 압력 센서를 

이용하여 보행 데이터를 측정하고, 심층 컨볼루션 신

경망(DCNN)을 이용하여 추출한 보행 특징을 바탕으

로 보행의 종류를 분류하는 방법을 제안한다. 연속

인 보행에 한 데이터는 단  걸음으로 분할된 후 

처리 과정을 거쳐 DCNN의 입력으로 사용된다. 

DCNN의 출력으로 얻은 특징맵을 이용하여 분류를 

한 최종 완  연결 네트워크를 구성하여 보행의 종

류를 분류하 다. 7종류의 보행 데이터를 실측하여 분

류 실험 해 본 결과, 제안한 방법이 88% 이상의 높은 

분류율을 보이는 것을 확인하 다. 

Key Words : Gait type classification, Smart 

insole, Deep convolutional neural 

network

ABSTRACT

We propose a method to classify gait types using 

a sensor embedded in smart insole. A pressure senso

r array was used for gait measurement, and the featu

res of gait pattern were extracted using deep convolu

tion neural network (DCNN). The measurement data 

for the continuous walking is divided into unit steps. 

Then preprocessed data is used as the input of the 

DCNN. Using the feature map obtained from the DC

NN output, a final complete connection network for 

classification was constructed to classify the types of 

gait. Through the experiments for the 7 types of gai

t, we confirmed that the proposed method showed hi

gh classification rate of 88% or more.

Ⅰ. 서  론

보행은 일상생활의 여러 행동들 가운데 가장 많은 

비 을 차지하는 행동의 하나로서, 신체 건강 반에 

걸쳐 요한 요소이다. 이에 보행에 한 연구들이 많

이 수행되어 왔으며, 특히 보행의 종류를 분류하는 방

법은 의료 진단 분야
[1]를 비롯하여 다양한 종류의 헬

스 어 분야[2]에서도 많은 심을 받고 있다.

그동안 보행의 종류를 분류하는 다양한 방법들이 

제안되어 왔다. 그러나 많은 경우, 데이터를 측정하기 

해 다수의 센서들을 몸에 부착하거나 제한된 장소

에서 측정이 이루어져야 하는 불편함
[3]과 측정 값의 

불안정성
[4]으로 인해 정확도에 한계가 있었다. 한편, 

웨어러블 센서는 데이터를 수집하기 한 환경  제

약이 기 때문에 일상생활에서 비교  쉽게 데이터

를 수집할 수 있으며, 옵티컬 로우나 히트맵(heat ma

p) 같은 비디오 데이터에 비해서 용량이 작기 때문에 

데이터를 장  처리 부담이 은 장 이 있다. 

이에 본 터에서는 웨어러블 기기인 스마트 깔창

에 장착된 압력 센서를 이용하여 보행을 측정하고 심

층 컨볼루션 신경망(deep convolutional neural networ

k, DCNN)
[5]을 기반으로 보행의 종류를 분류하는 방

법을 제안한다. 데이터 수집을 해 상용 스마트 깔창

인 ‘FootLogger’의 압력 센서를 사용하 으며, 성인 1

4명이 7종류의 보행을 하면서 실측한 데이터에 한 

실험 결과, 기존의 별 분석에 의한 방법보다 훨씬 

우수한 분류 성능을 보여 주었다. 

Ⅱ. 연속 보행 데이터의 처리

3L-Labs Co., Ltd.(Seoul Korea)에서 제작한 FootL

ogger는 압력의 세기에 따라 0, 1, 2의 값을 측정하는 
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그림 1. ‘FootLogger’를 이용하여 측정한 보행데이터 .
Fig. 1. Example of data measured by using ‘FootLogger’.

8개의 압력 센서로 구성된 센서 어 이(array)를 내장

하고 있다. 각 센서들은 100Hz의 샘 링율로 데이터

를 측정한다. 보행 시간 동안 연속 으로 측정된 데이

터를 단  걸음 구간들로 분할하기 해 보행 주기의 

stance phase(발이 지면을 디디고 있는 상태)와 swing 

phase(지면에서 발이 떨어진 상태)를 기 으로
[6] 단  

걸음의 구간을 분할하여 단  걸음으로 정의하 다. 

단  걸음에 한 측정값은 2차원 행렬 형태로 장

되었다(그림 1).

실제 ‘FootLogger를 이용한 데이터 측정하 을 때 

깔창에 장착된 센서 간 차이, 발열 등의 여러 요

인들로 인해 swing phase임에도 간혹 특정 센서에서 

0이 아닌 노이즈 값이 측정되었다. 이러한 노이즈는 

한 번의 swing phase를 두 번 발생한 것으로 단하

는 오검출을 래하여 제안한 방법의 분류 성능을 악

화시킬 수 있다. 

노이즈를 제거하기 해, 먼  왼쪽 발의 압력센서

어 이의 8개의 모든 센서 값의 합이 0이 되는 시 을 

'swing phase'의 시작 으로 정의
[6]하고, swing phase 

다음의 swing phase의 시작 은 8개의 압력센서 에

서 2개 이상의 센서에서 0이 아닌 값이 측정되는 시

으로 정의하 다. 만약 swing phase가 시작 에서 sta

nce phase의 시작  사이에 센서 어 이 측정 값의 합

이 1이 나오는 경우 해당 시 의 압력센서 값을 노이

즈로 단하고 해당 센서 값을 0으로 변경하 다. 

한편, 측정 시 에 따른 보행 속도의 변이는 보행의 

종류를 구분하기 한 보행 특징을 추출하는데 방해

가 된다. 이에 가장 짧은 단  걸음의 시간을 기 (, 

  )으로 모든 걸음에 한 길이가 동일하도록 정

규화(normalization)하 다[7]. 그 결과 압력 센서 어

이의 정규화 된 단  걸음에 한 측정 값은 63x16의 

배열로 변환 되어 1008x1의 벡터로 장하 다.

Ⅲ. 분류를 한 심층 신경망 설계

3.1 심층 신경망 구조  데이터 포맷

그림 2는 제안한 보행 종류 분류 네트워크의 체 

구조를 보여 다. Fig. 3에서 보듯이, 먼  압력 센서 

어 이에 한 DCNN을 학습 특징맵(feature map)을 

추출하고, 특징맵과 보행의 종류 라벨을 출력으로 하

는 완  연결 네트워크(fully connected network)를 

구성하여 보행을 종류를 구분하 다. 

본 터에서는 압력 센서 어 이로 측정한 데이터

를 II장에서 언 한 처리 과정을 통해 ×크기로 

정규화하여 DCNN의 입력으로 사용하 다 (는 센

서 어 의 센서 개수로 16이고  는 63으로 설정하

다). 한편, 보행 종류를 구별하기 한 보행 특징을 추

출하는 데 몇 걸음 정도가 필요한지를 확인하기 해, 

DCNN의 입력으로 사용되는 데이터 샘 을 1걸음으

로 구성한 것에서부터 걸음 수를 늘려가며 분류 실험

을 해 보았다. 걸음을 한 개의 보행샘 로 정의한 경

우, DCNN의 입력 데이터는 ∙×가 된다.

그림 2. 제안하는 방법의 흐름도.
Fig. 2. Overall structure of the proposed network.

3.2 컨볼루션 이어  완 연결 이어 학습

제안한 방법에서 사용된 DCNN은 3개의 컨볼루션 

이어를 포함하고 있다. 각 이어들은 해당 특징 수

(feature level)의 필터들을 포함하고 있다. 각 컨볼

루션 이어에서 사용한 필터의 개수와 크기, 필터링 

스트라이드(k<=2일 때 s=1, k>2일 때 s=2)는 표 1에 

요약되어 있다. DCNN의 학습 과정에서 그 디언트 

손실(vanishing gradient)을 방지하고 학습의 안정성을 

보다 높이기 해 ReLU(Rectifier Linear Unit)
[8]함수

를 사용하고 활성화 함수 용 이후에 배치 정규화[9]
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gait 

type

#. of 

steps
duration gait type

#. of 

steps
duration

WK 2,295 3m SA 747 1m

FWK 2,714 3m SD 971 1m

RA 1,577 1m RUN 3,642 3m

RD 1,586 1m

표 2. 걸음걸이 측정에 한 정보.
Table 2. Information on gait measurement. 

kind of 

filters
filter size

filtering 

stride

1
st
 layer 32 16x20 s

2nd layer 64 20x64 s

3
rd

 layer 128 20x128 s

표 1. 컨볼루션 이어 구성.
Table 1. Convolution layers configurations.

(배치 크기 : 32)를 수행하 다. 

벡터 형태의 특징맵은 완  연결 네트워크의 입력

으로 사용된다. 과 합(over-fitting) 문제를 방지하고 

일반화(regularization) 성능을 향상시키기 해 학습

시 이어안에 있는 노드(node)를 드롭아웃
[10] 비율만

큼 무작 로 골라서 삭제한 후 남겨진 노드만을 가지

고 학습을 하는 드롭아웃(dropout) 방법을 용하

다. 최종 출력은 소 트맥스(softmax) 함수를 이용하

여 계산하 다. 

Ⅳ. 보행 종류 분류 실험 

데이터 수집을 해 성인 14명으로부터 걷기(WK), 

언덕 오르기(RA), 언덕 내려가기(RD), 계단 오르기

(SA), 계단 내려가기(SD), 달리기(RUN), 경보(FWK)

로 총 7종류의 보행에 해 데이터를 측정하 다. 

처리 과정을 거쳐 단  걸음별로 분할하여 정규화한 

데이터에 한 정보는 표 2에 요약되어 있다. 학습과 

테스트에 필요한 데이터는 각각 1000개씩 무작 로 

뽑아내서 구성하 고, 통계  신뢰되를 높이기 해서 

와 같은 작업을 20번 반복하여 평균 분류율을 계산

하 다. 

학습 과정에서, 손실함수로는 ‘Categorical Cross E

ntropy’를 사용하 고, 네트워크의 가 치를 최 화 

하기 한 방법으로 아담 옵티마이 (adaptive mome

ntum optimizer)
[11]을 사용하 다(학습율= 0.0001). 

제안한 방법의 분류 성능은 별 분석 기반의 DA-NL

DA 방법과[7] 비교 평가하 다.

먼  보행 종류의 분류를 한 보행 특징을 추출하

는데 몇 걸음 정도가 필요한지를 확인하기 해, 한 

걸음에 한 보행 측정 값으로 구성한 보행 샘 (=

1)에서부터 다섯 걸음의 측정 값을 포함한 보행 샘

(=5)까지의 인식률을 측정하 다. 

그림 3에서 보듯이, 제안한 방법은 실수(real value

d) 보행 측정 값
[12]이 아닌 0,1,2의 세 종류의 정수 측

정 값만으로도 우수한 분류 성능을 보여 주었다. 모든 

경우에 해 제안한 방법이 DA-NLDA보다 더 높은 

분류 성능을 보여 주었으며, 특히 한 걸음으로 구성된 

보행 샘 의 경우 DA-NLDA의 분류 성능이 26.10%

에 머무른 반면, 제안한 방법은 한 걸음이 포함된 보

행 샘 에서도 84.82%의 높은 분류율을 보여 주었다. 

한편, 보행 샘 에 포함된 걸음 수가 많을수록 분류

율이 증가하다가 ‘4~5 걸음수’에서 증가의 폭이 둔화 

되는 것을 볼 수 있다. 이는 샘 에 포함된 걸음 수가 

많을수록 보행 분류에 유용한 특징을 추출하는 데에 

유용한 정보가 많아지지만 4걸음 이상이 포함된 보행 

샘 부터는 걸음 수 증가에 한 추가 인 정보 획득 

효과가 사라진다고 볼 수 있다. 

그림 3. 다양한 발걸음을 포함하는 샘 의 분류율.
Fig. 3. Classification rate for the samples containing 
various steps.

Ⅴ. 결  론

본 논문에서는 스마트 깔창에 장착 된 압력 센서 

어 이를 이용하여 측정한 데이터로부터 심층 컨볼루

션 신경망을 기반으로 다양한 보행의 종류를 분류하

는 방법을 제안하 다. 성인 14명이 실측한 데이터에 

한 분류 실험 결과, 한 걸음에 한 데이터으로도 

비교  높은 분류 성능을 보이는 것을 확인하 다. 향

후, 보다 다양한 종류의 보행에 한 데이터에 한 

실험과, 여러 센서 어 이에 한 네트워크를 결합하

여 이종 센서간 시 지를 증  시키는 방법에 한 연

구를 진행할 정이다.
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