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요   약

데이터 송속도에 한 요구가 증가함에 따라 소형화되는 셀 크기로 인해 발생하는 간섭 문제는 향후 무선 통

신 기술의 발 을 해 극복해야 할 주요한 과제로 떠오르고 있다. 본 논문에서는 두 사용자 MISO 간섭채 에서 

머신러닝 모델을 활용하여 빔포  조합을 구하고 그 성능을 보인다. 특히 maximum ratio transmission (MRT) 빔

포  기법과 zero-forcing (ZF) 빔포  기법  하나를 선택하여 사용하는 간단한 빔포  기법에 머신러닝을 용

함으로써, 차후 다양한 간섭채 에서 머신러닝 빔포  기법의 용 가능성을 연구한다. 본 논문에서는 머신러닝 

모델을 이용하여 력과 채  상태에 따른 빔포  조합을 구하고 직  계산한 최 의 빔포  조합과 비교하여 모

델의 정확도를 측정한다. 한 송신단들의 송률 합을 비교하여 성능을 검증한다.

Key Words : Machine learning, MISO interference channel, deep neural network, beamforming, artificial 

intelligence

ABSTRACT

As the demand for data rate increases, interference management becomes more important especially in small 

cell environment of emerging wireless communication systems. In this paper, we investigate the machine 

learning-based beamforming design in two-user MISO interference channels. To see the possibilities of machine 

learning in beamforming design, we consider simple beamforming, where each user chooses one between two 

popular beamforming schemes, which are the maximum ratio transmission (MRT) beamforming and the 

zero-forcing (ZF) beamforming. We first propose a machine learning structure that takes transmit power and 

channel vectors as inputs and then recommends two users’ choices between MRT and ZF as an output. The 

numerical results show that our proposed machine learning-based beamforming design well finds the best 

beamforming combination and achieves the sum-rate more than 99.9% of the best beamforming combination. 
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Ⅰ. 서  론

4차 산업 명 시 가 도래함에 따라  사회는 

격한 변화를 겪고 있고 우리 삶 한 많은 부분이 

변하고 있다. 그 심에 있는 인공지능 기술은 산업과 

사회 각 분야에 목되어 새로운 가치를 창출하고 있

다. 인공지능은 인간만 할 수 있다고 생각되었던 학습, 

추론, 인지 등 인간이 지닌 능력의 일부 는 체를 

인공 으로 구 한 것이며, 인간이 할 수 있는 일을 

기계가 수행하게 하는 것을 목표로 한다. 최근에는 인

공지능을 구 하기 한 핵심 기술로 머신러닝이 주

목받고 있다. 머신러닝은 기계가 경험의 시행착오를 

통해 스스로 학습함으로써 성능을 향상시키는 인공지

능 기술이다. 머신러닝은 우리가 깨닫지 못하고 있는 

사이에 검색어 자동 완성 기능, 휴 화 음성인식 기

능, 스팸 메일 자동 차단 기능 등 이미 우리 일상에 깊

이 들어와 있다. 

머신러닝이 이토록 각 받게 된 요인으로는 딥 러

닝 기술의 등장이 큰 향을 끼쳤다. 딥 러닝은 기존 

방법들을 압도하는 성능을 보이며 머신러닝 분야에서 

핵심 기술로 자리 잡고 있다. 딥 러닝 기술은 새로운 

이론이나 기술이 아니라 기존 인공 신경망의 구조를 

깊게 만드는 것으로써, 80년 에 이미 그 아이디어가 

발표되었다. 그러나 layer를 추가하여 깊은 구조를 만

들면 학습이 제 로 진행되지 않거나 과다한 계산 시

간 등 여러 문제가 발생하여 사용되지 않았다. 이러한 

상황에서도 일부 연구자들에 의해 연구가 계속 진행

되었고, 앞서 기술한 한계 들에 한 여러 가지 방안

이 제시되면서 차 활발히 사용되기 시작하 다
[1].

먼 , convolution neural network (CNN)가 소개

되면서
[2], 기존의 layer 간 모든 노드가 서로 연결된 

완 연결 구조가 아닌 부분연결 구조를 사용하여 모

델 복잡도를 낮추고, 상처리나 신호처리 분야에서 

일반 으로 사용하는 컨볼루션 연산을 용함으로써 

인간이 개입하지 않아도 컴퓨터 스스로 특징을 추출

할 수 있게 되었다. 한, graphics processing units 

(GPU)의 등장으로 병렬 처리를 할 수 있게 되어 학습 

시간이 단축되었고
[3], 렴한 GPU가 등장하면서 쉽

게 활용할 수 있게 되었다. 더불어 인터넷의 활용으로 

인해 데이터 규모가 크게 늘었고, 딥 러닝 모델의 성

능을 향상시키는 활성함수, 비용함수, 규제 기법 등이 

개발되면서 딥 러닝의 기존 한계 들이 많이 극복되

었다.

머신러닝의 발 과 함께, 무선 통신 기술 한 격

히 발 하여 차세  무선 통신 기술인 5G/6G 시 에 

이르 다. 그러나 그만큼 어 리 이션, 디바이스, 네

트워크 간 이질성을 포함한 여러 요구사항을 고려해

야 하므로, 시스템이 복잡해지고 있다. 따라서 시스템 

내 사용 가능한 자원들을 이용하여 좀 더 높은 효율을 

얻는 방법이 요구되었고, 그에 따라 기존 근 방식들

은 미래의 복잡한 시스템에 만족스러운 서비스를 제

공할 수 없다
[4]. 이러한 문제의 해결방안  하나로, 

무선 통신 시스템에 머신러닝을 용하여 효율을 극

화하려는 연구가 활발하게 진행되고 있다. 논문 [5]

에서는, IEEE 802.11 wireless local area networks 

(WLANs)에서 채  상태만 고려하여 임 크기를 

최 화하는 기존 방법과는 다르게, 머신러닝 모델을 

통해 채  상태와 충돌 상황을 모두 고려하여 임 

크기를 최 화함으로써 시스템 성능을 향상시킬 수 

있음을 보 다. 한 논문 [6]에서는, 무선 네트워크 

환경에서 packet loss가 발생하 을 때, 충돌로 인한 

loss인지 링크 에러로 인한 loss인지를 단하는 알고

리즘으로 머신러닝 기술을 채택하 으며, 머신러닝의 

여러 알고리즘을 용하여 그 성능을 비교하 다. 그 

외에도 머신러닝을 통신 시스템에 용하기 한 다

양한 연구가 활발히 진행되고 있다
[7-10].

무선 통신 기술의 발달로 인한 데이터 이용량의 폭

발 인 증가에 따라, 한정된 주 수 역에서 사용자 

용량을 높이는 방법에 한 연구가 오래 부터 진행

되어 왔다. 재 그 핵심 기술로, 서비스하는 지역을 

셀 단 로 분할하여 일정 거리 마다 주 수를 재사용

하는 주 수 재사용 개념이 사용되고 있다. 셀 크기의 

소형화는 시스템 용량을 증가시키며, 그로 인해 데이

터 송속도는 향상된다. 그러나 동시에 인  셀 간 

간섭이 증가하고, 이는 시스템 성능 하로 이어진다. 

데이터 송속도에 한 요구가 증가함에 따라 소형

화되는 셀 크기로 인해 발생하는 간섭 문제는 향후 무

선 통신 기술의 발 을 해 극복해야할 주요한 과제

이다
[11]. 따라서 간섭을 제어하기 해 안테나의 빔을, 

서비스하는 사용자에 맞추어 비추는 빔포  기술에 

한 연구가 활발히 진행되어왔다. 두 유  MISO 간

섭채 에서 송량을 최 로 하는 빔포  벡터는 여러 

채  벡터의 선형결합을 통해 얻어 진다는 사실은 이미 

밝 졌지만
[12] 구하는 것이 쉽지 않다.

본 논문에서는 선형결합은 고려하지 않고 각 송신

단이 MRT와 ZF 빔포  벡터  하나를 선택하여 사

용하는 환경에서, 머신러닝을 활용하여 송신단들의 빔

포  조합을 구한다. 이처럼 간단한 환경에서 머신러

닝 모델의 성능을 보임으로써, 간섭 문제 해결에 한 

머신러닝 기술 용 가능성을 연구한다. 제안하는 머
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그림 1. 두 유  MISO 간섭채
Fig. 1. The two-user MISO interference channel

신러닝 모델은 심층 신경망 구조를 가지며, 두 유  

MISO 간섭채 에서 채  상태를 고려하여 송신단의 

송량 총 합을 최 로 하는 MRT와 ZF 빔포  벡터

의 조합을 찾는다. 직  구한 최 의 빔포  조합의 

송량 합과 머신러닝 모델을 통하여 구한 조합의 

송량 합을 비교하여 모델의 성능을 측정한다.

본 논문은 다음과 같이 구성된다. Ⅱ장에서는 두 유

 MISO 간섭채 에 해 설명하고, Ⅲ장에서는 일

반 인 심층 신경망 모델과 제안하는 머신러닝 모델

을 소개한다. 그 다음으로 Ⅳ장에서는 제안한 머신러

닝 모델의 학습 능력을 확인하고, 모델을 이용해 빔포

 조합을 구하여 그 성능을 검증한다. 마지막으로 Ⅴ

장에서 결론을 맺는다.

Ⅱ. 시스템 모델

본 논문에서 고려하는 시스템 모델은 그림 1에 나

타나있다. 두 개의 안테나를 가진 두 송신단이 한 개

의 안테나를 가진 두 유 를 각각 서비스하는 MISO 

간섭채  환경을 고려한다. 각 유 는 자신을 서비스

하는 송신 단의 신호 외에도 다른 송신단으로부터 다

른 유 에게 보내는 신호를 간섭 신호로 받는다. 송신

단은 채  상태 정보를 알고 있다고 가정한다. 번째 

유 가 수신하는 신호는 다음과 같이 표 된다[12].

 
  

    ≠  (1)

여기서 ∈ ×  는 번째 송신단으로부터 번

째 유 까지의 벡터 채 로서 다음과 같이 주어진다.

 














  














  














  
















본 논문에서는 Rayleigh 채  분포를 고려한다. 따

라서 벡터 채 의 각 원소는 평균 0 분산 1인 복소 가

우시안 변수로 모델링 한다. ∙는 치 연산을 나

타내고, 는 번째 송신단이 자신이 서비스하는 유

에게 송신하는 신호이다. 실제 간섭 채 은 유 들의 

채 보다 작을 수 있으므로 를 두어 자신의 채 과 

간섭 채 의 비율을 모델링한다[13]. ∈ ×는 번

째 유 가 수신하는 평균이 0, 분산이 1인 백색 가우

시안 노이즈이다. 

선형 빔포  기법을 사용할 때 송신 데이터 는 

다음과 같이 표 될 수 있다.

    (2)

여기서 는 번째 송신단의 송 워, 

∈ ×는 빔포  벡터, ∈ ×는 데이터 심볼

을 나타낸다. 여기서 의 워는 ∥∥    
이고, ∥∥      라고 가정한다. 본 논문에

서는 각 송단이 최  력 를 사용하는 경우만 고

려한다 (즉,  ). 

따라서 빔포  벡터 와 를 사용할 때, 각 송

신단이 얻는 송량은 다음과 같이 주어진다[14].

  






 



  
 




 (3)

  







 



  
 




 (4)

  

채  환경에 따라 다양한 빔포  기법이 존재하지

만, 리 사용되는 기법으로는 MRT와 ZF 빔포  기

법이 있다. MRT 빔포 은 signal-to-noise ratio 

(SNR)를 최 화 하는 방법으로, 송신단은 간섭 신호

를  고려하지 않고 자신이 서비스하는 유 의 채

만 고려한다. 송신단 에서 MRT 빔포  벡터는 다

음과 같이 나타낼 수 있다[15].


∥∥




 (5)
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여기서 ∙는 벡터의 켤  벡터를 나타낸다. 이

때 SNR은 ∥∥가 된다. 

하지만, 실제 시스템에서는 간섭 신호가 존재하기 

때문에 간섭 신호가 셀 경우, SNR을 최 로 하는 빔

포  벡터를 구성하는 것이 효율 이지 않다. 이때 

리 쓰이는 방법  하나로서 ZF 빔포 은 간섭 채

들과 직교하도록 빔포  벡터를 구성하여 간섭 신호

를 0으로 만든다. 송신단 의 ZF 빔포  벡터는 다음

과 같이 나타낼 수 있다[15].


 ∥ † ∥


 


† 

  ≠  (6)

여기서 ∙†는 벡터의 켤 치 벡터를 나타내고 

는 의 방향으로  ∥∥이다. MRT 

빔포 은 간섭채 이 자신의 채 보다 약해질수록, 

ZF 빔포  기법은 간섭 채 이 자신의 채 보다 강해

질수록 최 의 빔포  기법에 가까워진다.

채  상태 와 력 에 따라 같은 빔포  벡터

를 사용하여도 얻을 수 있는 송량이 다르기 때문에, 

특정 빔포  벡터가 항상 좋은 성능을 보장하지는 않

는다. 일반 으로 두 유  MISO 간섭채 에서 모든 

송신단이 얻을 수 있는 송량의 합을 최 로 하는 빔

포  벡터는 다음과 같이 MRT 빔포  벡터와 ZF 빔

포  벡터의 선형 결합으로 얻을 수 있다는 것이 알려

져 있다
[12].

∥   ∥
 

  


 (7)

  

본 논문은 빔포  벡터 구성에 한 머신러닝의 

용 가능성을 연구하는 것을 목표로 한다. 따라서 두 

벡터의 선형결합을 고려하지 않고 가 0 는 1인 

경우만 고려한다. 이는 MRT 는 ZF 빔포  둘  

하나를 선택하여 사용하는 것으로,   인 경우는 

MRT 빔포  기법,   인 경우는 ZF 빔포빙 기법

에 해당한다 (즉, 
, 

). 송

신단 의 빔포  략을 ∈라고 할 때, 

빔포  조합은  로 나타낼 수 있다. 따라서 고

려하는 환경에서 두 유  빔포 은 MRT와 ZF을 결

합한 네 가지 조합()으로 나타낼 수 있다. 

       (8)

이 때, 송량의 합을 최 화하는 빔포  조합을 찾

는 문제는 다음과 같이 나타낼 수 있다. 

 
 

 
 


 ∈ (9)

Ⅲ. 머신러닝 기반 빔포  기술

본 논문에서 제안하는 머신러닝 기반 빔포  기술

에서는 심층 신경망으로 구성된 머신러닝 모델을 이

용한다. 다음 에서는 심층 신경망의 일반 인 모델

과 제안하는 머신 러닝의 모델을 각각 설명한다.

3.1 심층 신경망의 일반 인 모델

그림 2에 나타낸 것과 같이 심층 신경망은 입력층, 

다수의 은닉층, 출력층으로 구성된다. 입력층에서 샘

 데이터가 입력되면, 입력값은 은닉층의 각 노드에

서 가 치와 bias가 각각 곱해지고 더해진 후 사용자

가 설정한 활성함수를 거쳐 해당 은닉노드의 출력이 

된다. 모든 은닉층을 거쳐 출력층의 각 출력노드에서 

최종 출력 값이 결정되며, 머신러닝 모델은 샘  데이

터를 가장 큰 출력 값을 가진 출력노드가 나타내는 

label로 분류한다. 방 계산이 끝나게 되면, 주어진 

샘 과 모델의 출력을 사용자가 설정한 비용함수를 

이용하여 오류를 추정할 수 있다. 모델은 출력 층에서 

시작하여 반  방향으로 오류를 함으로써 미리 

설정된 알고리즘에 의해 오류를 이는 방향으로 가

치를 갱신하여 정확도를 높인다. 

그림 2. 심층 신경망의 일반 인 모델
Fig. 2. A general model of a deep neural network 
(DNN)
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그림 3. 제안하는 머신러닝 모델
Fig. 3. The proposed machine learning model

3.2 제안하는 머신러닝 모델

본 논문에서 제안하는 머신러닝 모델은 그림 3에 

나타낸 것과 같이 17개의 입력 노드, N개의 은닉노드, 

M개의 은닉층, 4개의 출력 노드를 가진다. 

3.2.1 입력 층 

본 논문에서는 두 유  MISO 간섭 채 을 고려하

므로 자신의 채 과 간섭 채 을 합쳐 총 4개의 벡터 

채 이 생성된다. 이때 각 벡터 채 은 2×1 복소 채

이 되므로, 각 벡터 채  당 실수부 허수부를 합쳐 총 

4개의 채  값이 주어지게 된다. 를 들어 벡터 채  

  


을 나타내기 해 총 네 개의 실수 

값 
 , 

 , 
 , 

이 필요

하다. 따라서 네 개의 벡터 채 은 총 16개의 실수 값

의 feature로서 나타낼 수 있다. 그러므로 제안하는 모

델의 입력 층은 1개의 력 값(혹은 SNR)과 16개의 

채  상태 값으로 총 17개의 입력 노드를 가진다.

3.2.2 은닉층

이 에는 은닉 노드의 활성 함수로 sigmoid 함수가 

많이 사용되었지만, sigmoid 함수는 0부터 1사이의 

값을 갖기 때문에 오류 역  단계에서 층마다 

gradient에 0과 1사이의 작은 값들이 계속 곱해진다. 

따라서, 구조가 깊어질수록 gradient가 0에 가까운 값

을 가지게 되어 가 치 갱신이 거의 일어나지 않게 된

다. 즉, 마지막 layer는 학습이 잘 되지만, 기 layer

로 갈수록 학습이 잘 되지 않는 vanishing gradient 문

제가 발생하게 된다. 따라서 제안하는 머신러닝 모델

에서는 최근 리 사용되는 rectified linear unit 

(ReLU) 함수를 활성 함수로 사용한다
[16]. 은닉층과 은

닉 노드 수에 따라 모델의 학습 능력이 달라지기 때문

에, 반복 실험을 통해 이상 인 은닉층과 은닉노드 수

를 결정한다.

3.2.3 출력층

제안하는 모델의 출력은 4가지 빔포  조합이므로, 

4개의 출력 노드를 가진다. 이때 네 개의 출력 노드는 

각각 식 (8)에 정의된 빔포  조합들을 나타낸다. 출

력 노드의 출력함수로는 최댓값을 더욱 활성화하고 

작은 값들을 억제하는 softmax 함수를 사용한다. 모델
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그림 4. 학습횟수에 따른 train set과 validation set의 교차 
엔트로피 오차
Fig. 4. The cross-entropy error of train set and validation 
set according to the iterations

은 네 개의 출력 노드  최댓값을 가지는 노드의 빔

포  조합을 출력 값으로 결정한다.

3.2.4 트 이닝 샘  생성

머신러닝에서 정확한 분류를 해서는 머신러닝 모

델 트 이닝을 한 데이터베이스 확보가 필수 이다. 

따라서 두 유  MISO 간섭채 에서 임의의 채  값

들을 발생시키고, 력에 따른 최 의 빔포  조합을 

구하는 방식으로 샘 을 확보한다. 샘 은 채  값과 

력을 입력으로, 빔포  조합을 출력으로 갖는다. 이

때 실제 고려하는 환경을 해 식 (1)에서 당한 값

이 고려되어야 할 것이다.

3.2.5 트 이닝 모델

제안하는 모델의 트 이닝을 해 아래와 같이 다

른 연구들에서 리 사용되고 있는 교차 엔트로피 함

수를 비용함수로 사용한다. 

 




    (10)

여기서, 는 샘  데이터의 번째 lable을 나타낸

다. 만약 번째 label이 정답이라면 는 1의 값을 갖

고, ≠는 모두 0의 값을 가진다. 는 번째 출력 

노드의 출력 값이다. 교차 엔트로피 함수는 샘  데이

터의 label 값들과 모델의 출력 값들의 확률분포 차이

를 측정함으로써 오류를 추정한다.

활성화 함수로 ReLU 함수를 사용할 때 효율 인 

가 치 기화 방법으로 알려진 He initialization을 사

용한다
[17]. 학습 알고리즘으로는 root mean square 

propagation (RMSProp) 알고리즘에 모멘텀을 추가로 

용한 adaptive moment (adam) 알고리즘을 사용하

고 기 학습률은 0.001로 설정한다
[18]. 배치 사이즈

는 10,000으로 설정한다. 과소 합과 과잉 합 문제

를 피하기 해 연속으로 30번 동안 성능향상이 없으

면 학습을 단하는 조기 멈춤 략을 사용하 고, 최

 반복 횟수는 3000번으로 설정하 다.

Ⅳ. 실험 결과

이 장에서는 반복 실험을 통하여 본 논문에서 제안

하는 머신러닝 모델의 이상 인 은닉층과 은닉노드 

개수를 결정한다. 그리고 제안한 머신 모델을 이용하

여 력과 채  상태에 따른 빔포  조합을 구하고 직

 구한 최 의 조합과 비교하여 모델의 정확도를 측

정한다. 한 송신단 송률 총 합을 구하여 성능을 

비교한다. 

먼  식 (1)의 를 0.2로 설정하여 실제 고려하는 

환경을 모델링 하 다. 학습을 한 data set은 train 

set과 validation set으로 나 어 각각 모델 학습과 검

증에 사용하 다. 그림 4는 train set과 validation set

의 교차 엔트로피 오차를 iteration에 따라 나타낸 것

이다. Train cost는 계속 감소하는 반면, validation 

cost는 과잉 합 문제가 나타나는 것을 확인할 수 있

다. 이를 피하기 하여, validation cost의 증가 여부

를 악하고 조기 멈춤 략을 사용하 다. 조기 멈춤 

략에 따라 학습이 완료되면, test set을 이용하여 최

종 성능을 평가하 다. 최종 성능을 평가하는 방법으

로, 10만 개의 test set을 입력하여 정답과 일치하는 

비율을 측정하여 모델의 정확도를 구하 다.

과소 합과 과잉 합에 빠지지 않는 최 의 모델 

구조를 결정하기 해 그림 5, 6에 각각 은닉층, 은닉

노드 수에 따른 머신러닝 모델의 정확도를 나타내었

다. 그림 5를 보면, 은닉노드 수에 상 없이 은닉층 수

가 3으로 증가할 때까지는 모델의 정확도가 상승하지

만 은닉 노드 수가 100일 때, 은닉층 수가 4로 증가하

면 과잉 합에 의해 오히려 정확도가 감소한다. 따라

서 모델의 이상 인 은닉층 수를 3으로 결정하 다. 

한 그림 6과 같이 은닉층 수를 3으로 고정하 을 때

에는 은닉 노드 수가 100일 때 모델의 정확도가 높으

므로, 이상 인 은닉 노드 수를 100으로 결정하 다. 

그림 7에서는 트 이닝 샘  수에 따른 제안하는 머

신 러닝 모델의 정확도를 나타내었다. 쉽게 상할 수 

있듯이 샘  수와 모델의 정확도는 비례 계인 것을 
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그림 5. 은닉층 수에 따른 모델의 정확도
Fig. 5. The accuracy of the model according to the 
number of hidden layers

 

그림 6. 은닉노드 수에 따른 모델의 정확도
Fig. 6. The accuracy of the model according to the 
number of hidden nodes

 

그림 7. 샘  수에 따른 모델의 정확도
Fig. 7. The accuracy of the model according to the 
number of samples

그림 8. 송신기들의 송량 총 합
Fig. 8. The achievable sum-rate of the transmitters

 

그림 9. 정규화된 송량 총 합
Fig. 9. A normalized achievable sum-rate

확인할 수 있는데, (1만, 5만, 100만) 개의 훈련 샘

을 사용했을 때, 약 (77%, 89%, 96%)의 정확도를 갖

는다는 것을 확인할 수 있다. 

그림 8은 제안한 머신러닝 모델을 사용한 경우 

얻을 수 있는 송량의 합을 1) 직  계산한 최

의 빔포  조합을 사용한 경우, 2) ZF 빔포  벡터

만 사용했을 경우, 3) MRT 빔포  벡터만 사용했

을 경우와 비교한 것이다. 같은 조건에서 성능을 비

교하기 해, 동일한 10만 개의 test set을 사용하

고 력에 따른 송신단 송량의 총 합을 평균 내

어 나타내었다. 머신러닝 모델을 사용한 경우, 은닉

층과 은닉 노드 수는 고정시키고 샘  데이터 개수

만 변경하여 성능을 비교하 다. 그림 9에서는 보다 

원활한 성능 비교를 해 최 의 조합을 사용한 

송량 총 합과 그 외 송량 총 합의 비율을 나타내
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었다. 그림 7에서 모델의 정확도가 낮다고 보여질 

수 있으나, 그림 9에서 보면 모델의 100만개의 훈

련 샘 을 사용한 경우 (그림 7에서 정확도 96%) 

직  구한 최 의 조합과 거의 유사한 성능을 보이

고 만개의 훈련 샘 만 사용하여도 (그림 7에서 정

확도 77%) 특정 빔포  벡터 한 가지만 사용하는 

것보다는 좋은 성능을 보인다는 것을 알 수 있다.

Ⅴ. 결  론

본 논문에서는 두 유  MISO 간섭채 에서 각 유

가 MRT와 ZF 빔포   하나를 선택하여 사용하

는 기법을 머신러닝 모델로 구 하 다. 본 논문에서 

구 한 머신러닝 기반 빔포  기법이 직  구한 최

의 조합과 거의 유사한 성능을 보이는 것을 확인하

다. 두 유  MISO 간섭채 의 경우, 직  최 의 조

합을 구하는 것이 비교  간단하기 때문에 상 으

로 복잡한 머신러닝 모델을 사용하는 것이 비효율

일 수 있다. 그러나 안테나 수 는 유  수가 증가할

수록 복잡도가 증가하는 기존의 빔포  기법에 비

해,
[19] 머신러닝 모델은 기의 학습 과정 이후부터는 

한 차례의 forward propagation만으로 입력에 한 출

력을 구할 수 있다는 장 이 있다. 따라서 향후 두 유

 MISO 간섭채 보다 복잡한 환경에서 머신러닝 모

델을 활용할 수 있도록 확장된다면, 변화하는 채  상

태에 따라 매번 모든 경우의 achievable sum-rate을 

구하여 최 의 빔포  조합을 찾는 것보다 복잡도가 

낮을 것이다. 한, 제안한 머신러닝 기반 빔포  기

법은 최 의 빔포  벡터를 찾는 것은 아니지만, 향후 

간섭 채 에서 낮은 복잡도로 최 의 빔포  벡터의 

성능에 가까운 빔포  벡터를 찾을 수 있도록 확장될 

것이다.
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