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요 약

음악 식별 기술은 비교적 기술적 성숙도가 높지만 이는 입력되는 음원에 손상이나 합성이 없는 경우이고, 방송

오디오와 같이 대사와 음악이 혼재된 상황에서 작은 소리로 혼합된 배경음악을 식별하는 경우 그 성능은 급격히

저하된다. 본 논문에서는 음악-대사 분리 기법을 적용하여 대사가 제거된 음악 신호로부터 배경음악을 식별하고자

한다. 대표적인 컨볼루션 기반 음악 음원 분리 네트워크 구조인 U-Net, Wave-U-Net 및 MMDenseNet 기반 음원

분리를 위한 기존 기법들을 도입하여 음악-대사 분리에 적합하도록 변형한다. 또한 새로운 음악-대사 분리 기법인

DenseNet 구조를 가지는 파형 입력 기반 Wave-DenseNet을 제안한다. 식별기는 랜드마크 기반 오디오 핑거프린트

방식을 적용한다. SDR이 음원 분리 성능 지표로 널리 쓰이고 있으나 분리 후 SDR 값의 성능 순위와 식별율의

성능 순위가 서로 다름으로 보아 분리 후 얻어진 음악 신호로 식별을 하고자 할 때는 적합한 성능 지표가 아님을

확인하였다. 음악-대사 데이터셋으로 음악-대사 분리 후 식별 성능을 비교한 결과 가장 우수한 방법은

Wave-U-Net 분리 기법임을 보였다.

키워드 : 음악 음원 분리, 음악 식별, 음악-대사 음원 분리, 시맨틱 영역 분할, 컨볼루션 신경망

Key Words : music source separation, music identification, music-speech source separation, semantic

segmentation, convolutional neural networks

ABSTRACT

Music identification technology has a relatively high technical maturity in the case of the clean music input.

However, its performance is drastically reduced when the background music is mixed with speech like TV

shows. U-Net, Wave-U-Net, and MMDenseNet and modify them for music-speech separation. Also, we propose

Wave-DenseNet which is a waveform input method with DenseNet. A landmark based audio fingerprint method

is used for music identification. Although SDR is widely used as a measure of source separation, we confirmed
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it is not a suitable measure for music identification with separated music signal after source separation as the

performance rankings of SDR and the identification rate are different. Comparing the background music

identification results, we show the best music-speech separation method for the background music identification is

the Wave-U-Net based separation method.

Ⅰ. 서 론

오디오핑거프린팅기술은음악으로부터사람의지

문과 같은 고유의 특성을 추출하여 음악을 식별하는

기술[1-3]이다. 커피 전문점이나 쇼핑몰과 같이 사람들

이 웅성거리는 잡음 환경이나 자동차 내부에서 엔진

소리가 들리는 백색 잡음 환경에서는 비교적 우수한

성능을나타낸다. 그러나 TV에서방영되는드라마등

방송물의 경우 배우가 대사를 하고 있을 때 배경으로

나오는 음악은 배우의 대사보다 소리의 크기가 훨씬

작고 대사가 무척 또렷하여 해당 오디오에서 특징을

추출하면 음악의 고유 특징과 큰 차이가 나게 된다.

이러한상황에서음악식별을하게되면그성능이현

저히떨어지게된다. 작은소리로혼합된배경음악의

식별 성능을 개선하기 위하여 음악과 대사가 혼합된

입력 신호로부터 바로 특징을 추출하지 않고 먼저 음

악과 대사를 분리한 후 대사가 제거된 신호를 이용해

배경음악을식별한다면식별성능을높일수있을것

이다.

최근딥러닝기반영역분할방법이발전함에따라

음악에서 각 음원 별 신호를 분리하는 기술 또한 그

성능이 비약적으로 향상되었는데 이와관련한 대표적

인 최신 연구들[4-7]은 skip connection을 가지는 컨볼

루션 신경망 형태를 띄고 있다.

Jansson[4]은 의료 영상 분야에서 처음 도입된 기법

인 U-Net[8] 구조를 음악의 음원 분리에 적용시켰다.

입력 신호의 진폭 스펙트로그램으로부터 0과 1 사이

의 값을 가지는 소프트 마스크를 얻어 음악만의 스펙

트로그램을 분할해내고 혼합 신호의 위상 값을 활용

해 분리된 음악 신호를 복원하는 방식이다. 이때

U-Net 구조가 가지는 skip connection으로 인해 정교

한 영역 분할이 가능한데, 이는 스펙트로그램에서 한

픽셀의 오류로 주파수가 바뀌게 되는 음악 신호의 경

우에적절한방법이었다. 대용량의데이터셋을활용하

여 음악에서 가수 목소리의 분리 성능이 높음을 보였

고이후 U-Net을기반으로하는많은음원분리연구

가 이어졌다[9-12].

Stoller[5]는 U-Net을 스펙트로그램 입력이 아닌 파

형입력에적용하였다. 이는스펙트로그램을입력으로

사용하는방식에비해다음과같은장점이있다. 스펙

트로그램의 경우 진폭값만을 영역 분할에 활용하고

위상 정보는 혼합 신호의 그것을 그대로 적용하는 방

식이나, 파형의경우위상정보를내포하므로분리시

에진폭과위상정보를모두활용할수있다. 또한스

펙트로그램보다 더 큰 차원의 1차원 입력이 가능해

네트워크를 더 깊이 구성할 수 있게 된다. 이러한

end-to-end 방식의음원분리방법은이후연구[12,13]에

서도 활용되었다.

Takahashi는 DenseNet[14]을 기반으로 음원 분리를

위한멀티스케일멀티밴드 DenseNet 방식[6]을제안하

였다. DenseNet은직전계층의결과만이 아니라이전

의 모든 계층을 다음 계층의 입력으로 사용하는 방식

이다. DenseNet을음원분리에적용하기 위하여먼저

transposed convolution을통한업샘플링단계를추가

하여 encoder-decoder 형태로 변형한 후 동일 계층끼

리 skip connection을 두었다. 학습 시 스펙트로그램

의모든주파수대역을한번에입력하지않고밴드별

로 나눈 후 각각을 DenseNet 기반의 음원 분리 네트

워크로전달한다. 밴드별결과를통합하여최종분리

된 전체 스펙트로그램을 얻는다. 이후 MMDenseNet

에서 나아가 MMDenseNet과 LSTM을 결합한 기법
[15]을 제안하기도 하였다.

이러한음악음원분리최신기법들을방송물의배

경 음악 식별 성능 개선을 위한 음악-대사 분리에 적

용하기 위해서는 방송물에 등장하는 출연자나 배우의

음성데이터와배경음악을분리할수있는학습데이

터가 필요하다. 이를 위하여 음악-대사 데이터셋[22]을

활용하였다. 음악-대사 데이터셋은 음악과 대사의 혼

합 신호를 합성하여 얻는데 방송 오디오와 유사하게

생성하기 위하여 방송물에서 배경 음악이 전혀 포함

되지 않은 대사 구간을 추출하고, 이를 상용 음악과

합성하였다. 합성시이들의신호비를 0dB에서 -30dB

사이의 임의값으로 설정하여 배경 음악에 비해 배우

의목소리가같거나더큰상황과유사한오디오를생

성하였다.

본 논문에서는 음악 음원 분리에 사용되는 컨볼루

션 신경망 기반의 부호화-복호화 형태를 갖는 대표적

인 네트워크 구조인 U-Net 또는 DenseNet을 활용한
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Layer Operation Output size

- Input ××

1 conv2D / pooling ××

2 conv2D / pooling ××

3 conv2D / pooling ××

4 conv2D / pooling ××

5 conv2D / pooling ××

6 conv2D / pooling ××

표 1. U-Net 네트워크의 부호화부 구조
Table 1. The structure of the encoder part of U-Net

그림 1. U-Net 기반 음악 음원 분리 개념도
Fig. 1. U-Net based music source separation

U-Net[4], Wave-U-Net[5] 그리고 MMDenseNet[6] 기법

들을 분석하고 이를 방송물에서 음악과 대사를 분리

하는 데 적합하도록 변형하여 학습시킨다. 또한

Wave-U- Net이 U-Net을파형입력에적용한것에착

안하여 본 논문에서는 DenseNet을 파형 입력에 적용

한 Wave-DenseNet 기법을 제안하고 제안 기법의 분

리성능을앞서서술한최신기법들과함께비교한다.

성능비교를 위해 대사와음악이다양한 SNR로합성

된음악-대사데이터셋에적용한다. 분리성능을 측정

하는 기준으로 음악과 대사가 혼합된 입력 오디오에

서대사가제거된음악신호를입력으로하여배경음

악을 식별함으로써 분리 기법에 따른 음악-대사 분리

성능을비교한다. 또한흔히분리성능측정에쓰이는

지표[16]에따른결과와비교하여 각분리기법이 배경

음악을 식별하는 데 있어 실질적으로 어떤 효과가 있

으며분리성능측정지표에따른결과와는어떤차이

가 있는지를 분석함으로써 최종적으로 배경 음악 식

별에 가장 효과적인 분리 기법이 무엇인지 살펴보고

자 한다.

Ⅱ. 배경 음악 식별을 위한 음악-대사 분리 기법

음악과 대사를 분리하기 위하여 가수의 목소리를

분리하는 다양한 음원 분리 기법들을 분석한 후 이를

방송프로그램의배경음악식별을위한음악-대사분

리에 적합하도록 수정하여 학습하였다.

가수목소리분리를위한기존신경망을가수목소

리 음원과 반주 음원이 쌍으로 포함된 데이터셋으로

학습한후음악신호의파형샘플또는진폭스펙트로

그램을 입력하면 가수 목소리와 반주로 분리된 신호

를 얻을 수 있다. 이를 음악-대사분리 학습 신경망에

동일하게적용할수있다. 배경음악과방송물의대사

데이터를 쌍으로 포함한 음악-대사 데이터셋으로 신

경망을 학습한 후 혼합 신호의 파형 샘플 또는 진폭

스펙트로그램을 제공하면 음악만의 파형 샘플 또는

진폭 스펙트로그램을 획득하게 된다. 이렇게 얻어진

분리된 음악을 다시 식별기의 입력으로 제공하면 최

종적으로 음악 식별 결과를 얻을 수 있다.

2.1 U-Net 기반 음원 분리 방법
영상인식분야에서원하는객체를찾기위하여딥

러닝기반시맨틱영역분할방법을사용하면해당객

체의픽셀이포함된영역분할마스크를얻을수있다
[17]. U-Net[4]에서는 이러한 시맨틱 영역 분할 방식을

음원의 스펙트로그램 영상에 적용하였다.

1차원 오디오 신호를 영상과 유사한 형태인 2차원

정보로 변환하기 위하여 STFT(Short-Time Fourier

Transform)을적용한후진폭값만을취하여 2차원의

스펙트로그램영상을획득한다. 그림 1과같이음악과

대사가 혼합된신호로부터 얻은스펙트로그램 영상에

서 음악을 분할하는 소프트 마스크를 얻은 후, 혼합

신호의 스펙트로그램과 마스크의 곱을 통해 음악 신

호만의 스펙트로그램을 얻는다.

음악 신호는 한 픽셀의 오류로 주파수가 변할 수

있기때문에영상신호에비해매우높은정확도가요

구된다. 이러한 고정밀의 소프트 마스크를 얻기 위하

여 skip connection을 가지는 U-Net[4] 방법을 적용하

였다. 이 방법은 일반 영상에 비해 상대적으로 높은

정밀도가 요구되는 의료 영상 분야에서 처음 도입되

어 그 성능이 검증되었다[8].

U-Net 기반 음악-대사분리네트워크는 U-Net[4]의

네트워크구조와동일하게구성하였다. 네트워크구조

는 표 1과 같이 모든 계층이 컨볼루션 신경망으로 구

성되어있다. 부호화부와복호화부는각각 6개의계층

으로 구성된다. 동일한 계층의 부호화부와 복호화부

간에 skip connection을구성함으로써음원분리를더

욱정교하게한다. 네트워크를거쳐얻어진소프트마

스크를초기입력인혼합신호스펙트로그램과곱하여

최종적으로 분리된 신호의 스펙트로그램을 획득한다.

음악-대사 분리 네트워크의 구체적인 학습 과정은

다음과 같다. 먼저 음악과 대사 각각의 음원 파일을

준비하고 이를 원하는 신호비를 적용하여 혼합한 학

습 데이터셋을 준비한다. 입력으로 주어진 혼합 신호
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그림 2. 음원 분리를 위한 Wave-U-Net 기본 구조
Fig. 2. The structure of Wave-U-Net for music source separation

의 스펙트로그램으로부터 음악 신호의 스펙트로그램

을 추출하는 네트워크를 학습하기 위하여 먼저 다음

과 같이 학습 데이터셋으로부터 음악 신호의 소프트

마스크를 계산한다. 음악 신호의 스펙트로그램 내 각

bin 별 값을 혼합 신호 스펙트로그램의 동일한 bin의

값으로나누면전체 bin에대해 0과 1 사이의값을가

지는 신호 분리 마스크를 얻을 수 있다. 이를 학습할

네트워크의출력값으로제공한다. 이때네트워크학습

에 쓰일 손실함수는 다음과 같다.

 ∥⊙ ∥ (1)

위 식에서 는 음악과 대사가 혼합된 스펙트로그

램, 는대사의스펙트로그램, 는네트워크

파라미터를 이용하여 혼합된 신호로부터 음성만을 추

출해내는소프트마스크이며, 행렬 norm은각원

소의 절대값의 합으로 계산된다.

U-Net[4]에서가수목소리분리를위하여입력오디

오의 샘플링 주파수는 8,192Hz로 하고 FFT 수행 시

윈도우 크기를 1024, 입력 스펙트로그램의 프레임 길

이는 128, hop 크기는 768로 하였다. 음악과 대사 분

리를 위한 방송 오디오 입력은 고품질의 오디오를 사

용하므로 본 논문에서는 샘플링 주파수를 16kHz로

설정한후입력프레임길이와중첩정도에따른식별

율변화를살펴보고음악-대사분리성능을더욱개선

할 수 있는 변수값을 찾는 실험을 하였다.

2.2 Wave-U-Net 기반 음원 분리 방법
2.1절에서서술한 U-Net 기반음원분리방식은입

력음원으로부터 STFT를수행한 후얻어진스펙트로

그램의진폭과위상중진폭정보만을활용한다. 이러

한 방식은 다음과 같은 한계점이 있는데 먼저 푸리에

변환 시 윈도우 크기와 중첩 값에 결과가 의존적이라

는점이다. 또한 분리후오디오파일로복원시혼합

신호의위상정보를그대로사용하게된다. 그리고분

리 과정에서 위상 정보를 완전히 배제하여 성능을 제

한시킨다. 이러한 한계를 극복하기 위하여 Stoller가

제안한 위상 정보를 직접적으로 사용할 수 있는 파형

정보를 이용하는 방식인 Wave-U-Net[5]은 주어진 입

력정보를최대한활용한다는측면에서더효과적이다.

네트워크구조는그림 2과같다. U-Net[4]과동일한

부호화부-복호화부 구조를 띄며 U-Net[4]에서 입력으

로 사용된 스펙트로그램을 다루기 위한 2차원 입력

대신파형의 1차원정보를다루는형태로변형되었다.

입력 샘플의 수가 스펙트로그램에 비해 커짐으로 인

해 pooling 횟수를늘릴수있어계층수를 12로설정

가능하여 더욱깊은 네트워크를형성할 수있게된다.

기존 방식에서 주로 사용되는 업샘플링 방식은

strided transposed convolution 방법이다. 영상에서

픽셀 사이에 0을 추가하여 업샘플링을 적용한 후 컨

볼루션을 적용하는 방식인 strided transposed

convolution을 그대로 파형 입력에 대해 적용한다면

샘플 사이에 0의 값을 채워줌으로 인해 값의 큰 변화

에 따른 고주파 성분의 artifact가 생성되기 쉽다.

Stoller는 이러한 artifact 생성을 방지하기 위하여

strided transposed convolution 방식대신선형보간법

을채택하였다. 0 대신에두샘플의선형보간값을두

샘플사이에추가하여 artifact를줄이면서업샘플링을
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수행하였다.

Wave-U-Net[5]에서는 이러한 문제가 다운샘플링

과정에서 컨볼루션 시 샘플의 경계에서도 동일하게

발생할 것이라 보고 zero-padding을적용하지 않았다.

하지만 이는 출력 신호가 입력 신호의 길이보다 훨씬

짧아져 신호 분리 수행 시간이 급격히 증가하는 문제

가 있다. 본 실험에서는 컨볼루션 시 zero-padding을

적용하고 업샘플링 시 선형 보간법을 적용하여 입력

샘플과 동일한 길이의 샘플을 출력으로 얻도록 구조

를 변경하였다. 즉, Wave-U-Net[5]의 다양한 모델 중

기본 구조인 M1 모델을 적용하였다. Wave-U-Net[5]

의실험결과를보더라도스테레오입력을사용한 M4

모델에서 분리 성능이 큰 폭으로 향상되나 모노채널

을 적용한 그 외 모델에서는 기본 모델에 비해 성능

향상이 크지 않음을 확인할 수 있다.

2.3 MMDenseNet 기반 음원 분리 방법
Takahashi는 DenseNet을기반으로하는음원분리

를 위한 멀티스케일 멀티밴드 DenseNet 방식[6]을 제

안하였다. DenseNet[14]은당시영상분류분야에서최

고 성능을 내던 ResNet[18]의 문제점을 해결하기 위하

여 제안되었다. 네트워크를 학습할 때 ResNet은이전

계층   의 결과를 다음 계층 의 입력으로 사용

한다. 여기에 skip-connection을 추가하여 이전 계층

의 결과를 더함으로써 최종적으로 다음 계층의 출력

을얻는다. 즉,   ∙ 이 번째비선형변환을나타

낼 때 그의 출력은 다음과 같다.

        (2)

이러한 skip-connection을 통해 그레디언트를 얻는

데도움을주지만이전정보를현재계층의결과와더

함으로써 정보의 흐름을 방해하는 단점이 있다[14].

이를 개선하기 위하여 DenseNet에서는 직전 계층

의 결과만이 아니라 이전의 모든 계층을 다음 계층의

입력으로사용한다. 또한 ResNet에서 skip-connection

을더하여사용한것과달리 DenseNet에서는이전정

보를 직접 concatenation하여 재사용한다. 즉, 번째

계층은 모든이전계층의 특징맵 ⋯  으로부

터 다음과 같이 얻을 수 있다.

    ⋯     (3)

이때  ∙는 배치 정규화와 ReLU activation

함수, 그리고 × 컨볼루션으로 구성된다.

다운샘플링 수행을 위하여 이전의 모든 계층과 조

밀하게 연결된 개의 계층을 묶어주고 이를 dense

block이라 명명한다. 이러한 dense block들 사이에

transition layer를 두어 배치 정규화와 × 컨볼루

션, 그리고 × average pooling을 수행한다.

 ∙이 개의특징맵을생성한다고할때입력

의 채널 개수를 라고 하면 계층에서의 특징맵은

  × 개가된다. 를 growth rate라고 하

였고, 상대적으로 작은 값의 만으로도 당시 최신 기

법 수준의 결과를 얻을 수 있음을 보여주었다.

Takahashi는 이러한 DenseNet을 기반으로 영상이

아닌 오디오에 적용하여 음원을 분리하는 방법을 제

안하였다. DenseNet을 부호화부-복호화부 형태로 변

형하기 위하여 transposed convolution을통한업샘플

링단계를추가하고 U-Net[4]과유사하게동일계층의

denseblock의 결과를 skip-connection을 통해

concatenation한다. 이렇게 변형된 DenseNet을 입력

스펙트로그램 전체에 대해 한번만 적용하는 것이 아

니라스펙트로그램을 개의밴드로나눈후, 각밴드

및전체에대해 DenseNet을각각적용하고결과를통

합하는 방식을 제안하였다. 논문에서 설정한 입력 음

원의 샘플링 주파수는 44.1kHz, STFT 수행 시 윈도

우크기는 2,048로 50%씩겹쳐나가면서 STFT를 수

행하였다.

기존 가수 목소리 분리 기법들의 성능 비교 실험

결과를 살펴보면[7] MMDenseNet이 U-Net보다 우수

함을 확인하였다. 하지만 본 실험에서는 분리에서 그

치는 것이 아니라 네트워크의 구조에 따른 음악 분리

후 배경음악의 식별 성능 개선 정도를 비교하고자 하

므로 입력되는 스펙트로그램을 생성할 때 쓰이는 파

라미터들을 서로 유사한 수준으로 설정하였다. 입력

음원의샘플링주파수는 16kHz, STFT 윈도우크기는

1024, 중첩 정도는 75%, 입력 프레임 개수를 512로

변경하여실험하였다. 멀티밴드기법을적용하기위하

여 을 2로 하고 스펙트로그램을 저주파수 대역과

고주파수 대역으로 나누었다. MMDenseNet[6]은 각

음원 별로 네트워크를 각각 학습한 후 분리하였으나

본 실험에서는 U-Net 및 Wave-U-Net과 동일하게 음

악과 대사 둘로 동시에 분리 가능하도록 수정하였다.

혼합 신호에서 분리된 음악 신호의 스펙트로그램을

얻을수있는소프트마스크값을활용하여대사신호

의 스펙트로그램을 구함으로써 음악 신호와 대사 신

호를 동시에 분리하고 복원하였다.
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Block Operation

Initial conv × conv 

DenseBlock and

Transition Down for

 ⋯

× conv 

× conv

× average pool

DenseBlock for   × conv 

Transition Up and

DenseBlock for  ⋯

× conv

× transconv

concat(denseblock  )

× conv 

Final conv

× conv

× conv 

× conv

× conv 

표 2. Wave-DenseNet 네트워크 세부 작업 수행표
Table 2. The detailed operations of Wave-DenseNet

그림 3. 음원 분리를 위한 Wave-DenseNet 네트워크 흐름도
Fig. 3. The flow of Wave-DenseNet for music source separation

Ⅲ. 제안 방법

2.3절에서 서술한 MMDenseNet은 DenseNet을 스

펙트로그램 입력에 대하여 적용한 기법이다. 본 논문

에서는 Wave-U-Net이 U-Net의 네트워크 구조를 파

형 입력에 대하여 적용한 것에 착안하여 DenseNet을

파형 입력에 대하여 적용한 새로운 Wave-DenseNet

기법을 제안하고 음원 분리를 적용한 후 얻어진 음악

신호에 대해음악식별성능비교 실험을수행하였다.

입력 신호의 샘플 크기는 Wave-U-Net과 동일한

16,384로 하고 DenseNet의 growth rate 와 계층 수

은 각각 12로 하였다. 부호화부에서 쓰일 변이층

(transition layer)는 5개, × 컨볼루션 시 적용될

압축률(compression rate)은 0.2로하였다. 컨볼루션의

필터크기는 15로하였다. 복호화부에서는 transposed

convolution을 적용하여 샘플의 길이를 초기 입력과

동일한 크기로 변환하였다. Wave-U-Net에서는 복호

화부의 컨볼루션 필터 크기를 5로 작게 하였으나 본

논문에서 제안한 기법은 부호화부와 복호화부의 컨볼

루션 크기를 15로 동일하게 하였다. 네트워크의 흐름

도및상세구조는각각그림 3과표 2에나타내었다.

Ⅳ. 랜드마크 기반 오디오 식별 방법

음원 분리 기술을 적용하여 혼합 음원으로부터 분

리된 음악 신호에 대해 식별 성능이 개선되었는지를

확인하기 위한 식별 방법으로 랜드마크 기반의 오디

오 핑거프린팅 방법[1]을 적용한다. 음악 식별에 있어

좋은 성능을 보이는 다양한 식별 기법들이 존재하나
[2][3] 본실험은음악-대사분리기법에따른식별성능

개선 정도의 경향성을 확인하고자 하므로 기본적인

랜드마크 기반 식별 기법[1]을 활용한다.

음악을 식별함에 있어 주변 환경에 소음이 존재하

더라도 소리의 온셋 정보는 보존될 것이라는 전제하

에, 신호의 온셋 정보, 즉 스펙트로그램의 피크 값들

을추출한다. 추출된피크들을시간과주파수값을살

펴가까운피크들끼리쌍을짓고해당음악의해시정

보로저장한다. 쿼리음악을식별하기위하여앞서서

술한 방법으로 랜드마크 정보를 획득한 후 데이터셋

에 저장된 정보와 비교한다. 동일한 랜드마크 정보의

양이일정수준이상이되면해당곡명을식별결과로

출력한다.

Ⅴ. 실 험

2장에서 언급한 다양한 음원 분리 기법들[4-6]은 가

수의 목소리를 분리하거나 음악을 이루는 각 악기별

소리를분리하는데이터셋[19-21]을활용하여그성능을

보였다. 그러나 이들이 모두 동일한 데이터셋에서 비

교되지 않아 그 성능을 서로 정확히 비교하기가 어려

웠다.

학습데이터의양은성능에크게영향을미친다. 예

를들어 U-Net 기반가수목소리분리기법이우수한

성능을 가짐을 보였으나[4] 이는 상업 음악 2만 곡의

원곡과 반주 쌍으로부터 학습한 결과이다. 다른 논문

들이 활용한 데이터셋의 규모에 비해 지나치게 큰 규
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Number of frames

(duration)

Recognition rate

0dB -10dB

128 (3.02s) 25.6 7.6

256 (6.00s) 28.7 13.2

512 (11.98s) 38.7 18.6

표 3. U-Net 기반 대사-음악 분리 적용 후 학습 네트워크
입력 프레임 수에 따른 식별율 비교 (단위 : %)
Table 3. The music identification rate according to the
number of frames after U-Net based music-speech source
separation (unit : %)

hop size
Recognition rate

0dB -10dB

256 31.9 15.1

384 32.3 13.3

512 27.9 11.0

표 4. U-Net 기반 대사-음악 분리 적용 후 hop 크기에 따
른 식별율 비교 (단위 : %)
Table 4. The music identification rate acoording to the
hop size after U-Net based music-speech source separation
(unit : %)

모로, 보컬분리에서흔히쓰이는데이터셋중하나인

MIR-1K 데이터셋으로학습한결과[7]를보면 그성능

이 확연히 떨어짐을 알 수 있다.

또한현재음원분리의결과비교를위한지표로써

많은 연구들에서 SDR이 주로 다루어지고[5-7] 있는데

SDR이 원음을 얼마나 잘 표현하는지에 대한 지표로

널리 쓰이고는 있지만 SDR이 음악 분리 후 식별 성

능 개선 여부를 판별하는 데에도 역시 적합한 지표인

지에 대해서는 확인된 바가 없다.

이에 따라 방송물의 배경 음악 식별을 위한 사전

분리방법의성능비교실험을위하여음악-대사분리

데이터셋[22]을 활용하여 동일한 학습 데이터와 검증

데이터로 음원 분리가 식별 성능에 미치는 영향을 분

석하고, 그 결과를 기존 분리 성능 측정 방법인 SDR

값과 비교해보고자 한다.

5.1 음악-대사 신호 분리 데이터셋
음악-대사 신호 분리 성능 비교를 위한 테스트용

데이터로 실제 방송물을 활용한다면 본 실험의 목적

에 가장잘부합하겠으나정확한배경음악큐시트를

다량 확보하는 데는 큰 어려움이 따른다. 따라서 본

논문에서는 방송물의 오디오 상황과 유사한 데이터셋

을 직접 생성하여 이를 학습 및 검증에 사용하였다.

음악-대사 분리 데이터셋은 학습과 검증용으로 각

각 12초길이의 1,823개음악과동일길이의대사, 그

리고이들의혼합신호로이루어져있다. 다양한장르

의 방송 프로그램으로부터 100시간의 오디오를 수집

및추출한후배경음악이사용되지않고대사만존재

하는 구간을 태깅하여 대사 데이터셋을 생성하였다.

학습을 위한 혼합 신호는 SNR 값을 -30dB부터

0dB까지의 임의의 값으로 음악 신호와 대사 신호를

혼합하여 만들었다. 다음으로 검증용 혼합 신호는 음

악대대사소리크기에다른식별율변화를확인하기

위하여, 음악과 대사가 동일한 크기로 혼합되어 SNR

이 0dB인 경우와 음악이 배경 음악으로 사용되는 수

준인 -10dB 두 경우로 구성하였다. 동일한 방식으로

샘플링 주파수를 다르게 하여 16kHz 데이터셋과

22,050Hz 데이터셋을 생성하였다.

식별을위한음악데이터셋은음악-대사 분리 데이

터셋에서 사용된 3,646곡을 포함한 다양한 장르의 국

내외대중가요 9,118곡으로구성되어있다. 대부분대

사와혼동될수있는여지가큰보컬이포함되어있고

식별을위한음악데이터셋내 9,118곡의전구간에서

음악 식별을 위한 랜드마크 정보를 추출하여 데이터

베이스로 저장하였다.

5.2 프레임 길이에 따른 실험 결과
Jansson은 U-Net[4]에서 음원의 샘플링 주파수를

8,192Hz로하고 푸리에변환시윈도우크기를 1,024

로 25% 중첩하였다. 이를 Wave-U-Net[5]과유사한환

경으로 설정하기 위하여 샘플링 주파수는 16kHz로,

윈도우 크기는 1024로 변경하고 중첩 시 hop 크기는

373으로 고정한 후 학습 시 입력 스펙트로그램의 프

레임수에따른식별성능변화를관찰한결과표 3과

같은 결과를 얻었다. 12초 길이의 입력 음원에 대해

음원 분리를 적용하는 경우 학습 네트워크의 입력이

각각 128, 256 프레임인 경우 입력 오디오를 해당 프

레임크기로잘라분리마스크를얻은후이들을다시

시간 축으로 연결하여 동일한 길이의 분리 음원을 획

득한다. U-Net 논문에서제안한 128 프레임의경우와

비교하여 프레임 수가 512인 경우 25.6%에서 38.7%

로 큰 폭의 성능 향상을 확인하였다. 즉, 동일한 분리

네트워크 모델을 사용하더라도 학습 시 네트워크의

입력 단위 길이를 길게 하면 성능이 향상됨을 확인하

였다.

5.3 Hop 크기에 따른 실험 결과
22,050Hz의샘플링 주파수에 대해 학습단위의프

레임수를 512로, 푸리에변환윈도우크기는 1024로

고정한 후 hop 크기를 윈도우 크기의 2/8, 3/8, 4/8에
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SNR 0dB -10dB

method U-Net Wave-U-Net MMDenseNet
Wave-

DenseNet
U-Net Wave-U-Net MMDenseNet

Wave-

DenseNet

source Mu Sp Mu Sp Mu Sp Mu Sp Mu Sp Mu Sp Mu Sp Mu Sp

SDR 6.26 5.86 6.67 6.48 6.91 6.74 5.19 5.11 3.18 14.48 3.48 14.68 3.61 14.52 2.17 13.79

SIR 12.28 10.07 15.26 11.1 12.26 12.49 13.37 8.73 10.11 19.09 14.53 19.37 9.92 20.49 12.49 17.72

SAR 8.11 9.08 7.65 9.27 9.03 9.00 6.38 8.93 4.98 16.81 4.29 16.86 5.54 16.13 3.23 16.59

표 5. 기법별 음원 분리 성능 측정
Table 5. The evaluation of source separation methods

해당하는 256, 384, 512로변화시키면서분리후식별

율을측정하였다. 동일 iteration을수행한결과표 4에

서 보면 Hop 크기가 512인 경우, 즉 윈도우를 50%

겹쳐 나가면서 푸리에 변환을 수행하는 것보다 50%

보다 많이 겹치는 경우 식별율이 더 높음을 확인하였

다. 또한 hop 크기가그보다작은경우에는 0dB인경

우 hop 크기가 384일 때, -10dB인 경우 hop 크기가

256일 때 가장 식별율이 좋으나 그 차이는 미미하다.

이로보아 hop의크기가작을수록항상성능이좋아지

는 것은 아니며, FFT 윈도우의 50% 이상을 겹쳐나가

면서 동일 길이의 음원에 대해 계산 효율이 더 좋은

hop 크기를 선택하는 것이 성능 저하는 크게 없는 대

신실행속도에서이득을얻을수있을것으로보인다.

5.4 음악-대사 음원 분리 성능 측정 결과
음악-대사분리성능을 측정하기위하여 음원 분리

분야에서널리쓰이는 BSS Eval[16]을활용하여 분리

성능 지표인 SDR (signal-to-distortion ratio)과

SIR(source-to-interference ratio), 그리고 SAR

(source-to-artifacts ratio)를 측정하였다. 측정 시

mir-eval 툴박스[23]를 사용하였다.

표 5에서 음악의 분리 성능을 살펴보면 SDR의 경

우 MMDenseNet이 가장 우수한 분리 성능을 보이고

그 뒤로 Wave-U-Net, U-Net, Wave-DenseNet 순으

로성능이우수하다. SIR의경우 Wave-U-Net이특히

우수한 성능을 보이고 Wave-DenseNet이 다음으로

우수한결과를보인다. 대사의분리성능은 SDR 값의

경우 0dB에서는 MMDenseNet이, -10dB에서는

Wave-U-Net이 가장 좋은 성능을 보였다. SIR 값은

MMDenseNet이 가장 좋은 성능을 보였고 SAR 값은

Wave-U-Net이 가장 우수하였다.

이러한 결과는 다음 절에서 보일 음악 식별 성능

결과와약간의차이를보인다. 특히 SDR은기존의많

은음원분리기법들[5-7]이분리성능지표로사용하고

있다. 다음절에서우리는분리된음원의식별성능을

직접적으로측정함으로써 SDR 값으로측정한기법별

분리 성능 순위와 음악 식별 성능간의 차이를 보이고

자 한다.

5.5 분리된 음악 식별 실험 결과
음악-대사 분리 후 분리된 음악에 대한 식별율을

측정하였다. 식별 방식은 랜드마크 기반의 오디오 핑

거프린팅기법[1]을적용하였다. 표 6은혼합음원으로

부터각각의분리기법을적용한후분리된음악을입

력으로 하여 음악 식별을 수행한 결과이다.

먼저 입력음원을 11,025Hz로다운샘플링 하고스

펙트로그램 생성 시 푸리에 변환 윈도우 크기는 512,

hop 크기는 256으로한경우(p1)의식별 결과를살펴

보면, 음악과 대사가 동일한 소리 크기로 혼합된 0dB

의 경우 분리 수행 전 혼합 음원(mix)의 식별율은

40.5%였으나 U-Net을적용하여분리한후음악을식

별한 결과 39.3%로 분리 후 음악 식별 성능이 1.2%

가량 저하되었다. 그러나 U-Net을 제외한

Wave-U-Net, MMDenseNet, Wave-DenseNet 기반

기법들은분리후성능개선이이루어졌고, 특히파형

입력을 기반으로 하는 Wave-U-Net과

Wave-DenseNet은각각 60.7%와 56.6%로성능이큰

폭으로 개선됨을 확인하였다.

다음으로 대사가 크게 혼합되고 음악이 배경 음악

으로 작게 혼합된 –10dB의 경우 분리 전 식별 성능

이 3.8%로성능이매우나빴으나분리기법을적용한

후 식별 성능은 약 5~9배가량 향상되었다. 파형 기반

의 두 기법은 약 7배 이상의 성능 향상을 보였다. 음

악-대사음원분리를적용하면배경음악으로작게삽

입된 음악의 식별 성능을 향상시키는 데 특히 도움이

됨을 실험적으로 확인하였다.

기법별로보면 U-Net의식별성능개선정도가가

장 적었고 다음으로는 같은 스펙트로그램 기반 분리

기법인 MMDenseNet의성능개선정도가낮았다. 가

장우수한기법은 Wave-U-Net을적용한경우였고다
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fingerprint

parameter
p1 p2

SNR 0dB -10dB 0dB -10dB

mix 40.5 3.8 64.2 13.4

U-Net[4] 39.3 19.4 69.1 43.0

Wave-U-Net[5] 60.7 35.1 82.0 59.3

MMDenseNet[6] 48.1 24.0 76.6 51.7

Wave-DenseNet 56.6 30.0 80.9 55.8

표 6. 음원 분리 기법에 따른 음악 식별율 비교 (단위 : %)
Table 6. The music identification rate according to
music-speech separation methods (unit : %)

음으로는 Wave-DenseNet이 성능 개선 정도가 높았

다.

다음으로 식별 파라미터 중 샘플링 주파수는

16kHz, 푸리에변환윈도우크기는 1024, hop 크기는

373으로 변경하여 식별율을 측정한 결과(p2)를 살펴

본다. 이경우분리적용후식별율이 분리 전에 비해

모두 개선되었고 성능 개선 정도는 앞서 설정한 식별

기 파라미터의 경우와 동일하게 파형 기반 방식의 성

능 개선이 가장 컸고, 특히 Wave-U-Net 기반 방식이

가장 우수하였다.

파라미터를 p1에서 p2로 변경한 경우 약 9천여 곡

에 대한 오디오 핑거프린트 정보를 저장한 데이터베

이스의 크기는 190MB에서 317MB로 약 1.7배의 저

장공간을필요로하였고, 약 6시간분량의음악식별

시간은 약 63초에서 94초로 약 1.5배 길어졌으나 식

별 성능은 현저히 향상됨을 확인하였다. 식별 시간이

길어졌다고하지만 1시간분량의입력이 15초이내로

식별되는 점, 그리고 저장 공간은 손쉽게 늘일 수 있

다는 점을 감안하면 식별 파라미터는 개선된 파라미

터 값을 설정하여 식별하는 것이 저장 공간이나 식별

시간에 대한 큰 부담 없이 우수한 성능을 얻는 데 유

리함을 확인하였다.

네트워크의 파라미터 개수를 살펴보면

Wave-U-Net의 파라미터 개수는 약 천만 개이나

Wave-DenseNet은 약 300만 개로 Wave-U-Net에 비

해학습모델의저장용량을약 3분의 1 가량줄일수

있었다.

앞서 5.4절에서 살펴본 것과 같이 분리된 음악 신

호로 식별할 경우 음원 분야에서 대표적으로 쓰이는

음원분리성능지표인 SDR의성능순위와는차이가

있음을 확인하였다. 분리된 음악 신호의 SIR 값을 살

펴보았을 때 가장 우수한 결과를 보이는 기법은

Wave-U-Net으로 음악 식별 결과와 동일하였다.

그러나 SDR은 MMDenseNet이 가장 우수한 성능

을 나타냄에 반해 음악 식별율 측정 실험에서는

Wave-U-Net이 가장 우수함을 확인하였다.

MMDenseNet과 Wave-DenseNet을 비교한 결과 또

한 SDR은 MMDenseNet이 우수하나 음악 식별율 측

정 실험에서는 Wave-DenseNet이 상대적으로 우수한

성능을 나타내는 것을 확인하였다.

5.6 원 음악으로부터 음악-대사 분리 후 식별 실험
우수한 성능의 음악-대사 분리 기술이라면 대사가

없이 음악만 입력되는 경우에도 음악 전체를 최대한

분리해내어 음악 신호의 손상을 최소화하여야 한다.

이를 확인하기 위하여 음악과 대사를 혼합할 때 쓰였

던 음악 원곡에 대해 음악-대사 분리 기법을 적용한

후 분리된 음악 결과로 음악을 식별하였다.

원곡을입력한후다양한음악-대사분리를수행한

결과표 7과같은결과를얻었다. 식별파라미터 p2를

적용한 분리 전 원곡 음악의 식별율은 98.0%였지만

분리 후 모든 방법에서 식별율이 저하되었다. U-Net

을 적용한 경우 식별율이 가장 큰 폭으로 떨어졌고,

다음으로는 MMDenseNet이었다. 가장소폭으로식별

율이 저하된 방법은 Wave-DenseNet을 적용한 경우

로 원 음악에 음원 분리를 적용한 후의 식별율인

95.3%와 98.0%에서 각각 9.5%와 2.4% 떨어진

85.8%와 95.6%의 식별율을 얻었다. Wave-U-Net을

적용한 경우는 각각 84.9%와 95.3%로

Wave-DenseNet과 근소한 차이를 보였다. 이로 보아

Wave-DenseNet이 원음을 가장 적게 훼손하면서 음

악과 대사를 분리하는 방법임을 확인하였다.

Fingerprint

parameter
p1 p2

original music 95.3 98.0

U-Net[4] 56.0 86.1

Wave-U-Net[5] 84.9 95.3

MMDenseNet[6] 77.2 93.2

Wave-DenseNet 85.8 95.6

표 7. 원 음악 입력에 대한 음원 분리 적용 후 식별율 비교
(단위 : %)
Table 7. Music recognition rate from original music
according to music-speech separation methods (unit : %)

Ⅵ. 결 론

지금까지본논문에서는방송물에서배우의대사가

존재하는 상황에서 배경 음악으로 작게 삽입된 음악
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을식별하기위하여최근음악음원분리분야에서활

용되는 대표적인 기법들에 관해 서술하였고 이를 음

악-대사 분리에 적합하도록 변형하였다. 또한

DenseNet 기반의음원분리기법을파형입력에적용

한 Wave-DenseNet을제안하였다. 분리 후얻은음악

신호에대해 BSS Eval 분리성능측정방법과오디오

핑거프린팅 기반 음악 식별율 측정 방법을 적용하였

고 그 결과를 비교하였다.

SDR이음원분리성능지표로널리쓰이고있으나

분리 후 얻어진 음악 신호로 식별을 하고자 할 때는

적합한성능지표가아님을확인하였다. 분리후 SDR

을 살펴본 결과 MMDenseNet을 적용한 경우가 가장

우수한성능을나타내었으나, 혼합된음원에서음악을

분리한후식별할때는 Wave-U-Net을적용한경우의

식별율이가장높았다. 배우의대사없이음악만존재

하는 경우 분리 기법을 적용하여 성능을 비교한 경우

Wave-U-Net의결과도우수한편이었으나상대적으로

Wave-DenseNet의 성능이 가장 우수함을 확인하였다.
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