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요 약

본 논문에서는 인지 무선 기술에서 자동 변조 분류를 수행하기 위하여 경량 합성곱 신경망 모델을 제안하였다.

제안된 모델은 vanishing gradient 문제를 최소화하기 위해 ResNet의 skip connection 구조를 적용하였으며, 또 모

델을 병목 구조 형태로 설계함으로 일반적인 합성곱 신경망 모델보다 연산량을 낮추도록 하였다. 제안된 모델을

통한 특징 추출을 하기 위해 입력 데이터 동기화와 정규화 그리고 고차원으로 데이터 재구성을 하였으며, 성능 평

가를 위하여 24개의 변조 방식을 가지는 데이터셋을 사용하여 기존의 심층 학습 네트워크인 ResNet과 VGG 그리

고 AMC-CNN의 정확도 성능 및 예측 시간을 비교하였다. Matlab 2019b 모의실험 프로그램을 통해 제안된 모델

의 성능이 기존의 모델보다 전체 SNR (Signal-to-Noise Ratio) 영역에서 예측 정확도 성능이 우수한 것을 확인하

였으며, 특히 SNR 10 dB에서 최대 31.59% 이상 높은 정확도를 보였다. 입력 신호를 예측하는 시간 또한, 최대

47.5% 이상 기존 모델보다 빠르게 예측하는 것을 확인하였다.

Key Words : Deep Learning, Convolutional Neural Networks, Automatic Modulation Classification, Cognitive

Radio Network, Predicted Accuracy

ABSTRACT

In this paper, light weight deep learning-based light weight Convolutional Neural Network (CNN) model is

proposed for automatic modulation classification in cognitive radio. To minimize the vanishing gradient problem

he skip connection structure of ResNet is applied to the proposed model, and to reduce computation complexity

the proposed model is designed as bottleneck architectures. To extract the features through the proposed model

synchronization, normalization, and aggregation dealt with for the input signals, and for performance evaluation

the proposed model is compared with the conventional networks, ResNet and VGG, about the accuracy and

inference by using the dataset that has 24 modulation classes. According to the simulation result by Matlab

analysis tool, the proposed model has better performance on the predicted accuracy than others, especially over

than 10% at SNR 10 dB. The performance of inference time also has smaller time than others.
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Ⅰ. 서 론

최근 사물인터넷 보급과 모바일 서비스의 급격한

증가로 등으로 인해 다양한 응용 분야별로 제한적인

주파수 대역을 통한 안정적인 서비스를 제공에 어려

움을가진다[1,2]. 따라서, 주파수대역의사용효율을높

이기위해여러해결방법이있으며그중한가지로인

지 무선 기술이 제안되었다[3]. 인지무선기술은주사

용자에게간섭을주지않는범위내에서비어있는채

널을감지하여해당채널로이동을하는기술이다. 이

때채널에따른변조기법이변화될수있어인지무선

기술은 채널에따라 변조기법을 자동적으로 선택하는

자동변조분류 기능을 포함한다[4]. 자동변조 분류는

신호에 대한 사전지식 없이 자동적으로 신호의 변조

종류를 식별해내는 기능이다. 일반적으로 자동 변조

분류기능은 2가지 기법으로 구분할 수 있으며 첫 번

째는 최대 우도추정 기반의 의사결정 이론 기법이 있

으며 두 번째는 특징 기반의 패턴인식 기법이 있다.

최대 우도추정 방식은 베이지안 추론을 통해 최적의

값을얻을수있는장점을가지만[5] closed-form 방정

식으로 도출하기 어려우며 높은계산복잡도를 가짐으

로현실적으로구현이어려운등의단점들이있다. 특

징 기반의 패턴인식 방식은 3단계로 구분할 수 있으

며, 첫번째는입력데이터전처리, 그리고특징추출,

마지막으로 분류 결정으로 진행된다. 자동 변조 분류

기법에서 특징 추출 기반 방식은 데이터로부터 특징

추출을 위한 충분한 데이터 크기가 요구되며 이는 네

트워크지연을일으킬수있다. 이러한단점을해결하

기 위해 관련 연구가 진행되었지만[6-9], 자동 변조 분

류를 위한 기존의 특징 기반 방식은 고차 통계 처리

시특징계산을위해많은시간을소모하는한계를가

진다. 인공지능의 상당한 발전[10]으로 인한 심층 기계

학습이 제안[11-14]되었으며 자동 변조 분류 분야에서

우수한데이터처리성능을가진다. Z. Zhang, et al.[11]

은자동변주분류를위해시간과주파수영역을나타

내는 2차원 분포 함수를 통해 이미지로 변환시켜

CNN의 입력값으로 사용하였다. 여기서 적용된 CNN

은 ResNet152 모델을 Fine-Tuning 하여 사용하였으

며 다수의 모델에서 특징값을 융합하여 8개 변조 방

식에 대한 우수한 성능을 나타내었다. 하지만 적용된

ResNet152 모델은 신경망의 깊이가 깊으며 사용되는

파라미터도깊이에비례하여증가하는단점을가진다.

F. Meng, et al.[12]은최대우도추정방식과심층 CNN

방식과 비교하여 자동 변조 분류에 대한 성능을 나타

내었으며 4개의 변조 방식에 대해 심층 CNN 방식의

성능이 더 우수함을 보였다. 하지만, 제안된 CNN 구

조는입력데이터를패딩을통해차원수를확장시켰

을 뿐 아니라 많은 연산량을 요구하는 필터(12×3,

24×3, 32×3)×2를 사용하여 모델의 비효율적인 구조

를 가진다. S. Hong, et al.[13]는 경량화된 CNN 구조

를 적용하여 기존의 CNN과 의사결정트리, SVM

(Supporter Vector Machine) 등과 비교하여 자동 변

조 분류에 대한 우수한 성능을 나타내었다. 하지만,

비교되는 변조 방식 가지 수가 부족하며 앞에서 언급

된 논문에서 나타내는 성능을 유지하지 못하고 있다.

본논문은기존의 CNN 구조에서연산되는 파라미

터 수를 줄여 경량화된 CNN 모델을 설계하였고, 제

안된 모델 구조는 ResNet 구조를 Fine-Tuning 한 구

조를 가진다. 경량화를 위해 SqueezeNet 구조에서

1x1 합성곱층과 3x3 합성곱층을조합하여사용하였

다. 제안된 CNN 구조의 성능을 분석하기 위해

DEEPSIG DATASET: RADIOML 2018.01A[15] 데

이터셋을 사용하였으며, 사용된 데이터셋은 24개의

변조 방식에 대한 신호를 SNR -10dB에서 20dB까지

제공하며 제안된 CNN 모델에서의 자동 변조 분류성

능이 기존의 CNN 모델보다 우수한 것을 나타내었다.

본 논문의 구성은 다음과 같다. Ⅱ장에서는 시스템

모델에 대해 소개하고, Ⅲ장에서는 딥러닝 기반 자동

변조 분류에 대해 설명하였다. Ⅳ장에서는 제안된 기

법에 대한 모의실험 및 성능분석에 대해 나타내었으

며, 마지막으로 Ⅴ장에서 결론 및 향후 연구에 대해

언급하였다.

Ⅱ. 시스템 모델

본논문에서신호의자동변호분류를위해사용된

신호는 USRP B210 모뎀에서 생성된 신호를 사용하

였으며 신호를 전송하기 위한 시스템 모델은 그림 1

과같다. 신호는한프레임당총 1024 샘플신호로구

성되며생성조건은중심주파수 900MHz의 ISM 대역

을 사용하였으며 송수신기 간의 클럭 오프셋은 어플

리케이션에 사용되는 중심주파수를 변형과 샘플링 주

파수변형을일으키는요소로정규분포   값

을가지며 는 1ppm (parts per million)의값을가

진다. 그리고 Roll-Off 인자는 균등 분포  

에서값을가진다. 무선통신시스템의채널은레일리

페이딩 환경을 가지며 여기서 지연확산은

     로 설정되었다. 수신기에 번째

수신된 신호는 다음같이 표현할 수 있다.
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그림 1. 자동 변조 분류를 위한 시스템 모델 예시
Fig. 1. Example of the system model for automatic
modulation classification

         

         
(1)

여기서  , 는 각각의 안테나에 수신되는 신호

를의미하며 은두번째송신기와안테나와첫번

째 수신기 안테나 경로의 채널 이득을 의미하며 는

기저대역 신호를 의미하고, 은 백색 가우시안 잡음

을 나타낸다. 채널 이득은 아래의 식으로 나타낼 수

있다.

   ∆ (2)

여기서 은 송신기와 수신기 사이의 채널 임펄스

응답을 나타내며, ∆와 ∆는 캐리어 주파수와 위
상의 오프셋을 의미한다. 수신된 신호는 페이딩 채널

환경에서 손실된 신호를 보상하고 딥러닝 기반 자동

변조 분류 모델로 전달된다.

Ⅲ. 딥러닝 기반 자동 변조 분류

3.1 전처리/데이터처리
딥러닝 기반 자동 변조 분류는 전처리/데이터처리

와딥러닝기반 CNN 모델로구성되며전처리/데이터

처리에서는 보상된 신호를 전달받아 신호를 정규화하

고 CNN 모델의 입력값으로 사용하기 위해 실수부

(In-phase component)와 허수부 (Quadrature compo-

nent)로 신호를 재정렬하여 고차원 행렬로 변환시킨

다. 전달된신호()는데이터처리블록에서제곱평균

제곱근 (RMS; Root Mean Square)을통한신호를 정

규화한다. 이를통해신호값의범위를재조정하여경

사하강법을통한손실함수의기울기값이지역최적

값이아닌전역최적값을가지도록유도한다. 신호정

규화를 위한 식은 아래와 같다.






  





  




 

(3)

여기서 는 하나의 프레임에 속한 샘플수로 1024

의수를가지며총프레임수는각각의변조방식마다

4096개프레임수를훈련및시험 데이터로사용하였

다. 정규화후신호는고차원행렬 ×으로재정렬

되며 아래의 식과 같이 표현할 수 있다.

 












 

 ⋯






⋯

 (4)

여기서 상위 인덱스 I, Q는 각각 실수부와 허수부

를의미하며, 행렬 를기반으로프레임수와변조방

식에 따라 행렬 로 아래의 식과 같이 표현할 수 있

다.

 











  ⋯ 
 ⋯
⋮ ⋮ ⋱ ⋮
  ⋯ 

 (4)

여기서 인덱스 은 총 프레임 수를 의미하며 

는 총 변조 방식 수를 의미한다.

3.2 CNN 모델
CNN은 인공신경망 중 한 종류로 센서 데이터 및

이미지 데이터 입력값을 학습하여 분류[11-14] 및 회귀
[16]에 대한 결과를 나타내며, 또 우수한 학습 성능을

가진다. 본 논문에서 사용되는 CNN은 분류를 위한

목적으로 사용되며 제안하는 CNN 모델에서 번째

특징맵( )을 나타내기 위해 합성곱 층을 사용하며 아

래의 식과 같이 나타낼 수 있다.

 


 

 

× (5)

여기서 는 각각 필터 수, 세로, 가로 인덱스

를 의미하며 는 합성곱에 사용되는 필터이고, 는

입력값, 그리고 는 바이어스 값이며 필터 수에 따라
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그림 2. 제안된 경량 DCNN 구조
Fig. 2. The proposed light-weight DCNN structure

크기가 결정된다. 합성곱 계층을 통해 나온 특징맵은

배치 정규화 층을 통해 특징값을 정규화하며 이는 아

래의 식과 같이 나타낼 수 있다.

  




 
  



 

   


(6)

여기서 는 최소 배치의 평균값이며 

는 최소

배치의 분산값을 의미하고, 그리고 는 분모가 0이

되지 않도록 주어지는 매우 작은 값으로 임의로 지정

된다. 배치정규화된출력값은활성화함수를통해다

음 층으로 값을 전달할지를 결정하게 되며 제안된 모

델에서는 ReLU (Rectified Linear Units) 함수를사용

하였고 아래의 식과 같이 나타낼 수 있다.

    i f 
  

(7)

마지막으로 완전 연결 계층을 통해 전달된 값은

Softmax 계층을 통해 클래스 별로 정답일 확률을 부

여하고 아래의 식을 통해 나타낼 수 있다.

 
 










(8)

제안하는 모델은 SGDM (Stochastic Gradient

Descent with Momentum) 최적화 기법을 사용하여

손실 값을 최적화하였으며, 여기서 사용되는 가중치

( )는 아래와 같이 나타낼 수 있다.

    ∇

  


  



  
 (9)

    (10)

여기서 는 중간 가중치 값으로 각각의 반복 학습

때마다 사용되며 가중치( )와 선형조합을 통해 갱신

된다. 는 모멘트 계수이며, 는 학습률을 나타내고,

는 추정값, 그리고 는 참값을 나타낸다.

3.3 제안된 경량 CNN 모델
제안된모델은그림2와같으며그림에서나타낸바

와같이합성곱계층을통해서여러개의은닉층을만

들어내며풀링계층을통해은닉층의특징맵차원크

기를 축소하고 완전 연결 계층과 Softmax 계층을 통

해 최종 분류 계층으로 결과가 판정되는 순서로 진행

된다. 여기서합성곱계층은합성곱계층과배치정규

화계층과 ReLu 활성화함수계층으로구성되었으며,

풀링 계층의 필터 크기 조정하였을 때 제안된 모델과

의 예측 정확도 성능을 비교분석 하였다.

입력층은 1024샘플을 실수부와 허부수로구분하여

2×1024의크기를가지며다음합성곱계층에서패딩

을통해행의크기를 6으로 증가시킨후 3×3 필터를

적용하였다. 다음풀링계층을통해입력크기를줄이

고처음합성곱계층과동일한작업을다음합성곱계

층에서 수행한다. 여기서 제안된 모델에서 풀링 계층

은모두평균풀링계층을적용하였으며 stride는필터

크기와 동일하다. 그리고, 풀링 계층을 통해 특징맵의

축소되는 면적에 따라 정확도 성능에 영향을 가진다.

풀링계층을통한 다운샘플링후 Block1으로특징맵

이 입력된다. Block은 보틀넥 구조로 설계하여

point-wise 합성곱연산을통해일반적인구조보다연

산량을 줄이도록 하였다. 여기서 Block1, 2에서

× , × 합성곱계층으로나누어사용하는것이

× 합성곱 계층 하나를 사용하는 것보다 Block1

에서 11k 파라미터를 줄일 수 있으며, Block2에서

36k 파라미터를줄이는효과를가진다. 추가로, ×

합성곱계층을 × 합성곱계층으로사용하였을때
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Type Filter Size Output Size Parameters

Input - 2×1024 -

Conv 3×3×16 6×1024×16 192

Pool 4×2 2×512×16 -

Conv 3×3×32 6×512×32 4704

Pool 4×2 2×256×32

Block1

1×1×64

3×1×48,

1×3×48,

1×1×64,

2×256×64,

2×256×48,

2×256×48,

2×256×64

21,920

Block2

1×1×128

3×1×64,

1×3×64,

1×1×128,

2×256×128,

2×256×64,

2×256×64,

2×256×128

54,400

Pool 2×256 1×1×128 -

FC - 24×128 3,096

Softmax - 24 -

Output - - -

Total - - 84,312

표 1. 경량 합성곱 신경망 모델 구조 설명
Table 1. The description of proposed CNN model.

그림 3. 테스트셋을 통한 예측정확도 성능 비교
Fig. 3. Predicted performance comparison by the testset

Type Value

MaxEpochs 45

MiniBatchSize 64

InitialLearnRate 0.002

LearnRateDropPeriod 35

LearnRateDropFactor 0.05

표 2. DCNN 모의실험 설정
Table 2. The configuration of DCNN simulation.

사용되는 파라미터는 Block1에서 52k, Block2에서

167k 더 많은 파라미터를 사용하는 것을 알 수 있다.

다음 skip connection 구조를적용하여정보손실을줄

이도록 하였다. 여기서 skip connection은 배치 정규

화다음더하기연산이수행되도록하였다. 마지막풀

링계층에서 2×256 특징맵크기를 1×1으로줄여완

전 연결 계층으로 전달하였으며 완전 연결 계층에서

는 24개의클래스로출력하여 Softmax 계층으로전달

한다. 24개의 클래스는 아래와 같이 구분할 수 있다.

․Low Order Classes: OOK, BPSK, AM-SSB-SC,

AM-DSB-SC, AM-SSB-WC, AM-DSB-WC, FM

․High Order Classes: 4ASK, 8ASK, QPSK,

OQPSK, 8PSK, 16PSK, 32PSK, 16APSK, GMSK,

32APSK, 64APSK, 128APSK, 16QAM, 32QAM,

64QAM, 128QAM, 256QAM

Ⅳ. 모의실험 및 성능분석

본 논문에서 제안된 모델의 모의실험은 각 클래스

별로 4096개의 프레임을 적용하여 총 98304개의 프

레임을 사용하였으며 여기서 80%는 학습 데이터로

20%는 시험 데이터로 사용하였다. 모의실험을 위한

해석 프로그램은 Matlab 2019b를 사용하였으며 하드

웨어 장비는 CPU i5-9400F, RAM 32GByte, GPU

NVIDA RTX 2080 SUPER를 사용하였다. 모의실험

을위한설정은표 2와같으며제안된모델과성능비

교를 위하여 VGG[17], ResNet[17]와 비교하여 SNR에

따라 성능을 나타내었으며 제안한 모델이 기존의 모

델보다 적은 파라미터를 사용한 것 대비 우수한 성능

을 보였다. 그림 3은 0 – 20 dB SNR 구간에서 각

모델의 예측 정확도 성능을 나타내었으며 제안된 모

델이 다른 모델보다 전 구간에서 우수한 성능을 가지

며, SNR 0 dB에서 VGG 50.82%, ResNet 50.12%,

AMC-CNN 29.49% 그리고 제안된 모델 55.89%로

최대 26% 이상 높은 성능을 가지며, SNR 10dB에서

는 VGG 78.96%, ResNet 80.39%, AMC-CNN 60%

그리고제안된모델 91.59%로최대 31% 이상향상된

성능을 가지고, SNR 20 dB에서는 VGG 83.76%,

ResNet 82.53%, AMC-CNN 67.86% 그리고 제안된

모델 94.57%로 최대 25% 이상 성능 차이를 가진다.

여기서 AMC-CNN은 4가지 클래스를 구별하는 경량

모델로설계되었으며 24개의클래스를예측하는성능

은 다른 모델보다 전체적으로 크게 낮은 것을 볼 수
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그림 4. 풀링계층필터크기에따른예측정확도성능비교
Fig. 4. Predicted performance comparison by pooling
layer filter size

그림 5. 제안된 모델의 QAM 변조 방식 성능 비교
Fig. 5. Performance comparison among QAM by
proposed model

그림 6. 제안된 모델의 ASK/APSK 변조 방식 성능 비교
Fig. 6. Performance comparison among ASK/APSK by
proposed model

있다. 따라서 초기에 정해진 데이터셋에 따라 네트워

크를 설계하는 것이 중요함을 알 수 있다.

그림 4는 제안된 모델에서 사용된 풀링 계층의 필

터 크기를 조절하였을 때 예측 정확도를 나타내었다.

필터크기가조정된풀링계층은그림 2의 A, B지점에

위치한 풀링 계층의 필터 크기를 동시에 ×로 변

경하였을때그리고 ×로변경하였을때예측정

확도를 나타내었으며, 필터 크기가 커질수록 예측 정

확도 성능이 낮아지는 것을 결과를 통해 볼 수 있다.

이를통해풀링계층의필터크기에따라제안된모델

의 예측성능에 큰 차이를 나타내는 것을 알 수 있다.

그림 5와 6에서는예측하기어려운고차변조방식

을 주로 나타내었으며 그림 5에서는 제안된 모델을

통한 QAM 변조 방식의 예측 정확도를나타내었으며

SNR이 증가할수록 64와 256 QAM을 제외하고 성능

이 좋아짐을 볼 수 있으며 64 QAM의 경우

AM-SSB-WC 변조 방식을 주로 예측함을 통해 거짓

양성비율이높았으며, 256 QAM은 QPSK 변조방식

을 주로 예측하여 이에 대한 거짓 양성 비율이 높게

나왔다.

그림 6은 제안된 모델에서 ASK/APSK 변조 방식

의 예측 정확도를 나타내었으며 SNR이 증가할수록

전체적으로 예측성능이 향상되었으며 SNR 10 dB에

서는 128 APSK를 제외한 나머지 변조 방식은 90%

이상을 예측정확도를 가지는 것을 볼 수 있다. 낮은

SNR 영역에서 4 ASK는 8 PSK를 주로 거짓 양성으

로 예측하였으며, 8 ASK는 OQPSK, 16 APSK는 32

QAM, 32 APSK는 8 ASK, 64 APSK는 BPSK, 그리

고 AM-SSB-SC변조방식을주로거짓양성으로각각

예측하였다.

그림 7과 8에서는 SNR 10 dB와 0 dB에서전체적

인변조방식에대한직관적예측정확도분석을위하

여시각화하여나타내었으며낮은 SNR으로진행될수

록 BPSK, GMSK와 같이 일반적 변조 방식보다

ASK, APSK 등의 고차 변조 방식을 예측 정확도가

낮아지는 것을 볼 수 있다.

표 3은 각 모델의 계산복잡도 성능에 대해 나타내

었으며제안된모델에서사용된파라미터수는 84K로

다른 모델 VGG (257K), ResNet (236K) 보다 각각

67.3%, 64.4% 경량화하였으며 예측시간도 1 프레임

당 VGG 보다 47.5%, ResNet 보다 33.3% 예측시간

이 빠르며 예측 정확도 역시 더 우수함을 볼 수 있다.

추가로, AMC-CNN (27K)는 제안된 모델보다 67.8%
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그림 7. SNR 10 dB, 91.59% 예측 정확도에 대한 분류결
과표
Fig. 7. Confusion matrix for accuracy 91.59% at SNR 10
dB

그림 8. SNR 10 dB, 91.59% 예측 정확도에 대한 분류결
과표
Fig. 8. Confusion matrix for accuracy 91.59% at SNR 10
dB

Model
Number of

Parameters

Predicted Time

Consumption [ms]

VGG[17] 257K 0.1279

ResNet[17] 236K 0.1006

AMC-CNN[12] 27K 0.0485

Proposed Model 84K 0.0671

표 3. 각 모델의 복잡도 비교
Table 3. Computation complexity of each model.

적게 사용하였지만 제안된 모델보다 SNR 0 dB에서

26%, 10 dB에서 31% 매우낮은 예측정확도를가지

는 것을 볼 수 있다. 따라서, 전체적으로 제안된 모델

의 다른 모델보다 성능이 우수함을 볼 수 있다.

Ⅴ. 결론 및 향후연구

본논문에서는인지무선기술에서자동변조분류

를 수행하기 위하여 경량 합성곱 신경망 모델을 제안

하였다. 제안된 모델은 ResNet의 skip connection 구

조를 적용을 통해 vanishing gradient 문제를 최소화

하였으며, 병목 구조 형태로 설계함으로 일반적인 합

성곱 신경망 모델보다 연산량을 적게 하였다. 제안된

모델을통한특징추출을하기위해입력데이터동기

화와 정규화 그리고 고차원으로 데이터 재구성을 하

였으며, 성능평가를위하여 24개의변조방식을가지

는 데이터셋을 사용하여 기존의 심층 학습 네트워크

인 ResNet과 VGG 그리고 AMC-CNN의 정확도 성

능및예측시간을비교하였다. 모의실험을통해제안

된모델의성능이 기존의모델보다 전체 SNR 영역에

서예측정확도성능이우수한것을확인하였으며, 특

히 SNR 10 dB에서최대 31.59% 이상높은정확도를

보였다. 입력신호를예측하는시간또한, 최대 47.5%

이상 기존 모델보다 빠르게 예측하는 것을 확인하였

다. 향후 연구로는 SNR이 낮은 영역에서도 정확도를

높이기 위해 특징 추출에 기법에 대한 연구를 진행할

예정이다.
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