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사람의 동작 인식 및 기기 제어를 위한 가속도와 초음파

융합 기반 손동작 분류 기법
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요 약

IT 기술이 발전함에 따라 웨어러블 기기와 IoT(Internet of Things) 기기들이 늘어나고, 사람들에게 보편화되고

있다. 휴대성을 위해 기기들의 크기가 점점 작아지면서, 일반적인 버튼이나 터치를 이용한 기술로 제어하는 것은

점점 어려워지고 있다. 이러한 문제점을 해결하기 위해서, 사람의 동작을 인식하여 기기를 제어하는 새로운 방식

의 인터페이스에 대한 연구들이 진행되고 있다. 본 논문에서는 추가적인 센서를 사용하지 않고, 스마트폰의 마이

크와 스피커, 스마트워치에 내장되어있는 가속도계만으로 손동작을 분류하는 방법을 제시한다. 가속도 데이터와 초

음파 데이터를 융합(fusion)하여, 손동작 분류의 정확도를 높이는 방법을 제안한다. 데이터를 융합하는 연산에 따

라서 Max, Add, Concat 모델로 구분한다. 융합 모델은 한 가지의 데이터만 학습한 모델에 비해 분류 정확도가

향상되는 것을 확인하였다. 성능이 가장 높은 모델인 Concat 모델은 10가지 패턴에 대해서 90.0%의 분류 정확도

를 보이는 것을 확인하였고, 이는 가속도 데이터만 사용하여 학습한 모델보다 5.8%, 초음파 데이터만 사용한 모델

보다는 16.4% 향상된 분류 정확도이다.

Key Words : Gesture Recognition, Acceleration Data, Ultrasound Data, Fusion Model, Short-Time Fourier

Transform

ABSTRACT

As IT technology grows, wearable devices and Internet of Things devices are increasing, and they are

becoming more common for people. As devices get smaller and smaller in size for portability, it is becoming

increasingly difficult to control using general buttons or touches. To solve this problem, studies are being

conducted on a new interface that controls a device by recognizing human motion. In this paper, we present a

method of classifying hand gestures with only the microphone and speaker in the smart phone, and

accelerometer built into the smart watch without using an additional sensor. We propose a method to increase

the accuracy of hand gesture classification by fusion of acceleration data and ultrasound data. According to the
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fusion operation, it is classified into Max, Add, and Concat models. These fusion models improved

classification accuracy compared to models that train only one part of the data. The Concat model, which is

the best performing model showed 90.0% classification in 10 patterns, this classification accuracy is improved

by 5.8% compared to the model trained using only acceleration data and 16.4% compared to the model using

only ultrasound data.

Ⅰ. 서 론

IT 기술이 발전함에 따라 웨어러블 기기와

IoT(Internet of Things) 기기들이늘어나고, 사람들에

게 보편화되고 있다. 스마트폰과 더불어 웨어러블 기

기, IoT 기기 등 다양한 종류의 제품들에는 일반적으

로 버튼이나 터치 기술이 적용되고 있다. 하지만 이

기기들은 휴대성을 위해 크기가 점점 소형화되었고,

버튼이나 터치 기술은 이를 조작하는데 한계가 있기

때문에새로운인터페이스의도입이필요해졌다. 이러

한이유로음성인식이나동작인식기술에대한연구

가 활발히 이루어지고 있다.

음성인식기술은마이크를통해얻은신호를분석

하여단어나문장으로변환하는것을말한다. 이기술

을 활용한 대표적인 서비스는 음성 인식 비서 서비스

이다. Apple의 Siri[1]나 삼성의 Bixby[2], Google의

Google Assistant[3] 등다양한기업에서음성인식서

비스를 개발하고 있다. 하지만, 음성 인식 기술은 말

을할수없는상황이나소음이심하게발생하는곳에

서는 사용이 제한된다는 단점을 가지고 있다.

동작 인식 기술은 다양한 센서로부터 사람의 동작

을분석하고판단하는기술을말한다. 이기술에는카

메라와 3D 센서, 관성 측정 장치(IMU, Inertial

Measurement Unit), 초음파 신호 등이 활용된다. 카

메라와 3D 센서를이용하는기술들은시각정보를받

아들여사용자의동작을인식한다[4-9]. 이기술은센서

를 따로 거치하여 사용해야 한다는 단점이 존재한다.

관성측정장치를사용하는기술은가속도센서, 자이

로스코프, 지자기 센서 등을 사용하여 사용자의 동작

을 인식할 수 있다[10,11]. 또한, 초음파 신호를 활용해

사람의 손동작을 인식하는 연구들도 있다[12-16]. 이 연

구들은 기기의 스피커에서 초음파 신호를 발생시킨

뒤, 손에 의해 반사되는 신호를 마이크에서 받아들이

고, 그 신호를 분석하여 동작을 인식한다. 초음파 신

호가손에맞고반사될때도플러효과로인해파동의

진동수에변화가발생하는데, 이를분석하여손동작을

인식할 수 있다.

본논문에서는음성인식기술과카메라기반동작

인식 기술의 단점을 극복하기 위해 스마트워치에 내

장된 가속도 센서와 스마트폰의 초음파 신호를 활용

하여 손동작을 분류하는 시스템을 개발하였다. 10가

지 패턴에 대한 가속도 데이터와 전처리된 초음파 데

이터를 각각 CNN(Convolutional Neural Network)

모델로 학습하고 분류한다. 우리는 두 CNN 모델을

융합(fusion)하여 분류 정확도를 높이는 세 가지 방법

을 제시한다. 세 방법은 모델을 어떻게 연산하는지에

따라 Max, Add, Concat(concatenate) 모델이라고 부

른다. Max와 Add 모델은 fully connected의 결과 행

렬을 연산한 후 학습을 진행하고, Concat 모델은

CNN층을이어붙여학습한다. 가속도 데이터만학습

시킨 CNN 모델과 초음파 데이터만 학습시킨 CNN

모델의 분류 정확도는 84.2%, 73.6%이었지만, 융합

모델의 분류 정확도는 단일 모델보다 모두 향상되었

다. 특히, Concat 모델은 90.0%의 분류 정확도를 보

여 단일 모델에 비해 5.8%, 16.4% 분류 정확도가 향

상된 것을 확인할 수 있다.

본 논문의 구성은 다음과 같다. 2장에서는 손동작

분류에 대한 이전 연구와 논문에 대해 소개한다. 3장

에서는 본 논문에서 제시하는 방법에 대해 설명하고,

4장에서는 실제 실험이 이루어진 환경과모델에대한

평가를기술한다. 마지막으로, 5장에서는결론으로마

무리 짓는다.

Ⅱ. 관련 연구

이번장에서는손동작인식및분류가어떻게활용

되고 있는지 간략히 소개하고, 스마트워치에 내장된

관성 측정 장치를 활용하여 손동작을 분류하는 연구

들과 초음파 신호를 활용한 연구, 그리고 CNN 모델

을 융합하는 연구에 대해서 설명한다.

먼저, 손동작 인식 및 분류에 대한 연구 현황을 소

개한다[17]. 손동작인식및분류를위한데이터는주로

세가지유형의센서로부터얻게된다. 첫째로가속도

계와 자이로스코프 등으로 손과 손가락의 움직임을

감지하는마운트기반센서, 둘째로모바일장치에직

접 터치를 하는 멀티 터치 스크린 센서, 마지막으로
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그림 2. 데이터셋으로 사용한 패턴
Fig. 2. Pattern used as dataset

시각 기반 센서가 있다. 이러한 센서로부터 데이터를

얻은후, 학습한모델들은수화인식, 가상조작, 게임,

인간-로봇 상호작용 등에 적용되고 있다.

스마트워치 관련 연구로는, 애플 워치의 가속도 센

서만을 활용하여 손동작 패턴을 인식하는 연구가 있

다[11]. CNN 모델에 x, y, z 축의 가속도 데이터를 학

습시켜 손가락으로 그릴수 있는 10가지패턴을분류

한다. 다른 논문[10]에서는 가속도 센서와 자이로스코

프를 활용하여 몇 가지 손동작과 손가락으로 알파벳

을 그리는 동작을 분류한다.

초음파 신호를 활용한 연구에는, 스마트폰과 스마

트워치를 활용하여 미세한 손가락의 위치를 추적하는

FingerIO[12]라는연구가있다. 이연구에서는 18-20㎑

주파수 대역의 초음파 신호를 사용하고

OFDM(Orthogonal Frequency Division

Multiplexing) 방식을활용하여손가락의미세한위치

를 추적한다. LLAP[14](Low-Latency Acoustic Phase)

라는 다른 연구에서는 추가적인 디바이스 없이 스마

트폰으로만손동작을추적하는시스템을제안한다. 이

연구에서는 스마트폰에 내장된 스피커와 마이크만을

가지고 손과 손가락을 추적한다. 핵심 아이디어는 음

향위상을사용하여미세한이동방향및거리를알아

내는 것이다. LLAP는 손과 손가락의 움직임으로 발

생하는 음성 신호의 위상 변화를 측정하고 이를 거리

로 변환함으로써 위치를 파악한다. EchoTrack[13]이라

는 논문에서도 스마트폰의 스피커와 마이크를 활용해

손의 움직임을 추적한다. 이 연구에서는, 스피커에서

16-23㎑주파수대역의초음파신호를발생시키고, 마

이크에서는 손 움직임에 의해 반사되는 신호를 받아

들인다. ToF(Time of Flight) 방식을 활용하여 손과

마이크 사이의 거리를 측정하고, 지속적으로 손의 움

직임을 추적한다.

마지막으로, 다수의 CNN 모델을 구성하고, 이를

융합하여 시스템의 분류 성능을향상시키는 연구들이

있다. 그중한논문[18]에서제안하는 CNN 모델은이

미지안의사람이취하고있는행동을인식한다. 주요

한 아이디어는 GoogLeNet, VGGNet, ResNet 세

CNN 모델을 융합하여성능을 향상시키는 것이다. 각

모델에 특징층(100차원, 40차원의 fully connected와

softmax)을 추출하고 이를 이어 붙이는(concatenate)

것이다. 한 이미지에 대해서 개별적인 모델

(GoogLeNet, VGGNet, ResNet)만 사용했을 때 보다

두 가지 모델을 융합했을 때 정확도가 더 높았으며,

세가지모델을전부융합했을때가장높은정확도를

보인다. 또 다른 논문[19]에서는 스마트폰과 스마트워

치에서 수집한 데이터셋을 CNN 모델에 학습시킨다.

학습시킬 때 어느 단계에서 모델을 융합하는지에 따

라 데이터 단계의 융합(data-level fusion), 특징 단계

의 융합(feature-level fusion), 결정 단계의 융합

(decision-level fusion) 세 가지 방법으로 분류된다.

이 논문에서도 융합 방법을 사용했을 때 모델의 정확

도가 향상되었다.

Ⅲ. 가속도와 초음파 기반 손동작 분류 방법

그림 1은우리의시스템을간단하게도식화한그림

이다. 시스템은 크게 데이터 수집, 데이터 전처리, 모

델 학습, 융합(fusion)으로 구성된다. 먼저, 우리는 스

마트폰과 스마트워치에서 우리가 개발한 어플리케이

션으로 데이터를 수집한다. 수집한 데이터 중 초음파

데이터에 STFT(Short-Time Fourier Transform)를 적

용한다. 그 다음, 서버에서는 제안하는 CNN 모델에

데이터를 학습시키고, 이를 융합한다.

그림 1. 제안하는 모델의 시스템 개요
Fig. 1. System overview of proposed model

3.1 데이터 수집
우리는 2차원에서 그릴 수 있는 임의의 10가지 패

턴에 대해 데이터를 수집했다. 그림 2는 가로와 세로

가 각각 3개로 이루어진 9개의 기준점에서 만들어질

수 있는 10가지의 2차원 패턴을 도식화한 것이다. 모

든 패턴은 좌측 상단 점에서 시작하여 화살표의 경로
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(a)

(b)

그림 3. (a) P1의 가속도 그래프; (b) P7의 가속도 그래프
Fig. 3. (a) P1 acceleration graph; (b) P7 acceleration
graph

를 따라 진행되다가 화살표가 가리키는 점에서 끝난

다. 스마트폰은화면이보이도록평평한책상위에올

려두고, 스마트폰 화면에서 약 1cm 위에서 스마트워

치를 착용한 손으로 동작을 취함으로써 데이터를 수

집했다.

학습에 사용할 데이터는 가속도 데이터와 초음파

데이터두종류이다. 가속도데이터는스마트워치에서

수집되고, 초음파데이터는스마트폰의마이크에서단

일주파수초음파를녹음한것이다. 두기기에서데이

터를 측정하기 위해서 우리가 직접 개발한 어플리케

이션을 사용했다.

3.1.1 가속도 데이터

스마트폰 어플리케이션에서 데이터 수집을 시작하

면 스마트워치의 가속도계가 활성화되어 가속도 데이

터를 저장한다. 하나의 패턴은 10초 안에 한 번 수행

된다. 가속도계의 샘플링 속도는 10㎐ 로 x, y, z 세

축에 대해 각 100개씩 데이터가 수집되어 한 패턴에

총 300개의 데이터가 존재한다.

그림 3은두가지손동작패턴에대해서가속도데

이터를 그래프로 그린 것이다. 그림 3(a)는 방향 전환

이한번있는 P1의손동작에서, 그림 3(b)는방향전

환이 여섯 번 있는 P7의 손동작에서 얻은 데이터 그

래프이다.

3.1.2 초음파 데이터

스마트워치에서 가속도 데이터를 수집하는 동안,

스마트폰에서는 소리 신호를 수집한다. 어플리케이션

은 스마트폰의 스피커에서 20㎑의 단일 주파수 초음

파를 발생시킨다. 마이크에서는 손에 맞고 반사되는

신호를수집한다. 마이크도가속도계와마찬가지로 10

초동안활성화되어데이터를수집한다. 이신호의샘

플링 속도는 44.1㎑이다.

마이크에서녹음되는반사된신호는도플러효과로

인해 손에 맞고 반사되는 동안 파동과 진동수에 변화

가 생기기 때문에 패턴마다 특징이 존재한다. 그림 4

는 그림 3에서 가속도 데이터 그래프를 그렸던 패턴

에대해소리신호의진폭을비교한그림이다. 하지만

아무런 처리도 하지 않은 신호에서 사람의 눈으로 각

손동작의특징을알아보는것은쉽지않다. 그렇기때

문에이 신호를 전처리하여 20㎑ 대역의 초음파데이

터를 자세히 분석한다.

(a)

(b)

그림 4. (a) P1의 신호 진폭 그래프; (b) P7의 신호 진폭
그래프
Fig. 4. (a) P1 signal amplitude graph; (b) P7 signal
amplitude graph
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(a)

(b)

그림 5. (a) P1의 STFT 스펙트로그램; (b) P7의 STFT 스
펙트로그램
Fig. 5. (a) P1 STFT spectrogram; (b) P7 STFT
spectrogram

그림 6. 가속도 모델의 구조
Fig. 6. Structure of Acceleration model

3.2 STFT(Short-Time Fourier Transform)
우리는 초음파 데이터를 시간 영역과 주파수 영역

에서분석하기위해 STFT 과정을거친다. STFT는데

이터를 여러 조각(window)으로 나눈 후 Fourier

Transform을 적용하여, 시간 정보의 손실 없이 주파

수를 분석할 수 있는 방법이다. STFT의 결과는 x 축

은시간축, y 축은주파수축으로그래프가그려지게

되고 해당 영역의 값이 색깔로 표시되는 3차원 데이

터이다. 그림 5는 그림 4의 신호를 STFT한 후 20㎑

근처만 잘라낸 그래프이다. 그림 5(a)는 20㎑를 중심

으로 4번정도의색깔 변화가있는 반면, 그림 5(b)는

색깔 변화가 10번 이상 존재한다. 이처럼 STFT를 하

면, 전처리하지않은초음파데이터에비해서패턴간

의 차이를 확연하게 볼 수 있다. 모델을 학습시킬 때

에는 가속도 데이터와 더불어 STFT를 거친 초음파

데이터를 학습시킨다.

초음파데이터는 한동작당 44.1㎑의샘플링속도

로 10초 간 녹음됐기 때문에, 441,000개의 데이터가

있는데, 이 데이터에 STFT를 적용하면 4,990개의 데

이터를 얻을 수 있다. STFT의 자세한 사항은 다음과

같다. 윈도우사이즈는 17,000, 오버랩은윈도우사이

즈의 95%인 16,150, 주파수해상도는 4,096로설정했

다. 주파수는 10.77㎐ 간격으로 나뉘는데, 관심 영역

인 20㎑ 근처의 10개의 주파수 영역, 구체적으로

19.951-20.047㎑ 대역을 사용하였다. 17,000의 윈도

우사이즈와 10.77㎐로둘러싸인한영역당 499개의

데이터가 존재하므로, 10개 영역에 대해서는 4,990개

의 데이터가 존재한다.

3.3 모델 학습
본논문에서는가속도데이터를학습시키는모델을

가속도 모델, 초음파 데이터를 학습시키는 모델을 초

음파 모델이라고 부른다. 가속도 모델은 가속도 데이

터의크기를입력으로, 초음파모델은 STFT된초음파

데이터의 크기를 입력으로 하는 CNN 모델이다. 두

모델은 각 모델에 해당하는 데이터가 입력됐을 때,

CNN 모델을거치면서 10개의패턴에대한확률을계

산하고, 그중 확률이 가장 높은 패턴을 출력함으로써

학습을 진행한다.

가속도모델구조는그림 6과같다. 모델은크게입

력층, CNN층, fully connected, softmax로 구성되어

있다. 입력층에서는 3×100개의 데이터를 읽어온다.

CNN층에서는 feature map을 두 배씩 늘리는

convolution layer와 데이터의 사이즈를 반으로 줄이

는 pooling layer로 이루어져 있다. Convolution layer

와 pooling layer는총 6쌍이존재하며, 이외에도과적

합을 방지하기 위한 drop out을 추가하였다. Fully

connected에서는 CNN층의출력을전부연결한다. 그

다음 softmax 함수를 거쳐총 10가지의동작 중하나

를예측한다. Softmax 함수의결과값중가장큰값을

가지는항목을이모델의예측결과이다. 이모델에서

사용한, 활성화 함수는 ReLU, 비용 함수는 cross

entropy, 최적화기는 Adam이다.
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그림 7. 초음파 모델의 구조
Fig. 7. Structure of Ultrasound model

그림 8. Max와 Add 모델의 구조
Fig. 8. Structure of Max and Add model

그림 9. Concat 모델의 구조
Fig. 9. Structure of Concat model

초음파 모델도 가속도 모델과 구조가 비슷하다. 모

델구조는그림 7과같다. 데이터가 10개의영역에대

해서 499개씩존재하기때문에, 입력층에서는 10×499

개의데이터를읽어온다. Convolution layer와 pooling

layer는 가속도 모델보다 3쌍 많은 9쌍이 존재한다.

이 모델에서 사용한 활성화 함수, 비용 함수, 최적화

기는 모두 가속도 모델과 같다.

3.4 모델 융합 방법
본 논문에서는 위에서 설명한 두 개의 단일 모델

(가속도 모델, 초음파 모델)을 세 가지 방법으로 융합

하여 손동작을 분류하는 모델을 제시한다. 우리가 제

시하는 융합 방법은 가속도 모델과 초음파 모델을 연

산하는 방법에 따라 Max, Add, Concat 모델로 구분

한다. 세 방법은 fully connected와 CNN층을 어떻게

연산하는지에따라나뉜다. 두 fully connected의결과

값 중 더 큰 값으로 새로운 행렬을 만들어 학습하는

Max 모델, 두 fully connected의 결과값을 더한 값으

로학습하는 Add 모델, 마지막으로두모델의 CNN층

의 출력을 이어붙인 후 fully connected와 softmax를

거치는 Concat(concatenate) 모델을 제안한다. 융합

모델을학습및평가할때에는한동작에대해서가속

도데이터는가속도모델에, STFT된초음파데이터는

초음파 모델에 입력한 다음, 각 융합 방법에 따라서

예측값을 계산하고 그 결과로 패턴을 예측한다.

Max 모델은 한 동작에 대한 가속도 모델의 fully

connected의 결과 행렬과 초음파 모델의 fully

connected의 결과 행렬 중 각 손동작에 해당하는 두

개의 결과값 중 더 큰 값으로 크기가 10인 새로운 행

렬을 만든다. Max 연산에 대한 식은 식 (1)과 같다.

연산의결과행렬인 Fmax에 softmax한출력이 Max 모

델의 결과가 된다.

Fmax = max{Faccel, Fsound} (1)

Add 모델도 Max 모델과 유사한 방식으로 학습이

진행된다. Add 연산에대한식은식 (2)와같다. 한동

작에 대한 가속도 모델의 fully connected의 결과 행

렬과 초음파 모델의 fully connected의 결과 행렬의

각요소를더해서크기가 10인새로운행렬을만든다.

식 (1)과마찬가지로, 새로운행렬인 Fadd에서 softmax

한 출력이 Add 모델의 결과이다. 그림 8은 Max와

Add 모델의 모델 융합 방법을 도식화한 그림이다.

Fadd = Faccel + Fsound (2)

Concat 모델은 Max, Add 모델과는 학습 방법에

차이가 있다. Max, Add 모델이 fully connected의 출

력 단계에서 연산했던 것과 다르게, Concat 모델은

CNN층을연산한다. 가속도, 초음파모델의 CNN층을

이어 붙여서 학습을 진행한다. 식 (3)은 Concat 모델

의 연산을 수식으로 나타낸 것이다. H는 각 모델의

CNN층을거친결과이다. 그림 9는 Concat 모델의모

델 융합 방법을 도식화한 그림이다.
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Pattern
Number of

Acceleration Data

Number of

Sound Data

P1 50 50

P2 50 50

표 1. 모델 학습에 사용한 데이터 개수
Table 1. Number of the used to train models

P3 50 50

P4 50 50

P5 50 50

P6 50 50

P7 50 50

P8 50 50

P9 50 50

P10 50 50

Total 500 500

Single models Fusion models

Accel Sound Max Add Concat

Precision 84.3% 74.8% 87.5% 87.9% 90.3%

Recall 83.6% 74.9% 87.0% 87.6% 90.0%

F1-score 82.9% 72.6% 86.7% 87.1% 89.7%

Accuracy 84.2% 73.6% 87.0% 87.4% 90.0%

표 2. 각 모델의 성능 비교
Table 2. The performance comparison of each model

Hconcat = concat[Haccel, Hsound] (3)

Ⅳ. 성능 평가

4.1 실험 환경
데이터를수집하는방법으로는우리가제안하는어

플리케이션을사용하였다. 데이터수집에활용된기기

들은 iPhone 8과 Apple Watch Series 3이다. 수집을

위한 어플리케이션 개발은 Xcode 환경에서 Swift 언

어로 작성되었다.

데이터수집은소음이적은사무실에서이루어졌으

며, 그림 10처럼스마트폰은평평한책상위에위치하

였고, 스마트워치는 동작을 수행하는 손에 착용하였

다. 데이터 수집을 완료한 후, 초음파 데이터는

MATLAB R2019b 버전에서 STFT 과정을 거쳤다.

그후두 종류의 데이터를 GPU 서버에서 두가지 단

일 모델과 세 가지 융합 모델에 학습시켰다. GPU 서

버의 사양은 TITAN XP이다.

그림 10. 데이터 수집 환경
Fig. 10. Data collection environment

4.2 데이터셋
한 패턴에 대해서 50회 씩 손동작을 수행하여 총

가속도데이터 500개, 초음파데이터 500개를얻었다.

학습할때는, 동시에수집한한쌍의가속도데이터와

초음파데이터를같이사용한다. 각패턴당데이터의

개수는 표 1과 같다.

4.3 모델 평가
본 논문에서는 모델의 성능에 대한 신뢰도를 높이

기 위하여 k-fold cross validation 기법을 사용했다.

이 기법은 데이터의 수가 적을 때 데이터셋을 k개로

나눈 후 k번 반복 학습하여 성능 평가에 대한 신뢰도

를높이는방법이다. 우리는 5-fold cross validation을

활용하여 평가에 대한 신뢰도를 높였다.

수집한 한 쌍의 데이터 중, 가속도 모델을 평가할

땐 가속도 데이터만, 초음파 모델을 평가할 땐 STFT

된초음파데이터만사용했고, 융합모델을평가할땐

두 데이터를 같이 사용하여 평가를 진행했다.

본 논문에서는 precision, recall, F1-score,

accuracy 등 다양한 평가지표를 활용하여 모델을 평

가하였다. 그 결과는 표 2와 같다. 한 모델에 대해서

각성능평가지표의값은 1-2% 정도밖에차이가나지

않았지만, 모델 간의 차이는 눈여겨볼만 하다. 한 종

류의 데이터만 학습하는 가속도 모델과 초음파 모델

보다본논문에서제시하는세가지융합모델들의성

능이더좋은것을확인할 수있다. 그중에서도 fully

connected의 결과를 연산하는 Max와 Add 모델보다

CNN층을이어붙여서학습한 Concat 모델이더좋은

성능을 보여준다. 분류 정확도가 각각 84.2%, 73.6%

인 가속도, 초음파 모델에 비해서, Concat 모델의 분

류정확도는 90.0%로각모델보다 5.8%, 16.4% 성능

이 향상되었다.

우리는 각 클래스 별 정확도를 구체적으로 알아보
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그림 13. 제안하는 Concat 모델의 confusion matrix
Fig. 13. Confusion matrix of proposed Concat model

그림 14. 각 패턴에 대한 다섯 가지 모델의 분류 정확도
Fig. 14. Classification accuracy of five models for each
pattern

그림 11. 가속도 모델의 confusion matrix
Fig. 11. Confusion matrix of Acceleration model

그림 12. 초음파 모델의 confusion matrix
Fig. 12. Confusion matrix of Ultrasound model

기위해 confusion matrix를작성해보았다. 그림 11과

12는 각각 가속도 모델과 초음파 모델의 confusion

matrix를 작성한 것이고, 그림 13은 우리가 제안하는

모델중 Concat 모델의 confusion matrix를작성한것

이다. 그림 11, 12에서 볼 수 있듯이, 가속도 모델과

초음파 모델의 정확도가 높은 클래스는 차이가 있다.

가속도 모델은 P6, P7, P9에서 비교적 정확도가 떨어

졌고, 초음파 모델은 P4, P5, P8에서 그러하다. 이로

써 모델의 분류 정확도가 비슷하더라도 클래스 별 정

확도는 큰 차이가 있음을 알 수 있다.

그림 14는본논문에서사용했던 10가지손동작패

턴에 대해서 다섯 가지 모델의 분류 정확도를 그래프

로 그린 것이다. Confusion matrix에서 확인할 수 있

듯이, 가속도모델에서분류가잘되는패턴과초음파

모델에서분류가잘되는패턴이구분된다. 그림 14에

서는 거의 모든 패턴에 대해서 융합 모델이 단일 모

델에 비해서 성능이 향상되었다는 것을 확인할 수 있

다. 특히, Concat 모델이 가장큰폭으로 성능이향상

되었다.

Ⅴ. 결 론

본논문에서는손동작을인식할수있는여러방법

중 가속도 데이터와 초음파 데이터를 같이 사용하여

손동작을 분류하는 방법을 제안하였다. 이 방법은 스

마트워치에서는 가속도계만 사용하고, 스마트폰에서

는 마이크와 스피커만 사용하기 때문에 추가적인 센

서없이내장되어있는센서들로구현이가능하다. 우

리는 손동작을 수행하는 동안 스마트워치에서 가속도

데이터를, 스마트폰에서 초음파 데이터를 수집하였고,

초음파 데이터는 STFT를 거쳐 각각의 CNN 모델에

학습시켰다. 가속도 데이터만 학습한 가속도 모델은

84.2%, STFT된초음파데이터만학습한초음파모델

은 73.6%의손동작 분류정확도를 보였다. 우리는 두

모델을 상호보완하기 위해 모델을 융합하는 세 가지
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방법을제시하였다. 융합하는방법에따라 Max, Add,

Concat로 분류하였고, 10가지 패턴에 대해 성능을 비

교해보았을 때 하나의 데이터만 학습한 단일 모델보

다 융합 모델의 성능이 더 좋았다. 그 중에서도

Concat 모델의성능이가장향상되었는데, 가속도모

델보다 5.8%, 초음파모델보다 16.4% 높은분류정확

도를 보였다. 추가적으로, 두 단일 모델의 confusion

matrix를 비교해보면 클래스별 정확도의 양상이 다른

것을 알 수 있는데, Concat 모델의 confusion matrix

를 보면 두 모델이 적절하게 상호보완됐다는 것을 확

인할 수 있다.
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