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5G 스몰셀 네트워크에서 기계 학습을 이용한 무선 환경

학습 및 오프로딩 기법
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for 5G Small Cell Network
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요 약

밀리미터파의 경우 주파수 대역이 높기 때문에 감쇠가 심해 좁은 영역에서만 통신이 가능하다. 스몰 셀 기술은

무선 통신 기기가 증가함에 따라 여러 개의 소형 기지국을 작은 영역으로 나누어 설치하는 기술인데, 스몰 셀 기

술은 5G 네트워크에서 밀리미터파 대역 지원에 필수적인 기술로 알려져 있다. 그러나 스몰 셀 기술은 통신 영역

이 좁고 다수의 요청을 한 번에 처리하기 어렵다. 특히, 스몰 셀에서 통신이 폭발적으로 증가할 경우 인근 스몰

셀 기지국이나 매크로 셀 기지국에서 처리해줘야 한다. 본 논문에서는 셀룰러 네트워크 환경에서 기계 학습을 이

용한 각 셀 간 오프로딩 기법을 제안한다.
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ABSTRACT

In the case of millimeter wave, because the frequency band is high, the attenuation is severe so

communication is possible only in a small area. Small cell technology is to install several small base stations

by dividing them into small areas due to the increase in wireless communication devices. This small cell

technology is known as an essential technology for supporting the millimeter wave band in a 5G network.

However, small cells have a narrow range of communication areas and are difficult to handle a large number

of requests. In particular, when communication explosively increases in a small cell, there is a problem that a

offloading needs to be made to a nearby small cell base station or a macro cell base station. In this paper, to

optimize the offloading, we propose the offloading algorithm through machine learning among each cell.

Ⅰ. 서 론

5G 통신 기술의 발전으로 무선 통신의 수는 기하

급수적으로 증가하였고 높은 속도의 데이터 속도를

요구하기 시작하였다. 많은 데이터 요청을 처리하고

데이터 속도를 증가시키기 위해 다양한 기술들이 개

발되었다. 특히, 5G는현재상용화된 Sub-6GHz 대역

뿐 아니라 매우 높은 주파수 대역인 28GHz~300GHz
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그림 1. 네트워크 구조
Fig. 1. Network Structure

인 밀리미터파 대역을 사용하는 두 가지 기지국으로

나뉘어 졌다.[1]

5G에서 사용되는 전자기파는 높은 주파수 대역을

사용하고 있어 파장이 짧기 때문에 비교적 회절 현상

이 약해 신호를 멀리 보내기는 힘들지만 주파수가 증

가할수록 높은 데이터 속도와 직진성을 가져 특정 방

향으로 데이터를 보내는데 유리하다. 하지만, 장애물

에 따른 감쇠 현상으로 인해 전파가 통과하지 못하는

경향이 있어 밀리미터파 대역은 작은 영역의 통신만

가능하다. 하지만, 5G 네트워크의 발전에서 밀리미터

파 대역의 지원은 반드시 필요하기 때문에 밀리미터

파대역을사용하는기지국은스몰셀기술과함께사

용된다.

스몰 셀 기술은 점차 증가하는 무선 매체 사용자

및장애물에따라기존의넓은통신영역을갖던하나

의셀을작은영역으로나누는기술이다. 하나의매크

로 셀에는 여러 개의 스몰 셀이 존재할 수 있으며 사

용자는 매크로 셀 기지국이나 스몰 셀 기지국(SBS:

Small cell Base Station)을 선택하여 통신할 수 있다.

이기술은본래많은양의통신이발생하는구역에두

어 데이터를 오프로딩 하기 위해 등장하였다. 또한,

5G 네트워크가 도입되면서 매크로 셀 기지국(MBS:

Macro cell Base Station)은 Sub-6GHz 대역을 사용

하고 스몰 셀 기지국은 밀리미터파 대역을 사용하는

기본적인 5G 네트워크 구조가 되었다. 하지만, 스몰

셀 기지국은 비교적 낮은 파워와 설치 및 유지 비용

등의 이유로 한 번에 많은 양의 요청을 처리할 수는

없다. 높은 데이터 속도를 요구하는 5G 사용자는 밀

리미터파 대역을 이용하면서 가까운 스몰 셀 기지국

에게요청을보내지만스몰셀이전부처리할수없는

상태가 발생할 수 있다.

이러한문제점을해결하기위해기존의방법에서는

스몰셀기지국에많은양의요청이들어오면요청사

용자와 매크로 셀 기지국과의 거리를 고려하여 최적

의 기지국에 할당하는 알고리즘을 제안하였다.[2]

하지만, 거리만 고려할 경우 사용자마다의 지연 민

감성, 자원 요청과 같은 다양한 요구사항이 무시되어

다양한 QoS를 보장해야 하는 5G 네트워크에서 효율

적이지 못하다는 문제점이 생긴다. 이러한 문제점을

해결하기 위해 본 논문에서는 기계 학습을 활용하여

통신 환경을 학습하고 스몰 셀 기지국에서 다양한 요

구사항을 갖는 사용자 중 매크로 셀 기지국에서 처리

하는 것이 더 효율적인 사용자의 경우에는 오프로딩

할수있도록한다. 제안하는오프로딩알고리즘은다

음과 같다.

먼저, 매크로 셀 기지국에서 주기적으로 스몰 셀을

관찰하면서 스몰 셀 내부의 사용자들의 다양한 사용

자 정보를 수집한다.

매크로 셀 기지국에서 수집한 다양한 정보로는 사

용자의 위치, 매크로 셀 기지국과의 거리, 요청 지연

정도, 요청패킷크기, 통신성공여부등과같은정보

이며, 이다양한정보를토대로기계학습을활용하여

사용자와의 채널 상태를 학습하고 매크로 셀 기지국

과의 통신에 있어 가장 최적인 사용자를 선택하여 데

이터 오프로딩 여부를 결정한다.

마지막으로, 본 논문에서 제안한 다양한 정보를 모

두 학습하여 데이터 오프로딩 여부를 결정한 기법과

기존의 거리만 가지고 데이터 오프로딩 여부를 결정

한 기법을 비교하여 본 논문에서 제안한 기법이 오프

로딩을 통해 효율적으로 자원을 활용할 수 있었음을

보여준다.

Ⅱ. 본 론

본 장에서는 우리가 제안하는 네트워크의 구조와

사용자 분류를 위해 사용한 데이터 마이닝 기법과 기

준을 소개 후 이를 기반으로 데이터 오프로딩 여부를

결정하는 기준을 소개한다.

2.1 네트워크 구조
본 논문에서 고려하는 네트워크 구조는 그림 1과

같다. 하나의 매크로 셀 기지국(MBS)과 M개의 스몰

셀기지국(SBS), 그리고 N명의사용자가각자임의로

배치되어 있다.

매크로 셀 기지국에서는 주기적으로 스몰 셀 기지

국으로부터 사용자들의 위치, 요청 패턴, 요청 패킷

크기, 요청 지연, 요구 처리량(Throughput) 등 다양한

정보를수집한다. 수집한정보를토대로매크로셀기

지국에서는 기계 학습을 통해 사용자와 매크로 셀 기
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지국과의 통신 적합성 기준으로 데이터 오프로딩 여

부를 결정한다.

네트워크의 무선 채널은 경로 손실(Path Loss)을

고려한다. 특히, 몇몇의 장소에는 장애물이 있어서 각

기지국과사용자간의경로손실이더욱심해진다. 경

로 손실이 심하면 사용자는 제대로 패킷을 받지 못하

고 재요청이 발생하여 전체 네트워크 성능이 떨어질

수 있다.

장애물이없는상태를 LOS(Line Of Sight), 장애물

이있는상태를 NLOS(Non Line Of Sight)라고하며

각각의 경로 손실은 다음과 같이 정의한다.[3]

    log   log  (1)

   log   log 
  

(2)

여기서, 는 3차원 상의 기지국과 사용자간의 거

리이다. 는 각 기지국이 사용하는 중심 주파수이다.

는 사용자의 높이이다.

각 기지국들은 정확한 네트워크의 상황과 특정 위

치에 장애물이 있는지 알 수 없다. 네트워크 상황과

장애물 유무 등을 파악하기 위해서는 이전의 통신 결

과를통해서학습해야한다. 수집한데이터를기계학

습을 이용하여 학습한 후 사용자 요청이 들어오면 어

느기지국이처리하는것이가장좋은지결정한다. 다

음 절에서는 다양한 QoS를 가진 사용자들의 통신 결

과를 학습하는 기계 학습 기법을 소개한다.

2.2 기계 학습 및 학습 모델
본 절에서는 매크로 셀 기지국에서 데이터 오프로

딩을 결정하기 위해 사용하는 기술인 기계 학습에 대

하여 설명하고 사용한 기법을 소개한다.

기계학습이란인공지능의한분야이며컴퓨터가처

리하는 알고리즘을 만드는 것이 아닌 컴퓨터 스스로

가 학습하여 데이터를 처리할 수 있게 학습하는 알고

리즘을 만드는 이론이다. 기계 학습은 지도

(Supervised) 학습과 비지도(Unsupervised) 학습으로

나뉜다.

지도 학습은 입력 데이터와 쌍으로 이루어진 정답

들이 있어 학습 모델에게 정답을 보여주면서 모델이

입력 데이터에 대해 올바르게 판단할 수 있도록 알려

주는 학습 방법이다. 지도 학습으로 풀어낼 수 있는

문제중분류문제는입력데이터가어떤그룹에속하

는지 분류하는 문제이다. 본 논문에서는 데이터 오프

로딩 여부를 지도 학습의 분류 문제로 정의하여 풀어

냈다.

2.2.1 의사 결정 트리(Decision Tree)

의사결정트리는트리기반학습모델로예/아니오

질문을이어가며학습하는 모델이다.[4] 그림 2는의사

결정 트리의 구조 및 예시를 나타내고 있는데, 이와

같이 특정 기준에 따라 데이터를 구분하는 모델을 결

정트리모델이라고한다. 결정트리모델에서는어떤

기준으로 노드를 놓아야하는지와 어떤노드를 루트에

놓아야하는지가 중요한데 이것들을 효율적으로 배치

하기위해정보획득량(Information gain)을사용한다.

하지만 의사 결정 트리의 경우 트레이닝 데이터에

약간의 차이만 발생해도 트리의 모양이 많이 달라질

수있다. 이것은모델이입력데이터에매우민감하다

는 것을 의미한다. 따라서 과적합(Overfitting)에 매우

취약하다.

그림 2. 의사 결정 트리의 구조 및 예시
Fig. 2. Structure and example of Decision Tree

2.2.2 Random Forest

Random Forest는 대표적인 Bagging 앙상블 기반

모델로, 하나로 과적합을 방지하기 위해 최적의 기준

변수를랜덤선택하는 Breiman이제안한머신러닝기

법이다.[5] Random Forest 모델은먼저데이터셋을서

로 교집합이 존재하는 n개의 서브셋으로 나누어 n개

의 결정 트리 모델에 각각 학습시킨 후, 과반수 투표

(Majority voting) 알고리즘을 이용해 최종적인 답을

내는알고리즘이다. 단일의사결정트리에비해결측

치(Missing value)를다루기쉬우며대용량데이터처

리에효과적이다. 또한, 과적합을 회피하여 모델정확

도를향상시킨다. 그림 3은 Random Forest의구조및

동작 방식을 보여준다.

데이터셋을먼저앙상블할모델의개수로나누고,

각 모델에 나눠진 데이터 셋을 학습시킨다. 그 후 모
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그림 4. Boosting 기법의 동작 방식
Fig. 4. Operation method of Boosting scheme

그림 3. Random Forest의 구조 및 동작 방식
Fig. 3. Structure and operation method of Random Forest

델들의 과반수 투표 알고리즘을 통해 최종 예측 결과

를 내는 기법이다.

2.2.3 XGBoost(EXtreme Gradient Boosting)

XGBoost는 앙상블 기법 중 Boosting 계열에 속하

는 알고리즘이다.[6] Boosting 기법은 약한 모델을 순

차적으로 생성하여 결과를 예측하는 기법으로, 이전

단계의 모델이 잘못 예측한 데이터를 다음 단계의 모

델이 강하게 학습해서 순차적으로 생성된 모델들의

결과를 취합해서 최종 결과를 내는 기법이다. 그 중

Gradient Boosting 알고리즘은 경사 하강법(Gradient

Descent)을이용해 loss 함수값을최소화하여파라미

터를 최적화하는 방법인데, XGBoost는 Gradient

Boosting 알고리즘을 분산 환경에서도 실행할 수 있

도록 구현해놓은 라이브러리이다. 기본적인 Gradient

Boosting에 비해 속도가 빠르고, 과적합 방지가 가능

한규제(Regularization)가포함되어있다. 또한, Early

stopping을 제공해 과적합을 방지하면서 학습 시간을

줄일수있다. 그림 4는 Boosting 기법의동작방식을

보여준다.

먼저데이터셋을나누고모델에넣어결과를보고

틀린 데이터의 가중치를 세게 하고 다음 모델이 학습

할 데이터 셋에 포함시켜 틀린 데이터에 대해 더 잘

학습할 수있도록한다. 이와 같은과정을 여러번거

쳐 각 모델들에 대한 예측 값들에 각 모델 별 가중치

를 곱해 최종 결과를 내는 방식이다.

2.2.4 LightGBM(Light Gradient Boosting)

LightGBM은 Boosting 계열에 속하는 알고리즘으

로 앙상블 동작 방식은 기존의 Boosting 앙상블 기법

들과 동일하다.[7] 이전에 XGBoost와 같은 GBDT

(Gradient Boosting Decision Tree)의 구현체들이 있

지만 효율성과 확장성 면에서 차원이 높거나 데이터

크기가 클 경우 여전히 만족스럽지 못한 결과를 보이

는 경향이 있다. 또한, 데이터의 각 특징이 가능한 모

든분할지점의정보획득량을추정하기위해모든데

이터를 탐색해야 되기 때문에 비교적 시간이 오래 걸

린다. 이러한문제를해결하기위해 LightGBM에서는

GOSS(Gradient-Based One-Side Sampling)과 EFB

(Exclusive Feature Bundling)을 제시하였다.

GOSS는 작은 기울기를 가진 데이터의 상당 부분

을 제외하고, 나머지 부분만을 이용하여 정보 획득량

을추정하는 알고리즘이다. LightGBM은 GOSS를통

해 훨씬 더 작은 데이터 크기를 가지고 정확한 정보

획득량을 얻을 수 있다.

EFB는 특징의 개수를 감소시키기 위해 상호 배타

적 특징을 묶는 기법이다. GBDT 모델에서는 feature

scanning 알고리즘에서 feature histogram을구축하는

데, EFB를 통해 특징 묶음을 만들어 같은 방법으로

bundle histogram을 구축한다. 이 때, histogram 구축

복잡성은데이터의수를  , 특징의수를 , 묶음의

수를 라고할때, ×에서 ×로변

경되어 기존의 GBDT 모델들보다 연산 양이 훨씬 줄

어들게 된다.

또한 기존의 GBDT들은 트리를 구성할 때 균형을

우선하여 트리를 구성하였다. 그림 5에서 GBDT와

LightGBM의 트리 구성 과정을 통해 차이점을 보인

다. 기존의 GBDT에서사용하는균형우선트리는트

리의 깊이가 줄어드나 균형을 잡기 위한 연산이 추가

된다는 단점이 있다. 하지만 LightGBM은 리프 노드

를 지속적으로 분할하면서 트리를 구성해간다. 이와

같은 방법은 비대칭적이고 깊은 트리가 생성되지만

같은리프노드를생성할때균형우선트리보다손실

을 줄일 수 있다는 장점이 있다.

LightGBM은 비대칭적인 트리를 생성하면서도 학

습의 정확도에 영향을 끼치지 않는 새로운 방식을 찾

아냄으로써 균형을 맞추는데 필요한 시간을 줄였다.
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그림 5. GBDT와 LightGBM의 트리 구성 방식
Fig. 5. Tree origanization method of GBDT and
LightGBM

따라서 LightGBM은대용량의데이터처리가가능

하며, 대용량의데이터를 처리하면서도기존의 GBDT

기법들에비해속도가매우빠르다. 또한, 다른모델들

보다 적은 메모리를 사용한다는 장점을 가지고 있다.

2.2.5 기계 학습의 필요성

본 논문에서는 기계 학습을 이용하여 사용자의 위

치, 요청지연, 요청패킷크기등의다양한정보를학

습하여사용자의요구처리량및 PRB 수에따라모델

이 기지국을 선택하는 기법을 제안한다.

고정적인알고리즘의경우실제필드에서사용자가

어떤 환경에 있는지 고려하지 않고 기지국의 입장에

서만 판단하여 오프로딩 한다. 중간에 장애물이 없거

나주변간섭이없다면좋은결과를나타낼수도있지

만 사용자와 기지국 간 장애물이 있거나 간섭이 있다

면 좋은 결과를 얻기 힘들다. 따라서 본 논문에서는

기지국이 실제로 사용자와 통신한 결과를 기반으로

모델을 학습시켜 매크로 셀 기지국이 주변 환경을 알

게 하여 해당 통신 환경 내 최대한의 결과를 얻을 수

있도록 한다.

본논문에서는빠른무선환경내에서제한된리소

스를 활용해 실시간으로 데이터 처리가 필요하기 때

문에 빠르면서도 자원을 적게 사용하는 LightGBM이

적합하다고 판단하였으며, 3장에서 실험을 통해

LightGBM이 적합한지 확인할 수 있었다.

2.3 데이터 오프로딩 여부 결정
본 논문에서는 매크로 셀 기지국에서 기계 학습을

이용하여 데이터 오프로딩 여부 결정을 위해 사용자

의 매크로 셀 기지국과의 거리, 지연 민감도, 요청 패

킷 크기 정보 등을 수집한다. 또한, 수집한 데이터에

따라 사용자에게 필요한 처리량을 계산하는 방법을

정의한다. 이처리량에따라스몰셀기지국과매크로

셀 기지국이 필요한 무선 PRB(Physical Resource

Block)의 수를 계산하고, 사용자가 필요한 처리량을

높게만족하면서 적은 수의 PRB를사용할수 있게끔

데이터 오프로딩을 결정하는 것이 본 논문이 제안하

는 기법이다.

5G에서 사용자  ∈   … 의 비트 크기와
지연, 그리고 처리량의 관계는 다음과 같다.

 


(3)

여기서, 는 사용자의 요구 지연을 의미하고, 는

사용자가 요구하는 패킷의 크기를 의미한다. 그리고

는기지국에서지원할수있는사용자 의처리량으

로 다음과 같이 계산한다.[8]

 
××max×

×
 (4)

수식 (4)에서 는 대역폭이며, max는 LDPC 코드

의최대수이고 는오버헤드수, τ는 OFDM 심볼

시간이다.  는사용자 의변조방식에따른송신비

트수로 비트 수가높아질수록송신거리가짧아진다.

그렇기 때문에 거리가 먼 사용자들은 높은 처리량을

받을 수 없다. 특히,  가 높아질수록 높은 경로 손실

을 갖는 무선 채널에서는 오류(Error)가 많이 발생하

여 사용자가 원하는 정보를 얻을 수 없다. 따라서 기

지국에서는 각 사용자의 예상되는 경로 손실에 따라

 를 조절하여 보내는데,  가 낮아질수록 처리량이

낮아진다.

각기지국이가지고있는대역폭은일정범위로정

해져 있으며 이를 OFDM을 이용하여 나눈다. 나누어

진최소의무선자원단위가 PRB이다. 즉, PRB를사

용자 에게 할당하는 수에 따라서 가 달라진다. 각

기지국에서 경로 손실이 높은 사용자에게 원하는 처

리량으로 보내기 위해서는  를 낮추고 많은 수의

PRB를 소모해야 한다. 특히, 스몰 셀의 경우 높은주

파수 대역을 가지고 있으므로 회절성이 약해 PRB를

많이 소모하여도 제대로 통신이 되지 않을 수 있다.

이런 상황일 경우 매크로 셀에서 데이터 오프로딩을

받아 처리할 수 있도록 해야 한다.

모든 네트워크의 경로 손실과 장애물의 유무 등을

알 수 있으면 가장 최적인 데이터 오프로딩을 할 수
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Algorithm 1 : Data offloading between Base stations

with Machine Learning

1 User Number : 

2

Input Data Set :  (SBS-X, SBS-Y, SBS-Z),

 (MBS-X, MBS-Y, MBS-Z),  (User-X,

User-Y, User-Z), , , 

3 Data, Label = Labeling()

4 begin(Data, Label, New User Data Set) :

5 Model = CreatingModel()

6 Train(Model, Data, Label)

7 while Not the end of User do

8 Result = Predict(New User Data Set)

9 Data Offloading(Result)

10 end while

11 end

표 1. 기계 학습을 이용한 기지국 간 데이터 오프로딩 알고
리즘
Table 1. Data Offloading Algorithm between Base
stations with Machine Learning

있다. 이는 최대 처리량이 가장 높으면서도 기지국이

PRB를 적게 소모하는 경우이다. 하지만 기지국이 모

든상황을알수없으므로본논문에서제안하는기법

은 이전에 처리 했던 사용자의 요구 지연, 패킷 크기,

각 기지국과의 거리 등을 기계 학습 기법으로 학습하

여 스몰 셀 기지국과 매크로 셀 기지국 중 사용해야

하는대역폭즉, PRB를적게소모하면서도높은처리

량을 받을 수 있는 기지국을 선택하도록 한다.

기지국 간에 데이터 오프로딩 알고리즘은 표 1과

같다. 먼저 이전 통신 결과에서 SBS와 MBS, 사용자

의 위치, 원하는 요청의 지연, 데이터 크기 등을 데이

터 셋으로 가져온다. 이 데이터를 3.1에서 서술할 방

법에 따라 레이블링 한 후, 기계 학습 모델을 구축하

여 학습한다.

마지막으로, 학습한 모델을 가지고 현재 새로운 사

용자 요청을 어느 기지국이 처리할지 결정하는 알고

리즘이다.

Ⅲ. 실 험

본장에서는실제데이터에대한실험과그결과에

대한 분석을 함으로써 제안 기법에 대한 성능을 보여

준다.

3.1 데이터 생성 및 레이블링
데이터는 시뮬레이터에서 네트워크 상황을 구축하

여 시뮬레이터의 통신 결과와 네트워크 상태를 수집

한 것으로 50000개의 MBS, SBS, 유저의 통신 결과

이다. 본 논문의 기법은 오프로딩 최적화를 통해 총

처리량을 높이는 것이기 때문에 기존의 통신 기지국

과는 별개로 어떤 기지국과 통신하였을 때 가장 높은

처리량을 갖는지에 대한 정보가 필요하다. 따라서 데

이터를 보낸 유저의 설정을 기반으로 처리량을 계산

하여 어떤 기지국과 통신하는 것이 가장 높은 처리량

을 보이는지에 대한레이블을 추가했다. 즉, 레이블의

생성기준은사용자의위치주변의통신결과중에가

장 높은 처리량을 가질 수 있는 기지국을 선택하도록

한것이다. 지도학습의분류문제에서레이블은데이

터에 대해 모델이 선택해야할 정답이라고 할 수 있는

데, 본논문에서는해당위치에서의다양한요청에대

해 어느 기지국에서 처리하는 것이 가장 좋은지 선택

하는 것에 대한 답이라고 할 수 있다. 데이터에 레이

블을 매칭한 후 학습 데이터와 테스트 데이터로 나눴

다. 학습데이터와테스트데이터의비율은 8 : 2로무

작위로 40000개와 10000개로 나누었다.

3.2 모델 평가 방법
기계학습모델은다양한방법으로평가할수있는

데 본 논문에서는 데이터 오프로딩 결정 여부를 분류

문제로 정의하여 풀어냈기 때문에 분류 모델에서 주

로 사용되는 정확도, F1-score, ROC curve 및

AUC(Area Under the Curve)로 평가하였다. 본 절에

서는 위의 3가지 평가 방법에 대해 서술한다.[9][10]

3.2.1 정확도

정확도는 데이터에 따라 만든 레이블에 맞춰 모델

의 예측이 레이블과 일치하는지 확인하여 맞은 개수

를세어전체데이터개수에대한비율을나타낸것이

다. 본논문에서정확도는데이터오프로딩결정여부

에 대해 모델이 예측한 값과 레이블을 비교하여 일치

한데이터의비율을산출한값이다. 식은다음과같다.

 data
corrects

(5)

3.2.2 F1-score

F1-score는 Recall과 Precision의조화평균으로데

이터레이블이불균형을이룰때, 모델의성능을정확

하게 평가할 수 있는 기준으로 정확도와 같이 성능을

하나의 숫자로표현할수있다. 본논문에서 Recall은

www.dbpia.co.kr



The Journal of Korean Institute of Communications and Information Sciences '21-01 Vol.46 No.01

80

Model Parameter

Decision Tree

(CART)

Max_depths

Max_features

Min_samples_leaf

Criterion

Random Forest

N_estimators

Max_features

Max_depth

Criterion

Min_samples_leaf

bootstrap

XGBoost

Num_iterations

Learning_rate

Early_stopping_round

Max_depth

Boosting

LightGBM

Nrounds

Eta

Max_depth

Loss

Booster

표 2. 학습 모델과 파라미터
Table 2. Learning models and parameters

레이블링 과정에서 오프로딩 해야 한다고 판단한 데

이터들에 대해 모델도 오프로딩 해야 한다고 판단한

데이터의 비율이며, Precision은 모델이 오프로딩 해

야 한다고 판단한 데이터들에 대해 레이블도 그렇다

고 판단한 데이터의 비율이다. 수식은 다음과 같다.

  ×Pr
Pr×

(6)

3.2.3 ROC curve 및 AUC

ROC curve는 0-1 사이의임계값에따른 TPR(True

Positive Rate)와 FPR(False Positive Rate)의 비율이

다. 모델의예측과레이블을비교해보았을때 TPR은

전체 데이터 수에 대해 예측과 레이블 모두 오프로딩

해야 한다고 분류한 데이터의 비율이고, FPR은 전체

데이터 수에 대해 예측은 오프로딩을 해야 한다고 분

류했으나 레이블은 그렇지 않은 데이터의 비율이다.

ROC는그래프가왼쪽상단에가까이갈수록좋은결

과이다.

AUC는 ROC 그래프의 면적을 측정한 결과로

ROC curve가왼쪽상단에가까울수록면적이커지기

때문에 둘은 비례한다고 볼 수 있다.

3.3 기계 학습 모델
학습 모델의 경우 Decision Tree, Random Forest,

XGBoost, LightGBM과 앞의 모든 모델을 Bagging

Ensemble한 모델의 5가지를 사용하여 비교해보았다.

모델들은 단일 트리 모델, Bagging Ensemble 모델,

Boosting Ensemble 모델을 대표하는 모델들이다.[11]

각각의 기법에서 대표적인 모델들에 데이터를 학습시

켜 결과를 분석해본 후 데이터에 대해 최적으로 학습

된 모델을 사용한다.

각 모델은 Scikit-learn 패키지의 Randomized

Search CV를통해하이퍼파라미터 튜닝을 진행했는

데, 데이터의 특징 개수가 많지 않기 때문에 각 모델

에서 성능에 영향을 많이 미치는 중요한 속성들만 튜

닝하였다. 각 모델 별 튜닝 파라미터는 표 2와 같다.

본 논문에서는 10 folds 교차 검증을 통해 모델을

검증했다. 그림 6은 모델 별 10 folds 교차 검증 결과

이다. 각 모델의 결과를 분석해보면 대체적으로

LightGBM이 잘 나오는 것을 볼 수 있다. LightGBM

과 XGBoost가 대체적으로 상위에 위치해있는 것을

볼 수 있고, 그 뒤로 전체 모델을 합산한 Ensemble,

Random Forest, Decision Tree 순으로 성능을 보인

다. Decision Tree는 단일 모델로써 비교적 다른

Ensemble 기법에 비해 떨어지는 성능을 보인다.

Random Forest 같은 경우, Decision Tree를 Bagging

ensemble 한기법으로 단일 Decision Tree에비해준

수한 성능을 보이고 있어 Bagging Ensemble 기법이

단일 모델보다 확실히 좋은 정확도를 낸다는 것을 알

수 있다.

Boosting Ensemble 기법들로는 XGBoost 와

LightGBM을 사용하였는데, XGBoost에 비해

LightGBM이 좋은 성능을 나타냈다. LightGBM이

XGBoost에 비해 좋은 성능을 보이는 것은 XGBoost

에 비해 Generalization이 잘 되어 그런 것으로 보인

다. LightGBM에서는 학습된 가중치에 따라 랜덤 샘

플링하여 다음 학습 때의 가중치를 조절해 실패한 학

습에대해잘학습할 수있도록한다. 여기서랜덤샘

플링 할 때의 과정이 Bagging과도 비슷해

Generalization에도 영향을 미치는 것으로 보인다. 실

제로 트레이닝 셋의 정확도는 두 모델 모두 100%로

동일하다. 또한, LightGBM 모델은 XGBoost에 비해

모든 folds에대해비교적균등한정확도를보인다. 이

러한 결과를 통해 LightGBM 모델이 XGBoost 모델
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그림 6. 정확도를 통한 각 모델의 k-folds 교차 검증 평가
Fig. 6. k-folds cross validation of each model through
accuracy

그림 7. 합성 모델의 종류에 따른 앙상블 모델의 정확도
Fig. 7. Accuracy of ensemble model by type of
composed models

그림 8. F1 score를 통한 k-folds 교차 검증 평가
Fig. 8. k-folds cross validation through F1-score

그림 9. 모델 별 테스트 셋에 대한 오프로딩 정확도
Fig. 9. Offloading accuracy of each model by test dataset

보다 Generalization이 잘 되었다고 볼 수 있다.

마지막으로전체모델을모두 Bagging한 Ensemble

모델이 있다. 이 모델의 경우 위에서 사용한

LightGBM, XGBoost, Random Forest, Decision

Tree를 모두 Bagging하여 Soft Ensemble 한 모델이

다. 하지만 이 Ensemble 모델은 생각보다 좋은 성능

을 내지 못하는데, 비교적 좋지 않은 성능을 가진

Decision Tree가 합쳐지면서 오히려 성능을 낮추는

것으로 보인다. 그림 7을 보면 Decision Tree을 제외

한 Ensemble 모델이 모든 folds에 대해 높은 정확도

를 보인다.

그림 8은 각 모델들의 F1-score 평가 기준을 적용

한 그래프이다. 그림 6과 그림 8이 비슷한 그래프를

그리는 것으로 보아 데이터가 편향 없이 균등하게 분

포되어 있음을 알 수 있다. 그림 9, 그림 10, 그림 11

은하나의테스트셋에대한결과로정확도, F1-score,

ROC curve 및 AUC로나타낸모델평가그래프이다.

각각의그래프에서비교해보았을때, LightGBM이가

장 상위에 위치한 것을 볼 수 있고 ROC curve 및

AUC도 0.99 이상의 매우 높은 점수를 보인다. 이와

같은 실험 방법들을 통해 Training set 및 Validation

set을학습및분석해본결과 LightGBM을선택한것

이 최적의 선택이었음을 알 수 있다.

3.4 네트워크 성능 평가
시뮬레이션세팅은표 3과같이설정하고사용자의

위치는 무작위로설정한다. 은무선환경 내존재하

는 사용자 수이며 은 SBS의 수이다.  는 사용자 

의 변조 방식에 따른 송신 비트 수이고, max LDPC

코드의 최대 수이다. τ OFDM 심볼 시간이다. SBS

Distance는 사용자와 가장 가까운 SBS와의 거리,

MBS Distance는 사용자와 MBS와의 거리를 뜻한다.

각그림에서 Proposed scheme은본논문에서제시

한 LightGBM을활용해무선환경내통신결과를학

습하여 매크로 셀로 오프로딩 하는 방법을 사용하였
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그림 11. ROC curve와 AUC를 통한 모델 평가
Fig. 11. Model evaluation through ROC curve and
AUC

그림 12. 각 기법의 처리량
Fig. 12. Throughput of each scheme

그림 13. 각 기법의 PRB 사용 수
Fig. 13. The number of PRBs used by each scheme

그림 10. 모델 별 테스트 셋에 대한 오프로딩 결정 F1
score
Fig. 10. F1 score of each model by test dataset

Parameter Setting

 50

 3

  [2,8]

max 0.9257

 

SBS Distance [0,500]

MBS Distance [0,1000]

SBS Centre Frequency 28GHz

MBS Centre Frequency 5GHz

표 3. 시뮬레이션 세팅
Table 3. Simulation setting

을 때의 결과이다.

그림 12는각기법에대한전체처리량을나타낸다.

Optimal은 무선 환경에 대한 모든 정보를 알고 있을

때 데이터 오프로딩 기준에 따른 시뮬레이션 결과이

다. 기존의거리에따른데이터오프로딩결정은스몰

셀 기지국에서 많이 처리하여 스몰 셀 기지국에서는

처리량이 높으나 매크로 셀 기지국에서는 처리가 거

의이루어지지 않았음을알수있다. 그에 비해본논

문에서 제안한 기법은 매크로 셀 기지국으로 많은 요

청들이 오프로딩 되어 스몰 셀 기지국이 과부하 되는

것을 방지할 수 있으며, 매크로 셀에서 바로 처리할

수 있는 사용자 요청을 오프로딩 하여 처리함으로써

같은 시간에 좀 더 높은 처리량을 보였다.

그림 13은 각 기법에 대한 전체 PRB 사용수이다.

기존의 기법에서는 스몰 셀 기지국이 대부분의 요청

을 처리하여 스몰 셀기지국에서 PRB를 많이 소모하

며, 매크로셀기지국에서는적게소모하는것을확인

할수있다. 그에 비해 제안한 기법에서는 스몰셀기

지국의 PRB 소모를 줄인 것을 확인할 수 있다. 이에

따라스몰셀기지국을위해매크로셀기지국에서스

몰 셀에 오프로딩을 요청하여 사용자 요청을 로드 밸

런싱 하였다. 또한, 기존의 기법보다 본 논문에서 제
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안한기법에서전체 PRB 소모수가적은것을확인할

수 있다. 위와 같은 실험 결과를 통해 제안한 기법이

무선 자원의 소모를 줄이면서 전체 시스템 성능을 높

였음을 알 수 있다.

Ⅳ. 결 론

스몰 셀 기술은 밀리미터 대역을 지원하기에 적절

한 기술이지만 좁은 범위의 통신으로 인해 많은 요청

을 처리하기에는 과부하 문제가 생긴다는 단점을 가

지고 있다.

본 논문에서는 네트워크를 스몰 셀 기지국과 매크

로셀기지국으로나눈후스몰셀기지국에서생기는

작업 과부하 문제를 해결하기 위해 매크로 셀 기지국

에서 기계 학습을 이용하여 사용자를 데이터 오프로

딩 하는 알고리즘을 제시한다. 데이터 오프로딩 기준

으로는사용자들과각셀기지국의거리, 지연민감도,

요청패킷크기등의실제통신결과를머신러닝모델

을 이용해 학습하여 매크로 셀 기지국과의 통신 적합

성을 기준으로 가장 적합한 사용자들을 매크로 셀 기

지국으로 데이터 오프로딩 하여 전체 성능을 높일 수

있음을 보였다.

또한, LightGBM 모델을 활용하여 다른 머신러닝

알고리즘에 비해 적은 학습 시간과 지연 시간을 가진

다. 기존 알고리즘에서 사용하는 XGBoost의 경우 연

산 복잡도가 data×  feature이지만 LightGBM의

경우 data× bundle로 특징을 묶어 훨씬 더 적은

연산 복잡도를 가진다. 또한, 그러면서도 더 정확한

분류 결과를 얻을 수 있었으며 기존의 거리만을 활용

하는 알고리즘에 비해 높은 성능을 얻을 수 있었다.

향후에는 더 많은 무선 환경에 대한 정보와 많은

사용자에 대한 학습을 위하여 심층 학습(Deep

Learning)을 활용하는 연구 등이 활발해질 것으로 예

측된다. 또한, 매크로 셀 기지국과 스몰 셀 기지국뿐

만아니라스몰셀기지국과 스몰 셀기지국간, 기지

국과 Wi-Fi 등의 다양한 통신 주체 간의 데이터 오프

로딩결정으로더욱성능을높일것으로생각된다. 또

한, 오프라인 학습 방법으로 학습한 머신러닝 모델은

학습 시간이 오래 걸릴 수 있어 환경의 변화에 즉각

대응하기 힘들기 때문에 강화학습 모델이나 신경망의

온라인 학습 방법 등 급작스런 환경의 변화를 대응할

수 있는 기법에 대한 연구가 필요할 것으로 보인다.
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