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PDCCH 채널 학습을 통한 모바일 서비스 컨텐츠 예측
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요 약

트래픽의 응용 별 분류 기법들이 다양하게 연구되었으나 대부분의 기술들은 패킷 레벨에서 헤더들을 분석하거

나, 페이로드의 시그니쳐를 분석하여 트래픽을 분류하고 있다. 본 논문에서는 물리 계층의 PDCCH (Physical

Downlink Control Channel) 정보만을 학습하여 모바일 서비스 컨텐츠를 분류하는 방법을 제시한다. 제안하는 방

법은 물리계층의 정보만을 이용하므로 암호화된 패킷에도 적용할 수 있다. 실험을 위하여, 현재 운용중인

LTE(Long Term Evolution) 기지국으로부터 PDCCH 채널 정보들을 수집하였으며, 분류 기법으로 랜덤 포레스트,

SVM, AutoEncoder, 심층 신경망, 합성곱 신경망 기법들을 이용하여 모바일 서비스 컨텐츠 예측을 수행하였다. 예

측 정확도는 최대 99% 임을 확인하였다.

Key Words : Service Content Prediction, KNN, Decision Tree, SVM, Random Forest, Ensemble, Deep

Learning

ABSTRACT

Although various traffic classification techniques have been studied for each application, most of the

technologies classify traffic by analyzing headers or payload signatures at the packet level. In this paper, we

propose a method for classifying mobile service contents by learning only the physical downlink control

channel (PDCCH) information of the physical layer. Since the proposed method uses only information of the

physical layer, it can be applied to encrypted packets. For the experiment, PDCCH channel information was

collected from the currently operating LTE (Long Term Evolution) base station, and mobile service content

prediction was performed using random forest, SVM, AutoEncoder, deep neural network, and convolutional

neural network as classification techniques. The prediction accuracy was observed up to 99%.
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Ⅰ. 서 론

트래픽의응용별분류기법들이다양하게연구되었

다. 대부분의기술들은패킷레벨에서헤더들을분석하

거나, 페이로드의 시그니쳐를 분석하여 트래픽을 분류

하므로, 관련 패킷들을 관찰하여야 한다. 인터넷 트래

픽의응용서비스별분류에대한폭넓은서베이[1]는참

고문헌 [1]에자세히정리되어있다. 본논문에서는물

리계층의 PDCCH (Physical Downlink Control

Channel) 채널 정보만으로 서비스 컨텐츠를 예측하는

기술을 살펴본다.

트래픽을 분석하는 가장 간단한 방법은 IANA

(Internet Assigned Numbers Authority)에서 지정한

포트 번호를 비교해 분류하는 방법이다. 하지만 요즘

사용되는 응용 애플리케이션은 방화벽을 원활히 통과

하기 위해 동적 혹은 알려진 포트(Well-Known port)

를 사용하기 때문에 70% 미만의 정확도를 가진다[2].

이외에응용 애플리케이션을예측하는보편적인방법

으로는 헤더 시그니쳐, 페이로드 시그니쳐, 통계정보

시그니쳐 기반 트래픽 분류 기법이 있다[3]. 헤더 시그

니쳐 기반 트래픽 분류 기법은 서버 IP (Internet

Protocol) 주소와 포트 번호를 이용해 매우 빠른 속도

로 응용 애플리케이션을 분류할 수 있다[4]. 하지만 분

류범위가넓고, 둘이상의포트를가지거나임의의포

트를설정할수 있는복잡한구조를가진 응용 애플리

케이션같은경우적합하지못하다. 페이로드시그니쳐

기반트래픽분류는데이터부의유일한공통문자열을

사용한 분류로 정확도가 매우 높은 장점을 가지고 있

다[5]. 하지만 시그니쳐 추출 작업에 시간과 인력 소비

가 크고 추출과정이 까다로울 뿐만 아니라 암호화된

트래픽을 분류할 수 없다. 통계정보 시그니쳐 기반 트

래픽 분류는 패킷 사이즈, 시간과 같은 통계적 정보를

바탕으로 응용 트래픽을 분류하는 방법이다[6]. 암호화

된트래픽을분류할수있는장점이있지만, 정확도면

에서페이로드시그니쳐에비해낮고, 시그니쳐를추출

할 수 있는 응용 애플리케이션이 한정적이다. 이러한

예측 방법들은 패킷레벨 즉 IP 헤더 값들과 시그니쳐

를 이용한 예측 방법으로 연구가 다양하게 진행되어

왔다. 하지만 아직까지 물리 계층 (Physical layer)의

데이터를 이용해 응용 애플리케이션을 예측하는 연구

는 부족하다.

본 논문에서는 기계학습 기반 물리 계층의 PDCCH

데이터를이용한응용 애플리케이션예측방법을제안

한다. 머신러닝과딥러닝은다양한분야에적용되고있

다. 전통적인 알고리즘 기법은 복잡한 분류 문제나 동

적으로변하는데이터분류에서낮은정확도를갖는다.

머신러닝은 데이터에 대한 패턴과 규칙을 자율적으로

학습하기 때문에 (PDCCH와 같은) 비정형 데이터에

대한분류문제에서기존의방식보다높은 정확도를갖

는다. 딥러닝 기법 중 심층 신경망 (Deep Neural

Network), 합성곱 신경망 (Convolution Neural

Network), 오토인코더 (AutoEncoder) 기법으로 컨텐

츠예측실험을진행하고, 머신러닝기법중서포트벡

터 머신 (Support Vector Machine)과 의사결정나무

(Decision tree)를앙상블 (Ensemble)한랜덤포레스트

(RandomForest) 기법을 통해 모바일 서비스 컨텐츠를

예측한다. 물리계층의 정보만을 사용하기 때문에 암호

화된 패킷에서도 적용하여 컨텐츠를 예측할 수 있다.

또한 서비스 컨텐츠 예측을 통해 한정된 자원에 프로

비저닝 (Provisioning)이 가능해져 자원을 효율적으로

사용할 수 있게 된다.

본논문은서론에이어 2장에서는다양한학습기법

을이용하여컨텐츠를예측한방법에대해기술한다. 3

장에서는 실험에 사용한 데이터를 포함한 실험환경과

실험결과에 대해 기술하고, 중요한 입력 컬럼에 대해

확인한 후, 적합성을 검증한다. 마지막으로 4장에서는

결론 및 향후 연구에 대해 기술한다.

Ⅱ. 학습 기법

본장에서는심층신경망, 합성곱신경망, 오토인코

더(AutoEncoder)를 적용한 딥러닝 기법과, 머신러닝

기법인 랜덤 포레스트와 서포트 벡터 머신을 사용한

모바일 서비스 컨텐츠 예측 방법에 대해 설명한다.

2.1 심층 신경망 (DNN)
심층신경망 (DNN)은입력층 (Input layer), 은닉층

(Hidden layer), 출력층 (output layer)으로 이뤄진 인

공신경망 (Artificial Nebral Network, ANN)이다. 심

층 신경망은 은닉층을 2개 이상 지닌 학습 방법으로

복잡한비선형관계들을모델링할수있다. 학습데이

터가 많아지면 성능이 좋아지는 장점과 특징점 추출

(Feature extraction)이자동으로이루어져변수선택의

번거로움이 없어진다.

본 논문에서 심층 신경망을 사용해 모바일 서비스

컨텐츠를 예측한 모델 구조는 그림 1과 같다. PDCCH

의 데이터 32개 중 29개의 데이터를 입력으로 사용했

는데, PDCCH 데이터에 대한 자세한 설명은 3.1절 실

험환경에서 설명하도록 하겠다. 학습에 필요한 최적의

하이퍼 파라미터를 적용하기 위해 베이지안 최적화
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그림 2. 합성곱신경망 + 10계층 심층 신경망 모델 구조
Fig. 2. Model architecture of CNN + 10-layer DNN

그림 1. 10계층 심층 신경망 모델 구조
Fig. 1. Model architecture of DNN

Hyperparameter Range Value

Learning rate 0.0001-0.01 0.008242

Number of

Hidden Layer

Cell Size

192 - 640

438, 396, 466,

426, 569, 597,

313, 235, 204, 235

Epoch 100 - 300 102

Batch size
100, 120,

150
100

DNN Dropout 0.4 - 1 0.951639

CNN Dropout 0.4 - 1 0.986297

Number of CNN

Channel Size
30 - 128 51, 109, 118, 70

Hidden Layer

Learning Rate

Decay

0.6 - 1 0.7732

Weight Initializer

(fix)
Xavier Inintializer

optimizer (fix) Adam

표 2. 합성곱 신경망 + 10계층 심층 신경망 하이퍼 파라미
터 및 범위
Table 2. CNN + 10-Layer DNN Hyper parameter and
range

(Bayesian optimization)기법을 사용했다[7]. 학습률

(Learning rate), 은닉층 셀의 수 (Hidden Layer cell

size), 에폭 (Epoch)과 같은 하이퍼 파라미터 값을 표

1과같이범위를설정한후, 결과가가장좋은하이퍼

파라미터 값을 사용했다. 마지막 계층은 소프트맥스

(softmax)로 구성해 4개의 정답 (VoD, VoIP, FTP,

Web)이 각각 얼마의 확률로 정답을 예측하는지 확인

했다.

Hyperparameter Range Value

Learning Rate
0.0001

-0.01
0.0018

Number of Hidden

Layer cell size
43 - 145

105, 79, 92,

46, 63, 51,

61, 98, 68, 99

Epoch 80 - 180 129

Batch size 50 - 60 50

Dropout 0.4 - 1 0.93

Hidden Layer

Learning Rate Dacay
0.6 - 1 0.6465

Weight Initializer (fix)
Xavier

Initializer

Optimizer (fix) Adam

표 1. 10계층 심층 신경망 하이퍼 파라미터 및 범위
Table 1. 10-Layer DNN Hyper parameter and range

2.2 합성곱 신경망(CNN)
합성곱 신경망 (CNN)은 전처리 (Preprocess)를 사

용하여합성곱 (Convolution) 연산을사용하는층이있

는 신경망이다. 합성곱 신경망은 보통 합성곱 층과 풀

링(Pooling) 층으로 이루어져 있다. 합성곱과 풀링을

통해다양한특징들을추출해낼수있다. 심층신경망

과 비교해 볼 때 파라미터양이 적고, 특히 신호처리와

이미지처리에효과적인신경망이며데이터에대한 특

정한 특징 정보를 잘 추출한다[8].

1차원 데이터로 구성된 PDCCH 데이터에 합성곱

신경망을 적용하기 위해서 마지막 컬럼에 0을 추가하

여그림 2와같이 2차원데이터로만들었다. 형태변경

(Reshape) 과정 을 거쳐 만들어진 5*6 데이터를 합성

곱계층에입력으로사용했다. 주변을 0으로채우는제

로패딩 (Zero Padding) 기법을 사용했고, 필터 크기는

2*2로 구성해 합성곱을 진행했다. 활성화 함수

(Activation function)으로 ReLu (Rectified Linear

Unit)를통과시켰다. 마지막으로그림 2와같이최대풀

링층 (Max Polling layer)을통과시키는총 4층의합성
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Hyperparameter Value

n_estimators 30

n_jobs 16

criterion gini

max_depth 2

min_samples_split 2

min_samples_leaf 1

min_weight_fraction_leaf 0.0

max_features auto

max_leaf_node none

표 3. 랜덤 포레스트 하이퍼 파라미터 정의
Table 3. Define RandomForest Hyperparameters

곱 신경망 층을 만들었다. 합성곱 신경망에서 나온 출

력을 다시 1차원 데이터로 형태를 변형시켜 2.1절의

10계층 심층 신경망을 통과한 후 소프트맥스 계층을

통해 각 확률 값을 확인했다. 은닉층의 셀 (cell) 개수,

채널개수, 에폭, 드롭아웃 (dropout)과같은하이퍼파

라미터 값은 2.1절과 같이 베이지안 최적화를 사용해

표 2와 같이 범위를 정한 후정확도가 가장높은값을

사용했다.

2.3 Stacked AutoEncoder
Stacked AutoEncoder는 인코더 (Encoder)와 디코

더 (Decoder)가 합쳐진 구조로 입력과 출력이 같도록

하는 구조이고 여러 개의 은닉층을 가지는 구조이다.

노이즈제거에탁월하며, 인코딩과정에서차원을축소

하며 특징 점을 잘 뽑아낸다. 기지국에서 측정한

PDCCH 데이터는 여러 단말기를 통해 측정된 값이기

때문에 노이즈가 끼어있을 확률이 있고, 많은 데이터

중 특징 점을 잘 뽑아낼 수 있기 때문에 Stacked

AutoEncoder를 사용했다[9]. Stacked AutoEncoder의

경우 정해야 할 하이퍼 파라미터수가 적어 여러 번의

실험을 통해 학습률은 0.0082, 에폭은 100으로설정했

다. 모델의구조는그림 3과같이구성했다. 29개의입

력을 은닉 셀의 개수가 각각 15개, 4개인 인코더로 구

성했고, 4개의특징값을은닉셀의개수가각각 15개,

29개가 되게 디코더를 구성했다. 마지막은 fully

connected layer로 구성했고 정답과 비교를 진행하며

학습을 진행했다.

그림 3. AutoEncoder 모델 구조
Fig. 3. Model architecture of AutoEncoder

2.4 랜덤 포레스트 (Random Forest)
머신러닝 기법중 가장 잘 알려진 랜덤 포레스트는

앙상블 (Ensemble) 기법의 한 종류로 배깅 (Bagging)

에 속한 대표적인 기법이다. 랜덤 포레스트는 여러 개

의 의사결정 나무 (Decision Tree)를 기반으로 구성되

어 있다. 의사결정 나무는 데이터의 분석을 통해 데이

터 사이에 존재하는 패턴을 예측 가능한 규칙들의 집

합으로생성하는기법이다[10]. 랜덤포레스트를구성하

는 각각의 의사결정 나무는 전체 학습 데이터를 부트

스트래핑 (Bootstraping) 방식으로 샘플링 (Sampling)

하여 개별적으로 학습하고 예측을 진행한다. 의사결정

나무들이예측한결과는투표 (Voting) 방식을통해데

이터에 대한 최종적인 정답 예측을 진행한다. 앙상블

기법을사용함으로써개별모델에대한성능을분산시

키기때문에과적합 (Overfitting)이감소되며단일모

델보다향상된성능을보인다. 딥러닝기법과마찬가지

로 PDCCH 데이터 32개 중 정답 데이터와 학습에 불

필요한 데이터 2개를 제거한 29개의 데이터를 입력으

로 사용한다. 적용된 하이퍼 파라미터는 표 3과 같다.

본실험에는 30개의의사결정 나무 (Decision Tree)

로 구성되어있는 랜덤 포레스트를 사용하였다. 기준

(Criterion)의 경우는 지니 불순도 (Gini Impurity)를

사용했다. 의사 결정 나무의 과적합 문제를 해결하기

위해 트리의 최대 깊이는 2, 자식노드가 없는 노드는

1, 자식노드를 갖기 위한 최대한의 데이터 개수는 1로

지정했다.

2.5 SVM (Support Vector Machine)
서포트 벡터 머신은 서포트 벡터 (Support Vector)

와, 분류를 위해 최대한의 마진 (Margin)을 갖는 결정

경계 (Decision Boundary)인 초평면 (Hyperplane)을

정의하여 균등한 위치에 분류 기준을 세운 후 데이터

를 분류하는 기법이다. 서포트 벡터 머신은 분류나 예

측문제에뛰어난성능 을가지고있으며, 다른기법과

비교하여 과 적합이 발생할 확률이 적다[11]. 적용된 하

이퍼 파라미터는 표 4와 같다. 최적의 비선형 커널
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Hyperparameter Value

box constraint level 1

kernel Gaussian

kernel scale 1.3

multiclass method one-vs-one

standardize data true

표 4. 서포트 벡터 머신 하이퍼 파라미터
Table 4. SVM Hyperparameters

Num

ber
Item Description

0 Frame Idx Frame Number(10ms)

1 Subframe Idx SFN(1ms)

2 PCI Pysical Cell ID

3 # Total RB Number of Total RB

4 AL
Aggregation Level: number

of using CCE(1, 2, 4, 8)

5 RNTI
Radio Network Temporary

Indicator

6 DCI Format
Format0: UL, The rest

Format1~2: DL

7 DCI Length DCI Length

8 CCE Idx CCE Idx

9 Harq Proc #

DL retransmission

execution processor ID

(total number: 8)

10 MCS_1 MCS Index(codeword 1)

11 MCS_2 MCS Index(codeword 2)

12 TBS_1_T1

Transmission Block

Size_Table1(64QAM)-codew

ord1

13 TBS_2_T2

Transmission Block

Size_Table1(64QAM)-codew

ord2

14 RV_1
HARQ_Redundancy

version-codeword1

15 RV_2
HARQ_Redundancy

version-codeword2

16 NDI_1
New Data

Indicator-codeword1

17 NDI_2
New Data

Indicator-codeword2

18 # Sch. RB Allocation RB

19 CFI

Conrol format Indicator:

Number of symbols

assigned to Control

Channel(1~3)

20 # Tx. Ant Number of transmit antenna

21 Precode Idx Precode Index

22 Rank Rank Indicator

23 ~

27

Value of

algorithm
Value of algorithm

28 TBS_1_T2

Transmission Block

Size_Table1(256QAM)-code

word1

29 TBS_2_T2

Transmission Block

Size_Table1(256QAM)-code

word2

30 SNR 0 S/N ratio 0

31 SNR 1 S/N ratio 1

표 5. PDCCH 구성 데이터
Table 5. PDCCH Configuration Data

(Kernel)을 찾기 위해 MATLAB을 사용하였다. 선형

(Linear), 조밀가우시안 (Fine Gaussian), 중간가우시

안 (Medium Gaussian), 성간 가우시안 (Coarse

Gaussian) 커널을 적용해 본 결과 조밀 가우시안이 가

장높은정확도를보였다. 커널스케일은 1.3을적용하

였으며, 마진을 위반하는 예측에 최대 벌점을 제어하

고, 과 적합을 방지하는 상자 제약 조건(Box

Constraint Level)은 1로 설정하였다.

Ⅲ. 실 험

본장에서는실험데이터를포함한전체적인실험환

경, 실험결과및예측에많은영향을주는주요컬럼에

대해 설명한다.

3.1 실험환경
본 실험에서는 LTE (Long Term Evolution)기지국

에서측정한 PDCCH 데이터로컨텐츠예측실험을진

행했다. 전체 866,779개의데이터로, 각각 VOD 38507

개, VOIP 20738개, FTP 773393개, WeP 34141개로

이루어져 있다. PDCCH의 각 데이터에 대한 설명은

표 5에 정리되어 있고, 총 32개의 컬럼으로 구성되어

있다. 2번째 데이터인 PCI 값은 구별 값으로 사용이

불가하여 학습에서 제외시키고, 3번째 데이터인 Total

RB의값은모두 100으로되어있어학습에서제외시켰

다. 6번째 데이터인 DCI Format은 문자열 데이터 타

입을가지고있어, 숫자로변환하기위해 Format0을 1,

Format1A를 2, Format2A를 3, Format1을 4, Format2

를 5, 4B를 6으로 각각 대응시켜 변환했다. 5번째 데

이터인 RNTI값은 구별될 클래스의 값을 가지고 있어

정답으로사용해총 30개의데이터를학습에사용했다.

딥러닝 기법을 사용한 실험의 경우 GPU GeForce

GTX 1060이 장착된 워크스테이션에서 python 기반

Tensorflow를사용해실험을진행했다. 전체데이터의

80%(693,423개)를 학습데이터로 사용했고, 나머지

20% (173,356개)를 테스트 데이터로 사용해 예측 정
확도를 확인했다. 학습에 입력으로 넣어지는 데이터는

셔플하여랜덤으로데이터가들어가게학습을진행했다.
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그림 4. 랜덤 포레스트의 혼동 행렬 (단위 : %)
Fig. 4. Confusion Matrix of RandomForest (Unit : %)

그림 5. 서포트 벡터 머신 의 혼동 행렬 (단위 : %)
Fig. 5. Confusion Matrix of SVM (Unit : %)

Method Accuracy

DNN 92.05%

CNN 97.72%

AutoEncoder 95.40%

SVM 97.80%

Random Forest 99.02%

표 6. 실험결과
Table 6. experiment results

머신러닝 기법을 사용한 실험의 경우 고성능

CPU(Intel i9-9900K)가 장착된 워크스테이션에서

Python 기반의 scikit-learn 오픈소스기계학습라이브

러리와 MATLAB를사용하여학습및실험환경을구

성하였다. 딥러닝과 마찬가지로 전체 데이터 중 80%

를 학습데이터로, 나머지 20%를 테스트 데이터로 사

용했다. 모델학습시테스트데이터에과적합이이루

어지는현상을방지하기위해테스트데이터를 하나로

고정하지않고데이터의모든부분을사용하여 모델을

검증하는 교차 검증 (Cross Validation)을 5회 적용하

였다.

3.2 실험결과
딥러닝 기법(심층 신경망, 합성곱 신경망,

AutoEncoder)과머신러닝기법(랜덤포레스트, 서포트

벡터 머신)을 사용해 실험을 진행한 결과는 표 6과 같

다. 딥러닝 기법 중 합성곱 신경망과 10-계층 심층 신

경망을 사용한 기법이 97.72%로 높게 나왔고, 머신러

닝 기법 중 랜덤 포레스트를 사용한 기법이 99.02%로

가장 높게 나왔다. 10계층 심층 신경망만을 사용했을

때 보다 합성곱 신경망을 같이 사용했을 때성능이약

5.67% 올랐다. 합성곱신경망을사용할경우합성곱을

통해 특징점을 뽑아내고, 최대풀링을 통해 한번 더 특

징점을뽑아내기때문에성능이좋아진것이라 판단된

다. 그림 4와 5는혼돈행렬 (Confusion Matrix)을나타

냈다. X축은정답에대한항목이며 Y축은예측에대한

항목이다. 특정 정답 라벨 (label)의 항목과 예측 라벨

의 항목이 일치하는 구간이 예측에 성공한 경우에 대

한지표이다. 항목이일치하는구간이 1에수렴하며예

측을잘하는모습을볼수있다. 랜덤포레스트를사용

한 경우 각각의 연관성이 낮은 의사결정 나무가 서로

다른 관점으로 데이터를 분류한 후 배깅을 통해 결과

예측을 조합함으로써 새로운 데이터에 대한 일반화

(Generalize)가 잘되어 정확도가 높은 것이라 판단된

다.

3.3 주요 컬럼 확인
모바일컨텐츠예측에중요도가높은데이터를확인

하기 위해딥러닝기법 중정확도가 가장높았던합성

곱신경망 + 10계층심층신경망기법을사용해입력컬

럼을 1개, 2개씩제거해컨텐츠를예측하는실험과, 머

신러닝 기법 중 랜덤 포레스트 기법을 사용해 중요도

를확인하는 실험을 진행했다. 그림 6의 (a)는입력컬

럼이하나씩빠졌을때의정확도이다. (b)는입력컬럼

이 두 개 씩 빠졌을 때의 결과 값이다. 초록색으로 표

시한 부분은 상위 10%의 정확도를 가지는 값이고, 빨

간색으로 표시한 부분은 하위 10% 정확도를 가지는

값이다.

(a)와 (b)를보면 9번컬럼 (TBS_1_T1)을제거했음
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그림 6. (a): 컬럼을 하나씩 제거했을 때 정확도, (b): 컬럼을 두 개씩 제거했을 때 정확도 (단위 : %)
Fig. 6. (a): Accuracy when columns are removed one by one, (b): Accuracy when two coms are removed. (Unit : %)

에도 상위 10%의 정확도를 보이며 학습에 중요도가

낮음을 확인할 수 있다. 25번 컬럼 (TBS_1_T2)을 제

거했을 경우 하위 10%의 정확도를 가장 많이 보였고,

28번 컬럼 (SNR 1)을 제거했을 때 가장 낮은 정확도

를보이며상대적으로중요도가높음을확인했다. 랜덤

포레스트 학습 후 각컬럼별중요도확인 결과는 그림

7과같이 SNR1, algorithm monitoring2, #Sch. RB 데

이터가 높은 중요도를 보이는 것을 확인할 수 있다.

그림 7. 랜덤 포레스트의 특성 중요도 시각화 (단위 : %)
Fig. 7. Feature importance of RandomForest (Unit : %)

Ⅳ. 결 론

본 논문에서는 물리계층의 PDCCH 데이터와 딥러

닝의 심층 신경망, 합성곱 신경망, AutoEncoder, 머신

러닝의 서포트 벡터 머신, 랜덤 포레스트 기법을 사용

하여 모바일 서비스 컨텐츠 예측을 제안했다. 실험 결

과모두 92% 이상의정확도를얻었고, 최대 99%의정

확도를 얻어 물리계층의 PDCCH 데이터를 이용해 모

바일서비스컨텐츠예측이가능하다는것을확인했다.

예측에 있어 데이터의 중요도를 평가하기 위해 입력

컬럼을제거하는 실험과랜덤포레스트를 이용한실험

을 진행한 결과 TBS_1_T2, SNR 1, algorighm

Monitoring4, #Sch. RB 데이터가 분류하는데 있어 높

은 중요도를 보이며, algorithm monitoring2,

TBS_1_T1 데이터는 중요도가 낮음을 확인했다.

추 후 연구로 머신러닝의 경우 관련도가 적은 데이

터 제거와 정규화 (regularization)를 통해 모델 학습

최적화를 진행할 계획이다. 딥러닝의 경우 PDCCH의

시간적인 특성을 고려하여, 딥러닝 모델 중 RNN

(Recurrent Neural Network)계열의 LSTM (Long

Short-Term Memory Network), GRU (Gated

Recurrent Unit), Transformer와 같은 모델을 사용해

컨텐츠 예측 실험을 진행 할 계획이다.
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