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딥러닝 기반 차량 경로예측 모델의 전파과정 간소화를

통한 트레이드오프 성능 검증 연구
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요 약

본 논문에서는 딥러닝 기반의 차량 경로예측 모델의 예측 정확도와 예측시간 사이의 Trade-off 관계에서 성능

을 개선하기 위한 전파과정 간소화 방안을 제안하였다. 차량 경로예측 문제에서 딥러닝 기술을 활용하면서 점점

높은 정확도의 예측이 가능해지고 있지만, 반면에 모델의 복잡도가 증가하면서 예측시간이 길어지는 Trade-off 문

제를 발생시킨다. 이 문제를 해결하기 위해 기존의 딥러닝 기반 state-of-the-art 차량 경로예측 모델에 여러 가지

전파과정 간소화 방안을 적용하고 실험을 통해 예측 정확도와 예측시간을 측정하였다. PC 및 임베디드 환경에서

의 검증을 통하여 주변차량의 Dynamic Motion 특성을 추출하는 과정을 간소화할 경우, 예측 정확도 손실 없이

예측시간을 PC 환경에서는 15.7%, 임베디드 환경에서는 2.1% 단축했다.

Key Words : Trajectory Prediction, Deep-learning, Trade-off, Dynamic Motion, Interdependency

ABSTRACT

In this paper, a method of simplifying the propagation process to improve the performance in the trade-off

relationship between prediction accuracy and prediction time of vehicle trajectory prediction model based on

deep learning is proposed. In vehicle trajectory prediction tasks, it is possible to predict increasingly high

accuracy by using deep learning technology, but on the other hand, a trade-off problem occurred because of

the increasing the prediction time of the model according to increased complexity. To solve this problem,

various simplifying methods of propagation process were applied to the existing deep learning based

state-of-the-art vehicle trajectory prediction model and the prediction accuracy and prediction time were

measured through the experiments. In case of simplifying from the process to extract the Dynamic Motion

features of neighboring vehicles, the predicted time was reduced by 15.7% in the PC environment and 2.1% in

the embedded environment without any loss of the predicted accuracy.
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Ⅰ. 서 론

지능형운전자보조시스템(ADAS, Advanced Driver

Assistance System)은첨단감지센서를통해주행중

위험 상황을 차량이 인지하고 판단하여, 스스로 제어

하거나 운전자가 미리 위험요소를 감지할 수 있도록

알려주는 운전자 보조 시스템이다. 많은 완성차 업체

에서 지능형운전자보조시스템을 차량에 적용하고 있

음에도 불구하고 2019년 교통사고 건수는 전년도 대

비 5.7% 증가하였고 그중 75.5%는 차대차 사고이

다.[1] 따라서차대차사고위험상황을더정확하게인

지하기 위해 차량 경로예측 연구가 다방면으로 이루

어지고 있으며 특히 딥러닝을 활용한 연구가 높은 예

측정확도를보이며주목받고있다. 딥러닝기반의차

량경로예측모델에서는주로두가지특성, Dynamic

Motion(차량 움직임)과 Interdependency(상호의존성)

를 추출하여 차량의 경로를 예측하며, 최근

Interdependency 특성 추출 방법을 고도화한 연구들

이 좋은 예측 정확도를 보인다.[2,3] 하지만 예측 정확

도를 높이기 위해 딥러닝 모델은 점점 복잡해지고 이

에따라예측시간은점점증가한다. 이처럼예측정확

도와예측시간은 Trade-off 관계에있지만, 더높은정

확도를위해예측시간증가문제는간과되고있다. 특

히지능형운전자보조시스템은위험요소로부터차량을

안전하게 제어하기 위해서 빠르게 위험 상황을 인지

하는 것이 필수적이며, 이러한 일련의 작업은 제한된

임베디드 환경에서 이루어져야 하므로차량 경로예측

은 예측 정확도와 예측시간, 두 가지 성능을 모두 고

려해야 한다.

Deo et al.은 Recurrent Neural Network(RNN) 및

Convolutional Neural Network(CNN)를 바탕으로 한

데이터 기반의 차량 경로예측 모델을 제안하였고 여

러실험을통해차량의비선형움직임예측에있어기

존의 칼만 필터 및 가우시안 혼합 모델링보다 우수하

다는 것을 입증하여 state-of-the-art 성능을 달성했

다.[2] 또한 선행연구에서 딥러닝 모델의 전파과정을

간소화하기 위해 Long Short Term Memory(LSTM)

구조를 Fully Connected(FC) 구조로대체하였고이를

통해 예측시간이 단축된다는 것이 입증된 바 있다.[4]

위 연구결과들을 바탕으로 본 연구에서는 Deo et al.

이 제안한 state-of-the-art 차량 경로예측 모델[2]을 기

반으로 전파과정 간소화를 다양하게 적용한 모델을

제안한다. 예측정확도및예측시간측정실험을통해

제안된모델중최적의 Trade-off 성능을보이는전파

과정간소화방안을제시한다. 먼저 2장에서는선행연

구조사를 통해 최근 딥러닝 기반의 차량 경로예측 모

델의세부단계를구분하여 특성 및역할을파악한다.

3장은 차량 경로예측 문제를 정의하고 2장에서 구분

된 딥러닝 모델의 단계별 전파과정 간소화 적용방안

을 소개한다. 마지막 4장에서는 3장에서 소개된 전파

과정 간소화 적용방안을 바탕으로 구성한 딥러닝 모

델을 제안하고 성능을 비교 및 검증한다. Linux PC

환경에서딥러닝모델의학습및평가를진행하고, 학

습된 모델은 임베디드 환경에서의 예측시간 성능도

검증한다.

Ⅱ. 관련 연구

차량경로예측은 ADAS를위한위험상황인지기

술의 핵심으로 오랫동안 많은 연구가 이루어져 왔으

며 최근에는 데이터 기반의 경로예측 연구가 물리적

특성 기반 연구의 장기예측에 한계를 극복하면서 더

욱 활발하게 진행되고 있다.[5] 데이터 기반의 경로예

측에는데이터필터를활용한연구[6]도다양하게진행

되고 있지만, 딥러닝을 활용한 차량 경로예측 연구가

좋은 성능을 발휘하면서 주목받고 있다. 딥러닝 차량

경로예측 모델은 주로 차량의 개별움직임 특성인

Dynamic Motion과 주변차량 간 상호의존성 특성인

Interdependency를 추출하여 예측경로를 생성한다.

2.1 Dynamic Motion 특성 추출
스탠포드대학의 딥러닝을 기반으로 사람의 이동경

로를 예측하는 연구에서 사람들의 각기 다른 움직임

특성을 학습하고 예측하기 위해 LSTM 구조를 활용

하였다.[7] LSTM 구조는 시계열 데이터 예측의 강점

을 보이는 RNN 구조의 일종으로 Hidden-state에 장

기적인 정보를 담당하는 Cell-state 구조를 추가하여

입력데이터가 장기 시계열 데이터일 경우 나타나는

성능 하락을 보완해낸 구조이다.[8] 그림 1은 LSTM

구조를 도식화한 그림이며 이러한 특성을 활용하여

기계번역, 손글씨, 날씨, 주가 예측 등과 같은 시계열

데이터분야에서다양하게활용되고있다. 스탠포드대

학의 연구로부터 영감을 받은 많은 차량 경로예측 연

구에서 각 차량의 Dynamic Motion 특성을 학습 및

예측하기위해 LSTM 구조를적용하였다. 그중에서도

2018년도에 제안된 LSTM Encoder-Decoder 구조는

Dynamic Motion 특성을 추출뿐 아니라 예측경로 생

성부분에도 LSTM 구조를활용하였다.[9] 기준차량의

예측경로를생성한다면해당차량의 Dynamic Motion

특성을 추출하는 LSTM 구조의 Cell-State 벡터를 저
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그림 1. LSTM 구조도 및 Cell-State(연두색)
Fig. 1. LSTM Diagram and Cell-State(light green)

그림 2. 차량 경로예측 문제 개요도
Fig. 2. Schematic Diagram of Vehicle Trajectory
Prediction Task.

장했다가 경로를 생성하는 LSTM 구조의 Cell-state

초기 벡터로 사용하여 예측 정확도 향상을 보였다.

2.2 Interdependency 특성 추출
경로예측에있어서개별움직임특성만큼중요한것

은 Interdependency 특성이다. 따라서물리적특성기

반의 경로예측 연구에서도 역시 Interdependency 모

델링을 위한 연구가 많았으나 스탠포드대학에서

Social Pooling[7]이라고 하는 데이터 기반

Interdependency 학습 방법을 제안하면서 많은 차량

경로예측연구의기조가되었다. 실제사람은주변사

람들의 움직임에 대하여 추론하면서 경로를 조정하므

로 경로예측 모델도 기준 사람의 움직임 특성 정보와

인접한사람들의움직임특성정보를직접연결및공

유하여 경로를 예측하는 전략이다. Convolutional

Social Pooling은 차량 경로예측을 위해 Social

Pooling과 동일하게 기준차량의 움직임 특성을 주변

차량의 움직임 특성과 연결하지만, 연결 방식에 있어

서직접연결방식이아닌합성곱연산방식을활용한

다. 이를 통해 공간적 특성을 기반으로 주변차량의

Interdependency 특성을 추출하고 기준차량의 움직임

특성과 결합한다. 이러한 방식은 기존의 Social

Pooling 대비 효과적인 결합방식이라는 것을 실험을

통해 입증하였다.[2] 그 외에도 차량 간의

Interdependency는 단순히 공간적 특성으로만 설명

가능한 것은 아니므로 공간적 특성 외에서 오는

Interdependency 특성을 추출하고자 자연어 처리 목

적으로제안되었던 Multi Head Attention[9] 딥러닝기

법을 적용한 차량 경로예측 연구도 최근 소개되었

다.[3]

이처럼 딥러닝 기반의 차량 경로예측 모델은 발전

을 거듭하면서 예측 정확도가 상승하고 있다. 하지만

한편으로는우려의목소리또한커지고있다. 예측정

확도 향상을 위해 딥러닝 모델은 점점 더 복잡해지므

로 모델의 완성도와 실시간성 제약 사이의 Trade-off

문제를 지적한다.[5] 이는 본 연구에서 주목하고 있는

예측 정확도와 예측시간의 Trade-off 관계와 동일한

관점이다.

Ⅲ. 본 론

3.1 문제정의
도로위의기준차량을임의로선정하고기준차량과

주변차량의 과거 이동경로를 입력받아 기준차량의 주

행경로를예측한다. 주변차량은기준차량을제외한관

측범위 내 모든 차량을 말한다. 관측범위는 기준차량

을중심으로전후방  m 및인접한좌우  개차선까

지이며 원점을 예측시점 의 기준차량 절대 위치




로, Y축은 예측시점 의 기준차량이 주

행하고 있는 차선의 기울기 방향과 평행하게, X축은

Y축의 직각 방향으로 정의하여 2차원 좌표계로 나타

낼 수 있다. 이와 같이 관측범위를 상대 좌표계로 나

타냄으로써 차량 내 온-보드형태로 적용이 용이하

다.[2] 그림 2는 차량 경로예측을 위해 관측범위내기

준및주변차량, 과거이동경로, 예측및실제주행경

로를 도식화한 그림이다.

차량의경로는 d Hz 마다의위치좌표를통해나타

낸다. 과거이동경로 는 (1)식과같이관측범위내

모든 차량들의 이동경로의 집합이며, 은 관측범위

내모든차량의댓수를나타내고기준차량은 로표
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현한다. 관측범위 내 각 차량의 과거 이동경로는 (2)

식과 같이 예측시점 을 기준으로 과거 초 동

안의 상대 좌표계 상의 위치들의 집합 형태로 입력된

다. 출력값인 기준차량의 예측경로는 예측시점

  이후 초까지의 상대 좌표계 상의 예측 위치

들의 집합 형태로 출력되며 (3)식과 같다.

         (1)

  


 

 



 
 

 

 
 

  ⋯× (2)






 



 
 

 

 
 

  ⋯× (3)

3.2 알고리즘
본 연구에서는 차량 경로예측을 위해 딥러닝 기반

의 예측 알고리즘을 설계한다. 해당 알고리즘은 크게

세 가지 영역으로 구분되며 Dynamic Motion 추출기,

Interdependency 추출기, 경로 생성기 영역으로 구분

된다. 그림 3은 전체 알고리즘의 구조도를 보여주는

그림이다.

그림 3. 알고리즘 구조도
Fig. 3. Algorithm Diagram

3.2.1 Dynamic Motion 추출기

본연구의딥러닝알고리즘에서는기준차량의주행

경로를예측하기위해가장먼저관측범위내모든차

량의 개별 Dynamic Motion 특성을 추출한다.

Dynamic Motion 추출기에서 각 차량의 개별

Dynamic Motion 특성을 벡터  형태로 출력한다.

출력된 특성벡터 는기준차량의 특성 벡터


와주변차량의 특성벡터
로구분되어 기준차량

의 특성 벡터는 바로 경로 생성기로 전달되고 주변차

량의 특성 벡터는 Interdependency 추출기를 거쳐 경

로 생성기로 전달된다.

3.2.1.1 LSTM 구조 기반 추출기

관련 연구에서 언급되었던 것과 같이 LSTM 구조

는 시계열 데이터를 다루는 연구에서 좋은 성능을 보

이며 주목받고 있다. 다양한 차량 경로예측 연구에서

도 차량의 Dynamic Motion 특성을 추출하는 역할로

사용된다. 각 차량의 과거 이동경로를 나타내는 위치

좌표 는순차적으로 LSTM 구조에입력되면서불

필요한 정보는 삭제되고 유용한 정보만이 Cell-state

상에 남아 개별 Dynamic Motion을 효과적으로 학습

한다. 이러한구조는순차적으로들어오는입력데이터

 에 대한 특성 추출에 유리하지만, 순환식 전파과

정은 예측시간 측면에서 불리하게 작용한다.

3.2.1.2 FC 구조 기반 추출기

LSTM 구조가 가지고 있는 순환식 전파과정을 간

소화하기위해본연구에서는 FC 구조기반의추출기

를 구성한다. 이는 기존의 추출기와 동일하게 차량의

개별 Dynamic Motion을 추출하지만 각 차량의 과거

이동경로를 나타내는 위치 좌표 가 한 번에 입력

된다. 입력된 정보를 바탕으로 일회성 전파과정을 통

해특성벡터를빠르게출력한다. LSTM 구조보다전

파 방식이 간소하므로 추출되는 특성 정보가 경로예

측을 위해 부족함이 없다면 더 우수한 성능을 기대할

수 있다. 따라서 4장에서 기존의 LSTM 구조 기반의

Dynamic Motion 추출기를 FC 구조기반으로변경해

보고 실험을 통해 예측 정확도와 예측시간의 변화를

확인한다.

3.2.2 Interdependency 추출기

Interdependency 추출기는 Dynamic Motion 추출

기를 통해 출력된 주변차량의 Dynamic Motion 특성

벡터
를 입력받아 차량 간의 상호의존성 정보가

담겨있는 Interdependency 특성벡터 를출력한다.

본 연구에서는 Interdependency 특성을 추출하기 위

해 Convolutional Social Pooling 구조를 사용한다.[2]

Convolutional Social Pooling 구조는 입력받은 주변

차량의 Dynamic Motion 특성 벡터
 를 해당 차

량의위치정보와결합한다. 공간적특성과결합된정

보를 바탕으로 상호 간의 의존성 정보를 추출하여

Interdependency 특성 벡터  형태로 출력한다. 주

변차량의 위치 정보를 결합하기 위해 앞서 정의되었

던 관측범위와 Interdependency 추출기의 입력데이터


를 

 그리드 형태로 나타낸다. 관측범위

내에서  번째 그리드에 위치한 주변차량의

Dynamic Motion 특성 벡터는 Interdependency 추출

기 입력데이터에서도  번째 그리드에 채워져


  와 같은 형태가 된다. 이렇게 채워진 입력
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그림 4. Interdependency 추출기 구조도
Fig. 4. Interdependency Extractor Diagram

데이터는 그림 4와 같이 합성곱층 및 풀링층을 지나

Interdependency 특성 벡터 를 출력한다.

3.2.3 경로 생성기

경로 생성기에서는 기준차량의 Dynamic Motion

특성 벡터
와 Interdependency 특성 벡터 를

결합하여 최종 출력값인 기준차량의 예측경로를

출력한다.

3.2.3.1 LSTM 구조 기반 생성기

LSTM 구조를 통해 결합된 기준차량의 Dynamic

Motion과 Interdependency 특성벡터
 를반

복적으로 입력하면서 예측경로를 나타내는 위치 좌표

를 순차적으로 출력한다. 이때 출력값은 기준차량

의 주행경로를 예측하는 것이기 때문에 기준차량의

Dynamic Motion 특성을 바탕으로 경로를 생성하면

더 정확한 경로예측이 가능하다.[10] 따라서 Dynamic

Motion 추출기에서 기준차량의 Dynamic Motion 특

성을추출할때생성된 Cell-state 값으로경로생성기

의 Cell-state 값을 초기화하여 사용한다.

3.2.3.2 FC 구조 기반 생성기

FC 구조 기반 생성기에서는 FC 구조 기반의 추출

기와 마찬가지로 일회성 전파과정을 통해 예측경로를

생성한다. 한 번의 특성 벡터
  입력으로 기

준차량의예측경로를출력한다. 이같은특징을바

탕으로 4장에서는 기존의 state-of-the-art 모델의

LSTM 구조기반경로생성기를 FC 구조로변경하여

모델을 구현하고 실험을 통해 예측 정확도와 예측시

간의 Trade-off 관계에서 성능을 검증한다.

Ⅳ. 실험 및 결과 분석

4.1 데이터셋
딥러닝기반의차량경로예측모델의학습및평

가를 위해 미국 연방고속도로관리국에서 제공하는 실

도로 차량 경로 데이터 Next Generation

Simulation(NGSIM) 데이터셋을 사용한다. NGSIM

데이터셋은미국주간고속도로제80호선[11]과일반국

도제101호선[12]의일정구간을주행하는차량의데이

터를 카메라를 통해 수집한 뒤 차량의 이동경로를 좌

표형태로 기록한 데이터셋이다. 호선별 45분 동안 10

Hz 주기로 관측한 데이터이며 차량 이동경로 외에도

차량의 위치, 크기, 속도 및 선행차량 추종정보까지

포함하고있어다양한차량관련연구에활용된다. 우

리는 NGSIM 데이터를 약 85%, 15%의 비율로 나누

어 85%는 딥러닝 모델 학습에 활용하고 나머지 15%

의 데이터를 활용하여 성능평가를 진행한다.

4.2 실험 세팅
Dynamic motion 추출기 및 경로 생성기의 전파과

정 간소화를 통해 예측 정확도와 예측시간의 성능 변

화를확인하기위해아래와같이세가지딥러닝모델

을 구성하고 학습 및 성능평가를 진행하였다.
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∙ NON-LSTM 모델

관측범위내모든차량의 Dynamic Motion 특성을

FC 구조 기반의 추출기를 사용하여 추출한다. 경로

생성기역시 FC 구조기반의생성기를사용하여전파

과정을 최대한 간소화한다.

∙ EGO-LSTM 모델

관측범위 내 주변차량의 Dynamic Motion 특성은

FC 구조 기반의 추출기를 사용하여 추출하고 기준차

량의 Dynamic Motion 특성은 LSTM 구조기반의추

출기를 사용하여 추출한다. 경로 생성기도 LSTM 구

조 기반의 경로 생성기를 구성하고 Cell-state를 기준

차량의 Dynamic Motion 추출기에서 저장된

Cell-state로 초기화하여 기준차량의 예측경로를 출력

한다.

∙ ALL-LSTM 모델

Deo et al.이 제안한 모델[2]과 동일한 구조로써 관

측범위 내 모든 차량의 Dynamic Motion 특성을

LSTM 구조를 기반으로 추출하고 경로 생성기 역시

LSTM 구조 기반으로 구성하고 Cell-state 초기화를

통한 기준차량의 Dynamic Motion 특성을 바탕으로

경로를 생성한다.

Interdependency 추출기는세가지모델이모두 동

일하게 Convolutional Social Pooling 구조를 사용한

다.[2]

모든 딥러닝 모델은 동일한 조건에서 실험이 진행

된다. 관측범위는전후방 27.4m(총 54.8m), 인접한좌

우 1개 차선(총 3개 차선)으로 지정하고 관측범위 내

모든 차량의 과거 3초 동안의 이동경로를 입력받아

기준차량의 미래 5초까지의 예측경로를 출력한다. 차

량의경로는 5 Hz 마다의위치좌표를통해나타낸다.

딥러닝학습은 Linux PC(i9-9980XE, Nvidia Titan

RTX) 환경에서 진행되며　예측경로와 실제경로

 간의 평균 제곱 차이(Mean Squared Error)를 최

소화하는 방향으로 이루어지며 식 4번과같이 표현된

다.

 



  



 (4)

딥러닝 모델의 내부 파라미터를 최적화하기 위해

Adam 알고리즘[13]을 사용하였으며　Learning rate는

0.001로 설정하였고 1차, 2차 모멘텀은 각각 0.9,

0.009를 사용했다. 90,000,000번 이상 반복하여 학습

하며모든　학습과 평가는 TensorFlow[14] 프레임워크

에서 진행된다. 학습이 완료된 차량 경로예측 모델의

예측정확도 성능은모델이출력한 결과와데이터

셋에존재하는실제경로의평균제곱근오차(Root

Mean Squared Error)를 기준으로 비교하며 식 5번과

같다.








  



 (5)

예측시간의 경우, 모든 차량의 과거 이동경로가 딥

러닝 모델로 입력되는 순간부터기준차량의 예측경로

가출력되기까지의 시간을 ms 단위로 측정했다. 모든

성능평가는 Linux PC 환경에서 이루어지지만 임베디

드 환경에서의 예측시간도 측정하기 위해 Nvidia

Jetson TX2 Board 환경에서의 검증도 진행한다.

4.3 실험 결과
표 1은 학습이 완료된 딥러닝 모델들의 예측 정확

도에 대한 비교 결과를 나타낸다. 해당실험은 PC 환

경에서 진행되었으며 예측 범위인 5초를 1초 단위로

나누어 비교하였다. ADE(Average Distance Error)는

예측시점부터 해당 시간까지의 오차의평균을 나타낸

것이며 FDE(Final Distance Error)는 해당 시간만을

기준으로 비교했을 때의 오차를 나타낸다.

NON-LSTM 모델은 다른 두 모델과 비교했을 때 전

반적으로높은오차를보인다. 표 1의 ADE 결과를그

래프로 표현한 그림 5를 보면 NON-LSTM 모델은

EGO-LSTM과 ALL-LSTM 모델 대비 높은 오차를

보이며특히 1초에서의 ADE　값이가장크게차이나

는 것을 볼 수 있다. 따라서 모든 차량에 대하여

Dynamic Motion 특성 추출기의 전파과정을 간소화

할경우, 예측정확도성능이떨어지며특히예측시점

부터 1초사이, 초반예측성능이 현저히낮아진다. 반

면 EGO-LSTM 모델과 ALL-LSTM 모델은그림 5에

서 볼 수 있듯이 모든 범위에서 거의 유사한 오차를

보인다. 표 1에서 살펴보면 3, 4초에서의 FDE와 4, 5

초에서의 ADE는 EGO-LSTM이 ALL-LSTM 보다

적은 오차를 보이기도 한다. 이를 통해 주변차량의

Dynamic Motion 추출기 전파과정 간소화는 예측 정

확도에 영향을 주지 않는 것을 확인했다.

예측시간에 단축을 비교하기 위하여 PC 환경과

TX2 Board 환경에서 실험을 진행하였고 그 결과는

표 2와 같다. ALL-LSTM 모델은 PC 환경에서
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Predict

Horizon(s)
NON-LSTM(m) EGO-LSTM(m) ALL-LSTM(m)

FDE

(Final

Distance

Error)

1 0.635 0.612 0.611

2 1.371 1.343 1.322

3 2.291 2.209 2.225

4 3.477 3.367 3.396

5 4.964 4.856 4.840

ADE

(Average

Distance

Error)

1 0.847 0.400 0.398

2 0.975 0.804 0.793

3 1.366 1.258 1.255

4 1.910 1.813 1.819

5 2.594 2.500 2.510

표 1. 예측 정확도 비교 결과
Table 1. Comparison result of predict accuracy.

그림 5. Average Distance Error(ADE) 비교 그래프
Fig. 5. Comparison plot of Average Distance Error(ADE)

PC TX2 Board

NON-LSTM(ms) 8.335 185.963

EGO-LSTM(ms) 10.884 187.253

ALL-LSTM(ms) 12.908 191.277

표 2. 예측시간 비교 결과
Table 2. Comparison result of inference time

12.908 ms, TX2 보드 환경에서 191.277 ms의 예측

시간을 보였다. 이를 기준으로 주변차량의 Dynamic

Motion 추출기 전파과정을 간소화한 EGO-LSTM 모

델의 예측시간은 PC 환경에서 약 15.7% 단축한

10.884 ms, TX2 보드에서 2.1% 단축한 187.253 ms

이다. 모든차량의 Dynamic Motion 추출기의전파과

정을 간소화한 NON-LSTM 모델의 예측시간은 PC

환경에서 약 35.4% 단축한 8.335 ms, TX2 보드에서

2.8% 단축한 185.963 ms이다. NON-LSTM 모델은

가장큰예측시간단축을보였으나예측오차또한상

승하였다. 반면 EGO-LSTM 모델은유사한예측오차

를보이면서예측시간이단축된것을확인할수있다.

Ⅴ. 결 론

본 논문에서는 딥러닝 기반의 차량 경로예측 모델

의 예측시간을 단축하기 위해 전파과정 간소화 방법

에 관하여 연구하였다. 전파과정 간소화를 적용한 여

러 모델을 제안하고 예측 정확도 및 예측시간 성능에

대한검증을진행하였다. 대용량의실도로주행데이터

를 활용하여 딥러닝 모델을 학습시키고 PC 환경에서

의 검증뿐만 아니라 임베디드 환경에서의 예측시간을

측정하였다. 해당실험결과를통해딥러닝기반의차

량 경로예측 모델에서 주변차량 Dynamic Motion 추

출기의 구조를 LSTM 기반에서 FC 기반으로 변경하

여 전파과정 간소화한 모델은 예측 정확도 손실 없이

예측시간을 단축하는 것을 확인할 수 있었다. 하지만

임베디드 환경에서의 예측시간은 실시간 제어를 하기

에는아직도부족한수준이다. 따라서향후제한된임

베디드 환경에서도 실시간성을 보장할 수 있는 딥러

닝 기반의 차량 경로예측 모델의 구조에 관하여 추가

연구를 진행하고 예측 정확도 및 예측시간의

Trade-off 성능에 대하여 검증할 계획이다.
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