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요 약

본 논문에서는 인지 통신망에 적용되는 핵심 기술인 자동 변조 분류를 위해 새로운 방식의 딥러닝 기반 자동

변조 분류 기법을 제안하였다. 제안된 모델은 Convolutional Neural Network (CNN) 방식을 통해 설계되었으며

기울기값이 사라지는 문제를 완하하여 정확도를 높이기 위해 ResNet의 스킵커넥션 구조를 적용하였고 또 네트워

크의 계산 복잡도를 줄이기 위해 비대칭 컨볼루션 필터 구조를 적용하였다. 일반적으로 CNN 기반 자동 변조 분

류는 복소 신호를 실수성분와 허수성분으로 분리하여 × 크기의 입력값이 사용되지만, 본 논문에서는 송신기

로부터 받은 복소 신호를(×)을 ×로 확장하여 적용하였다. 프레임의 확장 방식은 기존의 수신된 프레임을

복사하여 수평적으로 순서를 역으로 바꾸어서 기존의 프레임에 연결하는 방법이다. 제안된 방법을 통한 CNN 모

델의 성능 평가를 위하여 24개의 변조 방식을 가지는 DeepSig:RadioML 2018.01A 데이터셋을 사용하였으며 자동

변조 분류를 위한 최신 딥러닝 모델인 ResNet, MCNet 그리고 LCNN과 비교하여 검출확률의 성능 및 계산 복잡

도을 비교분석하였다. 시뮬레이션 결과를 통해 제안된 모델이 기존의 모델보다 전 구간 SNR (Signal-to-Noise

Ratio) 영역에서 검출확률 성능이 우수한 것을 확인하였으며, 특히 SNR 10 dB에서 최소 2.5% 이상 높은 검출확

률을 보였다.

Key Words : Automatic Modulation Classification, Convolutional Neural Network, Cognitive Radio Network,

Frame Extension, Predicted Accuracy

ABSTRACT

In this paper, a new deep learning-based automatic modulation classification technique is proposed for

automatic modulation classification that is applied to cognitive radio networks. The proposed model is designed

by Convolutional Neural Network (CNN) technique, which contains skip connection structure of ResNet to

minimize the vanishing gradient problem and convolutional layers with asymmetric kernels to reduce

computation complexity. In general, complex signals are divided into × to utilize as input size of the

CNN. However, in this paper, by extending the kept frame from a transmitter × size is adopted for the

proposed CNN. For the frame extension method there are three steps. First, the present frame is copied.
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Second, the order horizontally is reversed. Finally, it is connected to the existing frame. To evaluate the

performance of the proposed CNN model the DeepSig:RadioML 2018.01A dataset with 24 modulation schemes

was used, and the accuracy performance and the computational complexity are compared to the latest deep

learning models ResNet, MCNet and LCNN. Through the simulation results, the proposed model has better

prediction accuracy performance in the entire signal-to-noise ratio (SNR) region than the conventional model,

where it showed at least 2.5% higher accuracy at SNR 10 dB.

Ⅰ. 서 론

사물인터넷과같은무선통신기술의발달및항공,

물류, 에너지 등의 산업응용 분야에 적용과 스마트폰

등의 휴대용 무선통신기기 보급 확산 및 사용량 증가

로 인해 가용주파수 자원에 대한 요구가 계속해서 늘

어나고있다[1,2]. 또한제한적인 주파수자원으로다양

한 응용 분야별로 안정적인 서비스를 제공에 어려움

이발생하고있다[3,4]. 따라서, 제한적인주파수자원에

대한 사용 효율성을 높이기 위해 사용되지 않는 주파

수를 인지하여 사용하게 하는 인지 통신 기술이 제안

되었다[5].

인지통신기술은주사용자가사용하는채널을부

사용자가 주 사용자에게 간섭을 주지 않는 범위 내에

서 채널을 감지하여 해당 채널을 사용하는 기술이다.

주 사용자를 제외한 부 사용자의 경우 채널에 접근하

여데이터를전송할때각각다른유형의변조방식을

통해 전송할 수 있음으로 정확한 변조 방식을 인지하

고 해당 변조 방식으로 복조하는 기법이 인지 통신에

있어서 매우중요하다. 따라서, 자동적으로 변조유형

을 선택하는 자동 변조 분류기법이 제안되었으며, 이

기법은 신호에 대한 사전지식 없어도 자동적으로 신

호의 변조 유형을 식별하게 한다[6].

기존의 자동 변조 분류 기법은 2가지 종류로 제안

되었으며, 첫 번째는 최대 우도추정 기반의 의사결정

이론 방식이 있으며 두 번째는 특징 기반의 패턴인식

방식이다. 최대 우도추정 방식은 베이지안 추론을 통

해 사전확률과 사후확률을 구분하여 최적의 값을 얻

게되는 최적의 방식이지만 사전확률을 얻기 위한 충

분한사전데이터확보와채널상태에대한완전한정

보를 가져야 하는 전제 조건이 따른다. 또한 신호의

정확한변조분류확률을연산하기위해높은계산복

잡도가 발생함으로 현실적으로 구현이어려운 단점을

가진다.

특징기반의패턴인식방식은 3단계로구분하여신

호를 판별한다. 첫 번째는 입력 데이터 전처리, 그리

고 특징 추출, 마지막으로 분류 결정으로 나누어진다.

특징 추출 기반 방식의 전처리는 특징추출 단계에서

정확한 특징을 추출할 수 있도록 데이터를 사전 가공

하는 단계이며 수집된 데이터의 샘플링과 동기화, 노

이즈제거, 정규화 등을수행한다. 특징추출에서는 사

전 가공된 데이터를 순간 특징, 순환정지 특징, 고차

큐뮬런트특징등다양항방식중하나를선택하여특

징을추출하는단계이다. 마지막으로분류결정에서는

먼저 분류기를 선정하여 추출된 특징을 적용하여 판

별하는 단계로 주로 사용되는 서포트벡터머신(SVM),

최근접 이웃 알고리즘(k-NN), 의사결정트리(DT) 등

을포함하여많은분류기가사용된다. 특징기반인지

방식은 최대 우도추정 방식보다 성능 부분에서 우수

하지는 않음에도 낮은 계산 복잡도와 구현이 용이한

장점으로실제적으로적용되어진다. 반면에일부특징

추출 방법 중 고차 큐뮬런트의 경우 블라인트 신호를

식별하기 위해 사용되는 효과적인 방식이지만,

M-QAM, M-PSK 등 고차 변조를 적용한 신호를 해

석하기 위해 계산 복잡도가 증가할 수 있다. 또한 매

뉴얼적 특징을 적용시 각 변조의 깊은 특징의 정보를

손실되는 가능성이 있다[7]. 게다가 기존의 머신러닝

분류기 역시 입력되는 특징에 의존적임으로 분류되는

결과 정확도 역시 한계를 가지게 된다.

최근기존의특징기반인지방식의한계점을뛰어

넘는 딥러닝 기반 인지 방식이 제안[8]되었으며 그 중

합성곱신경망(CNN) 기법의우수성을초기응용분야
[9,10] 뿐만아니라자동변조분류분야[4,11-13]에서또한

나타내었다. H. Thien, et al.[4]에서는 24개 변조 타입

을 포함하는 DeepSig 최신 데이터셋을 사용하여

CNN 모델을 설계하였다. 프레임 길이를 128, 256,

512 그리고 1024 길이로조정하여각성능에대해나

타내었으며, 프레임 길이 1024, SNR 10 dB에서 약

88% 분류성능을나타내었다. T. Huynh The, et al.[11]

은 24가지 변조 타입에 대한 경량 MCNet 모델을 설

계하였으며 네트워크 깊에 따른 정확도 성능과 각 변

조 타입에 대한 예측 성능을 나타내었으며 기존 모델

대비 정확도 및 계산 복잡도 부분에서 우수성을 나타

내었다. S. Hong, et al.[12]는신호의중요특징을추출
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그림 1 자동 변조 분류를 위한 시스템 모델 예시
Fig. 1. Example of system model for automatic
modulation classification

하기위해다중스트림 CNN 구조를설계하여 11개의

변조타입에대한성능을나타내었다. 또한다중스트

림에 적용된 블록에 따라서 예측성능 추세를 나타내

어모델을설계할최적의구조선택이가능하다. 마지

막으로 H. Gu, et al.[13]는 LoS(Line of Sight) 그리고

Non-LoS 채널을 식별하고 변조 타입을 학습하여 블

라인드 채널의 상태에서 변조 타입을 식별하는 2개의

CNN 모델을 제안하였다. 제안된 모델은채널을식별

후 신호를 분류하여 블라인트 채널에서 식호를 식별

하는우수성을나타내었다. 앞서언급된자동변조분

류를위한 CNN 모델의공통점은복소신호를실수부

와 허수부로 구분하여 ×로 입력을 가진다, 여기

서 은 프레임의 길이를 나타낸다.

본 논문은 CNN 모델이 신호의 주요한 특징 추출

하는 것을 높이기 위해 기존의 프레임 크기 ×에

서 ×으로 확장[14]하였으며 이를 CNN 모델의 입

력으로 사용하였다. 프레임의 크기를 확장하여 계산

복잡도 역시 증가함으로 평균풀링 계층을 통해 특징

맵의크기를 ×로압축되도록 설계하였다. 제안된

CNN 구조의 성능을 분석하기 위해 DEEPSIG

DATASET: RADIOML 2018.01A[15] 데이터셋을 사

용하였으며, 여기서 SNR 0dB에서 20dB까지 2dB 간

격으로 24개의 변조 타입에 대한 프레임을 포함하고

있다. 모의실험을 통해 제안된 CNN 모델의 자동 변

조분류성능이기존의 CNN 모델보다우수한것을나

타내었다.

본 논문의 구성은 다음과 같다. Ⅱ장에서는 시스템

모델에 대해 소개하고, Ⅲ장에서는 제안된 딥러닝 모

델에 대해 설명하였다. Ⅳ장에서는 제안된 기법에 대

한시뮬레이션결과에대해나타내었으며, 마지막으로

Ⅴ장에 결론 및 향후 연구에 대해 언급하였다.

Ⅱ. 시스템 모델

2.1 시스템 모델
임의의 신호를 수신하여 식별하기 위한 딥러닝 기

반자동변호분류과정을그림 1에나타내었으며, 여

기서 송수신기에 각 2개의 안테나를 가지는

Multi-Input Multi-Output (MIMO) 시스템을통해 데

이터 전송이 이루어지고 변조타입은 정해진 24가지

중 하나를 수신하는 것으로 가정하였다. 또한 수신된

신호는 클럭오프셋으로 인한 주파수 오프셋과 위상

오프셋이발생하며, Rayleigh 채널을통과하면서왜곡

이 발생하는 것으로하였다. 따라서, 수신기에서 임의

의 신호를 수신할 때 아래의 식으로 나타낼 수 있다.

     (1)

여기서 는  
 수신신호 벡터이며, 는




 


 

 
채널매트릭스, 는   

 변조된심

볼 벡터 그리고 은 가산 백색 가우시안 잡음이다.

와 는 송신기와 수신기의 안테나 수를 각각 의

미한다. 채널 매트릭스에서 하나의 채널 계수는 아래

의 식으로 나타낼 수 있다.

  
    (2)

여기서 은 송신기와 수신기 사이의 다중경로 진

폭을 나타내며, 와 는 캐리어 주파수와 위상의

오프셋을 의미한다. 수신된 복소 신호는 전처리 단계

로 들어가 데이터 가공이 수행하며 이때 Root Mean

Square (RMS) 정규화를처음으로수행한다. RMS 정

규화는 다음과 같이 나타낼 수 있다.

  







  

 ∣∣




(3)

여기서 는 프레임에서 하나의 요소를 나타내며

각 프레임의 길이 은 1024이다. 정규화된 프레임은

실수부 (In-phase component)와 허수부 (Quadrature

component)로나누어 × 매트릭스로 구성하며

다음과 같이 나타낼 수 있다.

 










 

⋯ 




 


⋯ 

  (4)

여기서 상위 인덱스 I, Q는 각각 실수부와 허수부

를의미하며프레임을확장및적용하기위해  매트
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릭스를 복사하여 순서를 역으로 나열한 다음  매트

릭스에 연결시킨다. 이는 ×로 표현되며 아래

와 같이 나타낼 수 있다.

 












 


⋯ 




 


⋯ 





 


⋯ 





 


⋯ 



 (5)

 매트릭스는 최종적으로 CNN 모델의 입력값으

로적용되어데이터를학습하게된다. 변조타입수와

학습하기 위해 사용되는 프레임 수를 고려하여 아래

의 식으로 나타낼 수 있다.

 













 ⋯ 


⋯



⋮ ⋮ ⋱ ⋮


 ⋯ 

 (6)

여기서 인덱스 은 각 변조에 대한 총 프레임 수

를 의미하며 는 총 변조 타입 수를 나타낸다.

2.2 데이터셋
본 논문에서는 DeepSig의 최신 버전 RadioML

2018.01A[15]를 사용하였으며 신호를 수집하기 위한

환경조건은 중심주파수 900MHz의 ISM 대역에서

Rayleigh 페이딩채널조건및클럭오프셋 1 parts per

million (ppm) 조건으로 손상된 신호를 수집하였다.

학습을 위해 적용되는 프레임 수는 하나의 변조 타입

에서 4096개 프레임을 포함하고, 24개 변조 타입을

고려할때 98,304개의프레임수를가진다. 이는 SNR

각 구간에서 사용되는 프레임 수를 나타내며 고려된

SNR 범위는 0dB에서 20dB에서 2dB 간격을따라프

레임수를가진다. 딥러닝모델의학습을위해데이터

셋의 80%를 사용하였으며 20%는 실험을 위해 사용

되었다. 마지막으로, 사용된 24개의 변조타입은아래

와 같이 나타내었다.

OOK, AM-SSB-SC, AM-DSB-SC, AM-SSB-WC,

AM-DSB-WC, FM, GMSK, 4ASK, 8ASK, BPSK,

QPSK, OQPSK, 8PSK, 16PSK, 32PSK, 16APSK,

32APSK, 64APSK, 128APSK, 16QAM, 32QAM,

64QAM, 128QAM, 256QAM

Ⅲ. 제안된 딥러닝 모델

3.1 CNN 모델
딥러닝 모델은 지도학습의 인공신경망에서 파생되

었으며그중 CNN은다른딥러닝기법에비해강력한

예측성능을가진다. 초기에 제안된 CNN은이미지분

류[9]를 위해 사용되었으나, 다양한 응용 분야에 구조

를 변형하여 적용되어 졌다. 본 논문에서 사용되는

CNN은 변조 타입의 분류를 위한 목적으로 사용되며

일반적인 CNN은 입력 계층에서 입력값을 입력 받고,

다음 컨볼루션 계층으로 전달되어 특징 맵을 생성하

게된다. 이때컨볼루션연산은 번째특징맵()을만

들기 위해 아래의 식과 같이 나타낼 수 있다.

 
  

 

× (7)

여기서   는 각각 필터의 세로, 가로 인덱

스, 입력값의공간적세로, 가로좌표를나타내며 는

컨볼루션 필터이고, 는 입력값, 그리고 는 바이어

스 값이다. 컨볼루션 계층을 통한 출력은 최소 배치

사이즈를 규모로 배치 정규화 계층을 통해 특징값을

정규할 수 있으며 이는 학습의 효율과 일반화 성능을

높여준다. 배치정규화는아래식으로나타낼수있다.

  


 (8)

여기서 는 최소 배치의 평균값이며 
는 최소

배치의 분산값으로 



  

   
를 통해 얻을 수

있으며그리고 는분모가 0이되지않도록주어지는

매우작은값으로임의로지정된다. 배치정규화의출

력은 비선형 활성화 함수를 통해 다음 계층으로 생성

된 특징맵을 전달하며, 여기서 비선형 활성화 함수는

ReLU (Rectified Linear Units) 함수를사용하였고아

래와 같이 나타낼 수 있다.

    i f  
  i f ≥

(9)

마지막으로 완전 연결 계층을 통해 출력을 1차원

배열로나열하고 Softmax 계층에적용하여클래스별

로예측확률을계산하고이를근거로 CNN 모델은최

종 출력을 결정한다, 여기서 Softmax는 아래와 같이
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그림 2. 제안된 CNN 구조
Fig 2. The proposed CNN architecture

나타낼 수 있다.

 
 


  










(10)

여기서분모는입력받은 1차원배열의전체요소를

더한값이며각요소에대해나누어확률을계산한다.

제안하는 모델은 Stochastic Gradient Descent with

Momentum (SGDM) 최적화 기법을 사용하여 손실

값을 최적화하였으며, 여기서 사용되는 가중치()는

아래 식을 통해 갱신할 수 있다.

    ∇

  


  



  


(11)

    (12)

여기서 는 중간 가중치 값으로 각각의 반복 학습

때마다 사용되며 가중치()와 선형조합을 통해 갱신

된다. 는 모멘트 계수이며, 는 학습률을 나타내고,

는 추정값, 그리고 는 진리값을 나타낸다.

3.2 제안된 CNN 모델
제안된모델은 VGG와같이계층을적층하는구조

에서 기울기가 소실되는 문제를 해결하기 위해

ResNet의스킵커넥션방식을추가하여정확도를향상

시킬 수 있도록 하였고, 또한 계산 복잡도를 줄이기

위해 포인트와이즈 컨볼루션 방식을 적용하여 학습

파라미터의수를낮추도록하였다. 제안된 CNN 구조

는 그림2에나타내었으며 총 4개의블록을통해주요

특징맵을 추출하고 나머지 계층에서 분류 및 예측을

위해 구성된다.

그림 2a는 전체 CNN 구조에 대해 나타내었으며

입력 계층으로부터 입력값을 받은 후 처음 2개의 블

록을 통해 특징맵을 추출하고 2×1의 평균풀링 계층

을 통해 4×1024 특징맵 크기를 2×1024 크기로 압

축시킨다, 여기서 압축된 특징맵은 역순으로 확장된

프레임에 의해 기존의 프레임과 다른 특징맵을 형성

하게되고이는각변조타입에대한특징정보를압축

되는과정에서중요특징을좀더유지하게하는효과

를 가진다. 기존의 프레임 압축된 특징맵은 2개의 블

록을 통과한 후 글로벌 평균풀링 계층을 통과하여 특

징맵크기를 1×1로줄이고완전연결계층과 Softmax

계층을 통해 최종 변조타입을 예측하는 순서로 진행

된다. 그림 2b는 처음 ABlock에 대해 나타내었으며

총 6개의컨볼루션 블록과 3개의 최대풀링계층을 사

용한다. 컨볼루션 블록(ConvB)는 컨볼루션 계층, 배

치정규화 계층 그리고 활성화 계층으로 구성되며 활

성화계층에서 ReLU 함수를네트워크전체구조에서

일괄적으로 적용하였다. 컨볼루션 계층 옵션의 경우

모든 컨볼루션 연산 시 스트라이드는 1×1로 동일하

게 설정하였으며 컨볼루션 연산을 통해 출력 크기가

축소되지 않도록 공통 패딩을 설정하였다. 컨볼루션

블록을 따라 연결된 2개의 최대풀링 계층은 1×2 필

터와 1×2 스트라이드를 사용하여 중요하지 않는 특

징들을 제거하고 면적 크기를 줄여 학습속도를 높이

도록 하였으며, 특징맵 크기를 1024에서 512 그리고

256의 길이로 축소된다. 스킵 커넥션에 연결된 최대

풀링 계층은 1×4 필터와 1×4 스트라이드를 사용하

여동일면적크기로조정하여더해질수있도록하였

다. 그림 2b는 컨볼루션 블록을 쌓아 더 깊은 특징을

추출 할 수 있도록 하였으며 처음과 마지막 컨볼루션

블록을 포인트와이즈 컨볼루션 연산으로 적용하여 학

습 파라미터 수를 낮추었으며 중간에 위치한 컨볼루

션 블록은 1×3, 3×1 비대칭 필터를 사용하여 동일

한 효과를 가지는 3×3 필터를 적용한 것보다 계산

복잡도를 낮추도록 하였다. 그림 2d는 CBlock과

DBlock에적용된구조로 BBlock에적용된구조와유

사하게 처음과마지막 컨볼루션 블록은 포인트와이즈

컨볼루션 연산을 하며 중간에 위치는 컨볼루션 블록

은 1×3 필터를통해컨볼루션연산을하도록하였다.

이는 4×256 프레임에서 2×256으로 압축된 상태로

3×1 필터를 통한 각 행의 특징 추출에 대한 효과가
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Type Value

MaxEpochs 45

MiniBatchSize 64

InitialLearnRate 0.1

LearnRateDropPeriod 20

LearnRateDropFactor 0.1

Optimizer SGDM

표 2 . CNN 모델 모의실험 설정
Table 2. The configuration of CNN simulation.

Type
Filter

Size
Output Size

Paramet

ers

Input - 4×1024 -

ABlock

ConvB 1×3 4×1024×16 96

ConvB 3×1 4×1024×16 816

ConvB 1×5 4×1024×16 1328

ConvB 5×1 4×1024×16 1328

MPool 1×2 4×1024×16 -

ConvB 1×3 4×512×16 816

ConvB 3×1 4×512×16 816

MPool 1×2 4×256×16 -

BBlock

ConvB 1×1 4×256×32 608

ConvB 1×3 4×256×16 1584

ConvB 3×1 4×256×16 816

ConvB 1×1 4×256×32 608

APool 2×1 2×256×32 -

CBlock

ConvB 1×1 2×256×64 2240

ConvB 1×3 2×256×24 4680

ConvB 1×1 2×256×64 1728

DBlock

ConvB 1×1 2×256×128 8576

ConvB 1×3 2×256×32 12384

ConvB 1×1 2×256×128 4480

GAPool - 1×1×128 -

FC - 1×1×24 3,096

Softmax - 1×1×24 -

Output - - -

Total - - 46,000

표 1. 제안된 CNN 모델 구조 설명
Table1. The description of proposed CNN model.

그림 3. 테스트셋을 통한 검출확률 성능 비교
Fig. 3. Predicted performance comparison by the testset

제한적이기때문이다. 제안된 CNN 구조에적용된 필

터크기와출력크기그리고학습파라미터수에대한

부분을 표 1에 요약하였다.

Ⅳ. 시뮬레이션 결과

본논문에서 제안된 CNN 모델의모의실험을위해

데이터셋의 80%는 학습 데이터로 20%는 시험 데이

터로 적용 후 성능을 평가하였으며 모의실험을 위한

환경설정은 표 2를 통해 요약하였다. 네트워크 해석

프로그램은 Matlab 2020b를 사용하였으며 하드웨어

장비는 CPU i5-9400F, RAM 32GByte, GPU

NVIDA RTX 2080 SUPER으로 구성하였다. 제안된

모델과 성능 비교를 위하여 최신 CNN 모델인

LCNN[16], MCNet[11]를 포함한 ResNet[15] 등과 SNR

에 따른 비교를 통하여 성능을 나타내었으며 제안한

모델이 기존의 모델보다 검출 확률 성능이 우수한 것

을 보였다.

그림 3은 0 – 20 dB SNR 구간에서각모델의검

출확률 성능을 나타내었으며 낮은 SNR 구간에서 높

은 SNR로 증가할수록 각 변조 타입에 대한 특징이

명확해지므로 각 기법의 검출 확률이 증가하는 것을

볼 수 있다. 제안된 모델의 경우 다른 모델보다 SNR

전구간에서다른기법보다높은검출확률성능을가

지며 대표적으로 SNR 0 dB와 10 dB에서 각 기법에

대한검출확률을다음과같이비교분석하였다. 낮은

SNR 대역인 0 dB에서 ResNet, MCNet, LCNN 그리

고 제안된 모델은 45.92%, 53.51%, 56.64% 그리고

57.51% 각각 검출 확률을 가진다. 그리고 일반적인

FB 방식인 SVM과 XGboost는 28% 그리고 38.71%

를 가짐으로 제안된 모델이 최소 1.5% 높은 성능을

보였다. 또한높은 SNR 대역인 10 dB에서는 ResNet,

MCNet, LCNN 그리고 제안된 모델이 각각 73.66%,

www.dbpia.co.kr



논문 /확장된 프레임을 적용한 딥러닝 기반 자동 변조 분류 설계

1233

그림 4. 제안된 모델의 APSK/PSK 변조 방식 성능 비교
Fig. 4. Performance comparison of proposed model for
PSK

그림 5. 제안된 모델의 QAM/ASK/GMSK/OOK 변조 방식
성능비교
Fig. 5. Performance comparison of proposed model for
QAM/ASK/GMSK/OOK

그림 6. 제안된 모델의 FM/AM 변조 방식 성능비교
Fig. 6. Performance comparison of proposed model for
FM/AM

86.06%, 91.48% 그리고 93.85%의 검출 확률을 가지

며 SVM과 XGBoost는 각각 49.02%, 61.13% 검출

확률을 가진다. 따라서 SNR 10 dB에서 제안된 모델

이 비교된 성능에 따라 최소 2.5% 높은 성능을 가지

는 것을 볼 수 있다. CNN 모델 중 성능이 가장 낮은

ResNet은 6개의 컨볼루션 블록과 2개의 완전연결층

을 적용하여 네트워크의 깊이가 가장 깊은 구조를 가

지고 있다. 따라서, 학습 시 오버피팅률이 증가하여

일반화 정도가 낮아 질수있다. 또지정된 특징을 사

용한 머신러닝의 SVM과 향상된 결정트리 방식의

XGboost는 성능면에서 한계를 가짐을 알 수 있다.

그림 4는 제안된 모델을 통한 APSK와 M-PSK에

대한성능을 나타내었으며 SNR 0 dB에높은 SNR로

증가할때 128 APSK 타입을상대적으로예측하지못

하는 것을 볼 수 있으며, 이는 노이즈와 채널 상태에

따른 신호의 손상으로 검출에 대한 어려움이 있기 때

문이다. 또한 64 APSK 타입에서 128 APSK로 고차

변조 타입으로 변화 될 때 동일한 조건에서 검출하기

더어려운것을보여준다. 하지만, SNR 10 dB 이상에

서각타입에대한예측정확도가높은것을볼수있

다. QPSK 타입의 경우 에러플로어가 나타나는 것을

볼 수 있는데 이는 256QAM 타입과 유사성이 있어

혼돈하고 있기 때문이며 이에 대한 비교 결과는 그림

7을 통해 나타내었다.

그림 5은 QAM, ASK, GMSK 그리고 OOK 변조

타입에 대한 성능을 나타내었다. 성능 결과에 따라

64/256 QAM은 높은 SNR 영역에서도 검출 확률이

상대적으로 크게 낮은 것을 볼 수 있다. 일반적으로

다른 기법의 경우 높은 SNR 영역에서 검출 확률이

높게 나오는 것을 고려 하였을 때 2가지 기법의 경우

CNN 모델이높은 SNR 영역에서주요한특징을추출

하지못하는것을볼수있으며, 따라서다른변조타

입과 쉽게 혼동하고 있음을 볼 수 있다, 여기서

64QAM은 AM-SSB-WC로 256QAM은 QPSK로 혼

돈예측하는 것을 그림 7을 통해 알 수 있다.

그림 6은 FM과 AM 타입에대한검출성능을나타

내었으며 AM 타입은 아날로그 변조 타입을 나타낸

다. 여기서 가장 검출 확률이 낮은 기법은

AM-DSB-SC로 높은 SNR 영역에도 90% 이상의 검

출 확률을 가지지 못한다. 이는 다른 디지털 변조 타

입과 쉽게 혼동하여 검출하기 때문이다. 반면에 나머

지 변조 타입은 높은 SNR 영역에서 90% 이상의 검

출 성능을 보이고 있다.
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그림 7. SNR 10 dB, 93.85% 검출 확률에 대한 분류결과표
Fig. 7. Confusion matrix for accuracy 93.85% at SNR 10
dB

그림 8. 각 모델의 복잡도 비교
Fig. 8. Computation complexity of each model.

그림 7에서 SNR 10 dB에서 24가지 변조 타입의

불일치 정도에 대해 직관적으로 분석을 위하여 시각

화하여 나타내었으며 10 dB에서 3가지 타입이 불일

치가높게발생한것을볼수있다. 따라서낮은 SNR

과높은 SNR 간의성능비교를통하여낮은 SNR 영

역으로진행할때불일치정도가높은변조타입에대

해파악할수있으며이를고려하여응용분야에따라

서네트워크를재설계및적용할수있다. 10 dB에서

불일치가 높은 64 QAM의 경우 주로 AM-SSB-WC

변조 방식으로 잘못 예측하였으며, 256 QAM의 경우

에는주로 QPSK 변조방식을 잘못 예측하였다. 그리

고 AM-DSB-SC는 128APSK와 128QAM을 주로 잘

못되게 검출한 것을 볼 수 있다.

그림 8은각 CNN 모델에대한계산복잡도로학습

파라미터와 검출 시간에 대해 구분하여 나타내었다.

먼저 제안된 모델에서 사용된 파라미터 수는 46k로

다른 모델 ResNet (236k), MCNet (142k) 보다 크게

낮은 파라미터 수를 사용하는 것을 볼 수 있으며,

LCNN (46k)의 경우 동일한 파라미터 수를 사용하였

다. 1 프레임당예측시간의경우 ResNet과 MCNet보

다 각각 6.2%, 4.8% 예측시간이 짧았지만, LCNN과

비교시학습파라미터수가동일하지만약 2배더높

은검출 시간이 걸린 것을 알수있다. 이는입력크기

를 크게하였고 컨볼루션 계층을 통한 네트워크의 깊

이를증가시켜이에대한검출시간이증가한것을알

수 있다. 따라서, 검출 확률 성능 부분에서는 제안된

모델의성능이 LCNN 보다높으며, 계산복잡도성능

부분에서는 낮은 것을 고려할 때 입력 크기를 확대함

을 통해 트레이드오프가 발생함을 알 수 있다.

Ⅴ. 결론 및 향후연구

본논문에서는인지무선기술에서자동변조분류

를위한입력크기를확대한 CNN 모델을제안하였다.

수신부에서 가지고 있는 프레임을 복사 및 적용하는

것으로 검출 확률이 증가한 것을 볼 수 있으며 이는

발신부에서 제공된 제한적인 프레임으로도 검출 확률

을높일수있음을확인하였다. 모의실험을통해제안

된 모델의 검출 확률 성능이 기존의 모델보다 SNR

전구간에서우수한것을확인하였으며, 특히 SNR 10

dB에서 최신 모델 LCNN보다 2.5% 이상 높은 검출

확률을보였다. 반면에검출시간의경우 LCNN 보다

약 2배 증가한 것을 통해 제안된 방식이 트레이드오

프가 발생함을 볼 수 있다. 향후 연구로는 고차원 변

조방식에대한심층특징추출에대한기법을연구할

예정이다.
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