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스마트폰 사용자의 이동 변화량 예측을 위한 딥러닝 기반

보행자 관성항법 기법
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Deep Learning-Based PDR Scheme for Predicting Movement

Changes for Smartphone Users
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요 약

실내에서 스마트폰 사용자의 위치를 추적하기 위해 이동 변화량을 센서 기반으로 계산하는 보행자 관성항법

(Pedestrian Dead Reckoning; PDR)에서, 사용자 보폭 추정 문제, 보행 경로에 따른 센서 드리프트 문제 등을 해

결하여 측위 정확도를 향상하기 위한 연구가 활발히 진행되고 있다. 본 논문에서는 기존 보행자 관성항법에서 발

생하는 문제를 해결하기 위해, 사용자가 건물 외부에서 스마트폰을 가지고 걸을 때 얻을 수 있는 가속계, 지자기,

자이로스코프의 센서값을 전처리하여 입력 데이터로 하고, 걸음마다 기록된 GPS 위성 신호로 계산된 위치 변화량

을 출력 데이터로 구성해 심층 신경망을 지도 학습시켜, 실외 뿐 아니라 실내에서도 스마트폰 사용자의 보행 중

이동 변화량을 예측하는 딥러닝 기반의 PDR 기법을 제안한다. Android OS 기반 삼성전자의 Galaxy S8 스마트

폰에서 앱을 구축하고, 딥러닝 프레임는 스마트폰에 이식이 쉬운 Google사의 TensorFlow를 사용하여, 제안하는

딥러닝 기반 PDR 기법의 측위 성능을 확인하였다.

키워드 : 보행자 관성항법, 딥러닝, 지도 학습, 스마트폰 기반 실내 측위, 범 지구 위성항법 시스템

Key Words : Pedestrian dead reckoning, Deep learning, Supervised learning, Smartphone-based indoor

localization, Global navigation satellite system

ABSTRACT

The pedestrian dead reckoning (PDR) using the inertial measurement units (IMUs) inside the smartphones,

calculates the movement variations track the location of indoor smartphone users, and the research is actively

underway to improve the localization accuracy by solving user stride estimation and sensor drift problems

along the walking paths. In this paper, we propose a deep learning-based PDR method to address the issues

arising from the existing PDR schemes. The proposed PDR method pre-processes the sensor values of

accelerators, geomagnetic sensors, and gyroscopes that users can obtain when walking with smartphones outside

the building, and constructs the location variations computed by GPS satellite signals as the output data. By

using the supervised deep neural networks with the configured data, we predict changes in the movement of

smartphone users, while walking outdoors as well as indoors. We built the apps on Android OS-based

Samsung Galaxy S8 smartphones, utilized the deep learning framework of Google's TensorFlow which is easy

to port to smartphones, and verified the localization performance of the proposed method.
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Ⅰ. 서 론

최근 들어, 실내에서 스마트폰 사용자를 위한 내비

게이션, 재난 발생 시 정확한 구조 위치 파악과 같은

다양한 상황에서 필요한 고도화된 실내 측위 (Indoor

Localization) 기술이요구되고있다. 스마트폰을사용

한 실내 측위 기술은 측위 시 사용하는 자원에 따라

2가지 종류로 구분할 수 있으며, 스마트폰 내부 자원

인관성측정유닛 (Inertial Measurement Unit; IMU)

에서 사용자의 움직임에 따라 변화하는 가속계

(Accelometer), 자이로스코프 (Gyroscope), 지자기

(Magnetic Field) 센서값을 사용하여 사용자의 이동

변화량을 계산하는 PDR 기법과 외부 자원인 Wi-Fi

AP (Access Point) 또는 Beacon의 BLE (Bluetooth

Low Energy) 신호 등 무선통신 신호의 세기와 방향

을 활용하는 기법 등이 있다.

Wi-Fi AP 또는 Beacon의 BLE 신호를 활용하여

사용자의실내위치를계산하기위해, 이미알려진위

치에설치된다수 AP와스마트폰기기사이의거리를

TOA (Time of Arrival)로 계산한 후 삼변측량

(Trilateration) 기법을 사용해 위치를 계산하거나, AP

의수신신호세기 (Recieved Signal Strength)를저장

한 데이터베이스를 기반으로 사용자 위치를 추정하는

핑거프린트 (Fingerprint) 기법이 있다. AP의 신호를

사용하여 측위를 하는 경우 실내 환경에 따라 발생하

는경로손실 (Path Loss), 다중경로 (Multi-path), 쉐

도잉 (Shadowing) 등의 무선통신 채널 문제로 인해

오차가발생하며, 정확한측위를위해서는 AP와스마

트폰기기간의 LoS (Line-of-Sight) 상황이안정하게

보장되어야 한다.

스마트폰 기반의 PDR 기법은 사용자의 보폭과 이

동 방향을 스마트폰 내 IMU, 즉 센서값을 기반으로

계산하여 변화하는 위치를 측정하는데, 두 가지 요소

에서 발생하는 문제점을 해결하기 위한 연구가 활발

히 진행되고 있다. 첫 번째로 보폭 추정은 가속계 센

서값과 보정계수를 사용하여 걸음 길이를 계산한다.

특히, 보정계수 설정은 경험적이거나 생체 역학적 접

근법에 따라 결정되는데, 각 사용자에 적합한 보정계

수 설정이 중요하다[1-3]. 두 번째, 이동 방향의 계산은

스마트폰의 IMU 데이터로 계산한 지역 좌표계

(Local Coordinate System; LCS) 방향을 회전행렬

(Rotation Matrix)를 사용해 전역 좌표계 (Global

Coordinate System; GCS)로 변환하여 사용하는데,

이동 방향 추정 시 가장 큰 문제 중 하나는 사용자의

보행 경로의 따라 발생하는 센서의 드리프트 (Drift)

현상이고, 그때각속도값을적분하면방향에대해누

적 오차가 발생해 측위 성능에 감소시킨다.

스마트폰 IMU 기반의 PDR 기법에서 발생하는 문

제점을 해결하기 위해, 연속되는 시간에서 측정된 센

서값을 샘플링 (Sampling)한 후 샘플 데이터 집합의

통계적 지표를 활용해 이상치를 감쇄하는 파티클 필

터 (Particle Filter), 칼만필터 (Kalman Filter) 기법과
[4-6], 이와대조적으로 각센서의 응답 특성에 맞게필

터를 통과시킨 후 적절한 비율로 결합해 사용하는 상

보 필터 (Complementary Filter; CF)를 사용하여 방

향각 추정에 불필요한 잡음을 감소시키는 기법이 있

다[7,8]. 최근에는 고도화된 실내 측위 기술을 위해 인

공 신경망 (Artificial Neural Network) 기반 딥러닝

(Deep Learning; DL) 방식의 다양한 기법으로 측위

모델을 만들고 학습에 사용되는 데이터를 스마트폰

내외부 자원으로 구성해 모델을 학습시켜 성능을 향

상하는 연구가 활발히 진행되고 있다[9-11].

앞서 언급한 실내 측위 기법과 다르게, 실외에서는

GNSS (Global Navigation Satellite System)으로서

미국의 GPS (Global Positioning System), 러시아의

GLONASS (GLObal NAvigation Satellite System)등

의 위성에서 송신하는 신호를 사용하여 사용자의 위

치를 계산한다. GPS 측위 방식은 크게 GPS 위성의

신호만을 감지하는 S (Stand-alone) 타입과 인터넷망

의 보조를 받는 A (Assisted) 타입으로 구분된다. 스

마트폰에서는 측위 성능과 배터리 효율을 고려해, 대

부분 A-GPS 타입을사용한다. 그림 1(a)는실제실험

시 사용되는 스마트폰을 사용해 사용자의 걸음에 따

라 측정한 GPS 위치와 실제 이동 경로를 지도 위에

표시하였고, 그림 1(b)는 그림 1(a)의 GPS 위치를 자

세히 관찰하기 위해 좌표축 상에 도시하였다. 여기서,

연속적인 걸음을 통해 GPS 신호를 감지하는 스마트

폰에서 두 걸음 사이의 오차 성분이 일정하다고 가정

하면, 실제 지도상의 위치에서는 상당한 오차가 발생

하지만 사용자의 걸음에 따른 이동 방향과 거리는 큰

오차가없다고할수있고실제그림 1의측정결과를

통해 이를 확인할 수 있었다.

본 논문에서는 스마트폰 IMU 센서 기반의 PDR

기법에서 발생하는 보폭 추정 문제, 센서의 드리프트

문제를 해결하기 위해, 건물 외부에서 스마트폰 사용

자가 걸으면서 저장되는 다중 센서값과 GPS 위치 변

화량을 활용한 딥러닝 기반의 PDR 기법을 제안한다.

스마트폰내부의 IMU 데이터와앞서확인한 GPS 위

치 데이터의 가정과 실제 측정 결과를 바탕으로 딥러

닝의지도학습데이터를구성하고, 이를통해사용자
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(a)

(b)

그림 1. 실제 이동 경로와 GPS 측정 위치
Fig. 1. Actual moving path and locations measured by
GPS

그림 2. 스마트폰 기준의 지역 좌표계와 지구 기준의 전역
좌표계
Fig. 2. Local coordinate system by smartphone and
global coordinate system by the Earth

의 이동 변화량을 예측하는 신경망 모델을 훈련한 후

실제 IMU 센서값만사용해 실내외연속측위환경에

서사용자의보행경로에따른측위성능을확인한다.

본 논문의 구성은 다음과 같다. 2, 3장에서는 기존

스마트폰의센서기반 PDR 측위 기법과문제점을 각

각소개하고, 4장에서는제안하는딥러닝기반의 PDR

기법에 대한 시나리오, 이동 방향과 거리를 예측하기

위한 데이터 구성 및 수집, 훈련 데이터 전처리 방식

과 학습 모델에 대해 제안한다. 5장에서는 구현된 시

스템을사용한실험결과를제시하며, 6장에서결론을

맺는다.

Ⅱ. 센서 기반 PDR 측위 기법

스마트폰의 IMU에서 얻을 수 있는 데이터로 이동

방향을 측정하기 위해서, 크게 가속계 (단위:  )

센서와 지자기 (단위:  ) 센서를 사용하는 방법과

자이로스코프 (단위:  ) 센서를 사용해서 측정

하는 방법으로 구분된다. 측정 방향은 그림 2(a)와 같

이기본적으로스마트폰기준 LCS로계산이되고, 이

를 그림 2(b)와 같이 지구 기준 GCS ( : Pitch,  :

Roll,   : Yaw)로 계산하기 위해 아래 과정에 따라

변환한다.

     
 , (1)

      
 , (2)

      . (3)

여기서,   는 IMU 가속계 센서의 3축

에서 얻은 센서값, 는 중력 가속도,   는 각각

Pitch, Roll, Yaw에 대응되는 회전각이다. 가속계 센

서값과 중력 가속도는 식 (2)의 관계로 표현할 수 있

고,       는 스마트폰 3축에 적용

되는 아래와 같은 회전행렬이다.

  








  

 cos  sin
 sin cos

, (4)

   








cos   sin

  
sin  cos

, (5)

  








cos  sin 

sin cos 
  

. (6)

또한, 가속계 센서값과 중력, 회전행렬의 관계를사용

하여 회전각  를 다음 식에 따라 도출할 수 있다.

www.dbpia.co.kr



논문 /스마트폰 사용자의 이동 변화량 예측을 위한 딥러닝 기반 보행자 관성항법 기법

1911


 

         , (7)

cos sin   , (8)

cos  sinsin sincos   ,

(9)

  tan  


, (10)

  tan  sin cos

 
. (11)

가속계 센서만 사용하면 Pitch 각도와 Roll 각도만

추정할 수 있으며, Yaw 각도 는 가속계 센서에서

구한  와 지자기 센서값을 결합하여 아래와 같이

계산한다.

     
   



 cos  sin
,

(12)

따라서, 위의 수식에 따라

  
  

 













cos  sinsinsincos

cos sin

sin  cossincoscos

    


(13)

coscos  sincos , (14)

  tan


 . (15)

여기서, 식 (12)의 는 일반적으로 스마트폰 화면이

하늘방향을향하고있을때 축방향과지구자기력

선 사이의 각도이고, 는 그 때 측정한 자기력의 크

기이다. IMU 지자기 센서에서 측정한 센서값 과

회전행렬, 지구의 자기력은 식 (12)의 관계로 표현할

수 있으며, 는 기존 지자기 센서값과 가속계 센

서에서 계산한  를 사용한 보정된 지자기 센서값

이다. Yaw 각도 는보정된지자기센서값을사용해

추정한다[12].

또다른방향추정센서인자이로스코프센서는사

용자의회전에따른각속도를반환해주며, 아래식에

따라 적분을 통해 3축의 방향을 계산한다[13].




 





 




    

, (16)

         
 , (17)

        


. (18)

여기서,   는 번째걸음에서감지된자이로스코프

센서의 3축에따라 측정된 회전각이고, 는 회전이

감지된시간이다. 자이로스코프는회전속도를반환해

주기 때문에, 초기 방향은 지자기와 가속계에서 측정

한 각도를 사용한다. PDR 기법에서는 일반적으로 사

용자들이 주로 스마트폰을 보고 걸을 때의 주요 회전

축인  축을중심으로계산된방위각 를사용하여

위치 추정에 사용한다.

사용자의보폭은스마트폰의가속도센서를사용하

여 아래와 같이 계산한다.

   
  



  




, (19)

   max
 min






. (20)

여기서, 식 (19), (20)은가속계센서의값을사용해서

사용자의 보폭을 추정하는 대표적인 방식이고[1-2], 보

행자의보정계수 와걸음사이에서측정되는가속계

센서값  
또는, 최대값 max

과 최소값 min
을

사용하여 걸음 길이를 계산한다.

이동 방향과 보폭이 결정되면, 번째 걸음에서 측

정된 보폭 와 이동 방향 을 사용하여 위치

  를 아래와 같이 갱신한다.

 sin cos
. (21)
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(a) Indoor

(b) Outdoor

그림 4. 가속계, 지자기 방위각과 CF 방위각의 실내외 비교
그래프
Fig. 4. Graph of indoor and outdoor comparisons of
accelerometer, magnetic azimuth, and CF azimuth

그림 3. 센서값의 필터 적용 및 상보필터 구조[18]
Fig. 3. Filter application of sensor values and
complementary filter structure[18]

Ⅲ. PDR 기반 측위 오차 요소 및 해결 방안

일반적으로 스마트폰 센서의 설계 목적은 높은 정

확도보다는 저전력에 초점을 맞추었다. IMU 데이터

를 사용하여 사용자의 위치를 갱신하는 PDR 기법은,

각 센서의 측정 방식에 따라 주변 환경 혹은 측정 장

비에서 발생하는 잡음과 센서의 측정 한계로 인한 영

향을쉽게받아오차가발생한다. 앞의문제를해결하

기위해센서 융합 (Sensor Fusion)을통한문제점 보

완이 중요하다.

IMU에서주변환경에의한영향을가장많이받는

센서는지자기센서이다. 지자기센서는가장높은자

기력을발산하는방향을자북으로인지하는데, 인접한

위치에 지구 자기력보다 강한 자성체가 있으면 자기

장이 왜곡되어 측정된다. 이러한 현상은 2 종류로 분

류하는데, 첫번째로스마트폰내부스피커등에존재

하는 영구자석에 의한 영향을 받는 하드 아이언 효과

(Hard Iron Effect; HIE) 및두번째로 스마트폰 외부

의 전자기기, 건축 철골 구조 등으로 인해 영향을 받

는 소프트 아이언 효과 (Soft Iron Effect; SIE)이다.

HIE는스마트폰구조설계시오프셋 (Offset)을측정

한 후 제거하여 문제를 해결한다. SIE는 사용자가 스

마트폰을 8자로 흔들어 보정하는 방법을사용하면 일

시적으로 완화되지만, 보행 경로 따라 환경이 변화하

는 상황에서는 영구적인 해결 방법은 아니다. 지자기

센서가 주변 환경으로 인해 변동성이 심해지면 스마

트폰 사용자의 방위각 의 정확한 추정이 불가능해

측위 성능이 감소한다[14].

스마트폰에 내장된 자이로스코프 센서는 사용자의

회전을감지하기위해코리올리의힘 (Coriolis Force)

를 사용하여 각속도를 측정한다[15].

  ×. (22)

여기서, 은 센서에 존재하는 물체의 질량, 는 물

체의속도, 는각속도를의미한다. 측정된각속도는

식 (16)을 사용하여 회전 시간에 따른 방향각을 추정

한다. 각속도를 적분하는 과정에서 사용자의 보행 경

로에 따라 드리프트 (Drift) 문제로 인해 방향각에 누

적 오차가 발생한다[13, 16].

기존의 문제점을 해소하고 높은 정확도를 가진 방

향을도출하기위해, 각센서의특성을고려하고잡음

을 감소시키는 필터를 적용해 그림 3의 가속계, 지자

기, 자이로스코프센서값을결합하여방향을추정하는

CF 방식이 존재한다[7,8]. CF는 고주파 영역에서 좋은

응답 특성을 가지는 자이로스코프 센서에 HPF (High

Pass Filter)를 적용하고, 저주파 영역에서 응답 특성

이좋은가속도센서에 LPF (Low Pass Filter)를적용

한 값을 결합하여 아래와 같이 각도 를 산출한
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그림 5. DL-PDR 성능개선 시나리오
Fig. 5. DL-PDR Performance improvement scenario

다[17].

     

           


.(23)

여기서, 는 CF에 적용되는 가중치 값이다.

그림 4는 CF의가중치 를 로적용하여결합

한센서값을방위각측정에사용했을때, 실제스마트

폰에서 안정적인 방위각을 도출하는지 비교 확인하기

위한 측정 결과이다. 측정 환경은 방위각의 변동성의

차이를 확인하기 위해 사용자는 일정 걸음 동안 고정

된 방향을 향해 걸었다. 그림 4(a)는 실내에서의 측정

결과인데, 건물 철골구조와 자성체의 존재로 보행 경

로에 따라서 지자기 센서값의 변동이 증가하여 측정

된방위각 (주황색) 또한 불안정한것을확인할 수있

었고, CF (파란색)를 사용해 측정한 방위각이 안정화

되는 것을 확인하였다. 그림 4(b)는 실외에서 안정적

인가속계지자기방위각과 CF 방위각을비교하여유

효성을 확인하였다.

Ⅳ. 제안하는 DL-PDR 기법

걸음사이의센서데이터를지속적으로샘플링하여

이상치를 감쇄시키는 기존의 필터링 기법에서는 스마

트폰 내부의 저장 공간과 계산 자원을 상당히 사용해

지속적인 측위 방면의 문제가 발생하고, 딥러닝 기법

을적용한기존의 PDR 기법에서 모델을학습하기 위

해라벨데이터의 Ground-truth를사람이직접결정하

여발생하는데이터의생성비용및객관성문제가발

생한다. 본장에서는기존 PDR 기법에서발생하는문

제점을 해결하기 위해 본 논문에서 제안하는 데이터

처리 이외에 별도의 설정이 필요 없는 딥러닝 기반의

PDR 기법에 대해 논의한다. 제안하는 DL-PDR 기법

의학습시레이블 (Label) 데이터로사용될객관적이

고자동으로측정되는 GPS 데이터의 Ground-truth 측

정 과정과 성능개선 시나리오를 서술하고, 이를 사용

자 이동 변화량으로 대응하고 걸음을 감지할 때만 센

서 데이터를 수집하는 시스템을 사용하여 측위 할 수

있도록 훈련 데이터 구성, 수집 과정 및 수집된 데이

터를 학습에 적합한 데이터로 변형시키는 전처리 방

식 및 모델 훈련 과정을 기술한다.

4.1 실외 환경 GPS 측위 데이터
스마트폰에서 GPS 신호를 사용해 측위를 하기 위

해 지구로부터 약 20,000km 상공에 위치한 인공위성

의신호를수신받을수있는실외공간에서사용자의

위치를 추정한다. 스마트폰에서 사용하는 GPS 측위

방식인 A-GPS는 스마트폰을 GPS 연산 서버와 연결

해 GPS 시작 속도를 향상시키고, 인공위성과의 데이

터 링크가 고정되기까지 소요되는 TTFT (Time to

First Fix)를 줄이기 위한 위치 획득 체계를 사용한다.

사용자의 걸음에 따라 수신된 GPS 신호를 사용한

위치 추정은 아래의 식에 따라 계산된다[19].

  
  

 , (24)

 
  

   
  

   
  

 

,

(25)


 

 
 

    . (26)

여기서,



는 k번째 걸음에서 사용자가 받은 번째

GPS 위성과사용자사이의벡터이고,  

는위성에

서 신호를 송신한 시간,  

는 사용자가 신호를 수

신받은시간, 는빛의속도이다. 위치를추정하기위

해서 최소 4개 이상의 위성에서 신호를 수신받아야

하고, 최종적인 사용자의 위치 벡터

는 통신 채널

환경 및 위성 시계 오차 등에 의해 오차 가 발생한

다. 추정된 사용자 벡터

를 이용해 지구 좌표계의

위도 (Latitude)와 경도 (Longitude) 값으로 변환한다.

4.2 DL-PDR 기법의 성능개선 시나리오
그림 5는 본 논문에서 제안하는 DL-PDR 기법의

성능개선 시나리오를 도시하였는데, 스마트폰 사용자

가실외에서남색이동경로를연속적으로걸었을때,

기존의 PDR 기법에서는 센서값의 문제로 인해 붉은
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그림 6. DL-PDR 훈련을 위한 데이터수집 과정
Fig. 6. Data gathering process for DL-PDR training

색 경로와 같이 위치가 추정된다.

식 (26)의오차 는연속적인두걸음에서무선통

신 채널 환경과 발생하는 잡음이 유사해 오차의 관계

가  ≈ 
으로가정하면, GPS 위치는실제위치

와는 오차가 발생하지만, 사용자 벡터의 차


 



의 이동 방향과 거리는 실제 사용자와 유

사한녹색경로와같이추정된다. DL-PDR 기법은그

림 5의 노란색 영역에서 결함이 있는 센서값으로 인

해 발생하는 기존의 PDR 데이터를 비교적 정상적인

GPS로 측정된 위치의 변화량으로 입출력 데이터를

구성하여, DL 모델이 회귀 (Regression) 예측이 가능

하도록 학습시켜 이동 경로에 따라 발생하는 센서의

문제점을 해결한다.

4.3 훈련데이터 구성 및 수집 과정
인공지능 (Artificial Intelligence) 기술의근간이되

는기계학습 (Machine Learning)과 DL 기법은훈련데

이터를어떤방식으로구성하는지에따라모델의학습

결과와실제성능에중대한영향을미친다. 특히, 지도

학습의경우에는입력특성과출력레이블의관계성에

따라 모델 훈련 후 결과값의 유효성도 변화한다.

DL-PDR에사용되는훈련데이터의입력특성은사

용자의 이동 변화량을 극좌표계 (Polar Coordinate)로

표현가능한스마트폰 IMU의 3축에서측정된가속도,

지자기, 자이로스코프 센서값으로 구성하였고, 출력

레이블은 사용자의 이동 변화량을 직교좌표계

(Orthogonal Coordinate)로 표현 가능한 GPS 신호의

위도와 경도의 변화량으로 구성하였다. 그림 6은

DL-PDR의훈련데이터수집과정을도시하였는데, 스

마트폰 사용자가 GPS 신호를 수신받을 수 있는 실외

에서 걸을 때, 사용자의 걸음 이동이 감지되면, 걸음

마다 IMU 센서값과 위도, 경도 값을 스마트폰 내부

DB에 저장한다. 실제 알고리즘 개발을 위한 데이터는

서울시동작구, 관악구, 그리고광진구에서수집되었다.

4.4 데이터 전처리 및 DL-PDR 모델 학습

4.4.1 데이터 전처리

수집된 스마트폰 IMU 및 GPS 데이터는 DL의 회

귀모델중하나인 MLP (Multi Layer Perceptron) 모

델학습에사용된다. 수집된 Raw 데이터는학습에적

합한 형태로 구성되기 위해 전처리 과정이 요구된다.

GPS의 위도와 경도는 스마트폰에서 최대 소수점

13자리 (단위:  )로 측정되며, 출력 레이블 로 구

성하기 위한 걸음 사이의 변화량은 다음과 같이 계산

된다.

      , (27)

      , (28)

    
 . (29)

여기서계산되는변화량은매우작은값이고, 이값은

회귀 모델을 훈련하는데 적합하지 않아 지리좌표의

거리를 단위로확대해문제를해결하였다. 기존의

위도와 경도값을 로 계산하기 용이한 (단위:

 ′ ″)단위로변환하고길이와 는다음과같이변

환된다[20].


″     , (30)


″     , (31)

  
″ 

″  . (32)

여기서, 은 측정된 지구의 반지름 약  이

고, 는 대한민국 서울 기준의 위도 이다. 이는

지구 둘레를 기준으로 위도의 간격은 위치에 상관없

이같지만, 경도의경우에는위도에따라간격이변화

한다.

잡음 성분이 많이 포함된 데이터를 사용하여 일반

화(Generalization)된학습모델을얻기위해선모델을

단순화하거나, 입력 특성의 개수를 줄이는 방법을 사
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그림 7. 방위각과 보폭에 따른 데이터 분포
Fig. 7. Distribution of data by azimuth and step length

(a)

(b)

그림 8. 
와 

의 비교를 통한 데이터 정제 그래프

Fig. 8. Data refining graph with comparison of 

and 

용해야 한다[21]. IMU 데이터에는 잡음 성분이상당히

포함되어 있어, 적절한 형태로 특성을 결합하여 특성

개수를 줄여야 한다. 두 걸음에서의 가속도와 자이로

스코프의 크기, 의 중간값을 사용해 보폭과 방향

을 추론하는데 필요한 3가지 주요성분으로 압축했다.

또한, 입력 특성 의 서로 다른 물리량을 정규화

(Nomalization)하기 위해 다음과 같이 재구성하였다.

        , (33)

      , (34)

     , (35)

    , (36)

   
 

 . (37)

여기서, ⋅은 중간값 계산에 사용한 함수이고,

⋅ ⋅는수집된전체데이터에서계산된평

균과 표준 편차값이다.

그림 7은 수집된 데이터에서 GPS 값으로 계산된

보폭과 방위각에 따른 데이터 분포 형태를 도시하였

다. 본 논문에서는 GPS에서 발생하는 오차가

 ≈ 
으로 가정하였는데, 채널 환경과 잡음의

변화가 일정하지 않은 공간에서 수집된 데이터는 보

폭이 너무 작거나 크게 계산돼, 해당 데이터를 학습

데이터로 사용하게 되면 모델의 측위 성능에 문제가

발생할 수 있다. 따라서, 측정된 평균 보폭

  을기준으로 ± 이내의데이터를선택

하여 출력 레이블 의 이상 데이터를 제거하였다.

그림 8은 선택된 데이터에서 입력 특성 의 이상

데이터를 확인하고 제거하기 위해, 출력 레이블 의

데이터와  데이터에 해당하는 스마트폰 센서로 측

정된 방위각 
를 점의 색으로의 표시한 비교

그래프를 도시하였다. GCS로 측정된 
와 

의방위각과비교하기위해, 로계산된각도를아래

식에 따라 GCS 기준의 방위각으로 변환하였다.

 
 tan  





, (38)
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Model parameter
Simple

model

Complex

model

Number of hidden layer 2 7

Number of weight params 1,330 11,154

Activation function Elu

Loss function RMSE

Optimizer Adam

Epoch 100

표 1. DL-PDR 모델에 사용된 매개변수
Table 1. Parameters used in DL-PDR models

그림 9. DL-PDR MLP 모델 개요
Fig. 9. DL-PDR MLP model overview

 











    i f   ≦  
 

   
 i f  ≦  

≦ 

   
mod i f    

≦ 

(39)

여기서, 식 (38)에서 계산된 각도  
는

     사이의범위로반환되며, 식 (39)에

따라 GCS 기준의 방위각으로 변환한다.

그림 8(a)에서 보행자의 이동에 따라 스마트폰이

흔들리거나 IMU 센서의한계로인한오차가 많이포

함된방위각 
데이터를 확인할 수있었고, 본

논문에서는 두 방위각의 차

 -
가 이상이면 데이터를

삭제하여 그림 8(b)의 정제 결과를얻었다. 총수집된

약 3만 6천 개의 데이터 중 선택된 정상 데이터는 약

1만 3천 1백 개로 축약되었다.

4.4.2 DL-PDR 모델 학습

회귀 예측은 입력 특성인 독립변수와 출력 레이블

인 종속변수 간의 관계성을 계산하여 독립변수의 변

화에따라종속변수를예측한다. DL-PDR은 3개의독

립변수와종속변수 2개간의관계성을학습하기위해,

DL은 일반적으로 주어진 문제를 함수 근사 문제, 즉

회귀 문제 (Regression Problem) 또는 분류 문제

(Classification Probem)로접근할수있다. 본연구에

서는 IMU 기반 측위를 회귀 문제로 다루며, 이를 위

해그림 9와같은전형적인형태의 MLP 모델을사용

한다. 표 1은 MLP 모델에 사용된 매개변수

(Parameter)를 나타내었고, 깊이에 따른 모델의 일반

화 및 측위 성능을 비교해보기 위해 은닉층 (Hidden

Layer)를 제외한 나머지 성분은 같게 설정하였으며,

활성화 함수와 손실 함수는 아래와 같다[22-23].

Elu x  ae
x    i f   

 i f  ≧ 
, (40)

  






  



   . (41)

여기서, 모델의비선형성을가질수있게사용되는활

성화함수 Elu⋅는 x가 이하의값을가져도출

력 값을 가지고 미분이 가능해 음수값이 입력되어도

은닉층의노드 (Node)들이죽는현상이 없으며, MLP

모델에 손실 함수 ⋅을 RMSE (Root Mean

Squard Error)로적용하면모델의회귀예측이가능해

진다.

학습은그림 10과같이손실함수값을줄이는방향

으로진행된다. 4.4.1. 절에서언급한데이터를선택한

경우와 전체 데이터를 사용한 학습 결과를 비교하기

위해, 학습을 반복 진행함에 따라 계산된 훈련데이터

와평가데이터의손실함수값을도시하였다. 훈련데이

터 중 를 임의로 선택한 후, 훈련데이터에서 제

외하여 평가 데이터로 사용하였다. 학습이 종료된 후,

전체 데이터를 사용해서 얻은 손실 함수값과 선택한

경우의 손실 함수값의 차이는 약 배 ( )로

상당히 크게 나타났고, 선택한 데이터의 학습 결과가

더 작게 도출되는 것을 확인하였다. 또한, 모델 복잡

도가증가함에따라쉽게발생할수있는모델의과적

합 (Overfitting) 현상은 모델이 훈련데이터에만 예측

이 잘되도록 학습되어 훈련데이터와 평가데이터의 손

실 함수값의 차이가 훈련이 진행되면서 점점 커질 때

모델이과적합되었다고할수있다. 하지만, DL-PDR

MLP 모델에 학습 결과인 그림 10을 보면, 학습데이

터와 평가데이터로 얻은 손실 함수값이 수렴하고 있

어 과적합 현상이 발생하지 않음을 확인하였다.
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(a) Progress learning with selected data

(b) Progress learning with all data

그림 10. 모델 복잡도 및 사용데이터에 따른 학습 결과
Fig. 10. Learning outcomes by model complexity and
usage data

그림 11. 형남공학관 2층에서 실제 측정 결과
Fig. 11. Actual measurement results on the second floor of Hyungnam Engineering Building.

제안하는기법의추가적인학습성능개선과모델의

객관성을 확보하기 위해서는 실외에서 걸으면서 학습

데이터를 축적하거나 DL-PDR 기법에 사용 가능한

데이터증가 (Augmentation) 알고리즘을개발하여데

이터양을늘리는방식을사용하거나, 다른적합한 DL

모델을 적용한다면 성능개선이 추가적으로 이뤄질 수

있다고 판단된다.

Ⅴ. 실험 결과

제안된 DL-PDR 기법의 성능을 검증하기 위해 데

이터 수집 응용 프로그램을 Android에서 구축하였고

실험기기인 삼성전자의 Galaxy S8로 학습데이터 축

적및측위실험에사용하였다. 측위모델을학습시키

기위한데이터전처리 및 DL-PDR 모델은 Python과

스마트폰에이식이쉬운 Google사의오픈프레임워크

TensorFlow로 구축하였다. 실내외 공간에서 연속 측

위 시 제안하는 DL-PDR 기법의 측위 안정성과 객관

적인 측정 결과를 위해 훈련데이터를 수집할 때 사용

장소가아니고, 실내외연속측위실험이가능하며사

용자 이동 경로의 다양성과 강당으로서 넓은 공간 및

다수의 가구가 배치되어 있어 다양한 외란 환경이 내
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재되어 있는 숭실대학교 형남공학관 2층에서 실험을

진행하였다. 그림 11의 실외 시작지점 (검은색 점)에

서실내종료지점 (보라색점)까지약 의거리

를 초록색 경로의 방향과 유사하게 이동하였으며, 실

험기기의 화면은 천장을 향한 상태로 이동하며 발생

한모든정보를실험기기인 Galaxy S8에저장하고측

위에는 IMU 센서 데이터만 사용됐다.

제안하는 PDR 기법의 모델 복잡도와 훈련에 사용

된 데이터에 따라 구분된 4개의 모델을 사용한 측위

결과를 비교해보기위해그림 11에보행자의 실제 경

로와측정결과를도시하였다. 모델복잡도에따라측

정된 결과는 보폭의 차이는 존재하였지만, 이동 방향

성은 거의 일치하였다. 보폭 차이가 발생하는 원인은

훈련에 사용된 데이터에 포함된 잡음 성분으로 인해

발생하는 문제로 판단된다. 훈련에 사용 가능한 모든

데이터를 사용한 모델의 측위 결과 (남색, 주황색 경

로)는 종료 지점을 향하는 추적 경로가 실제 이동 방

향과 일치하지 않는 문제점을 발견하였다. 해당 문제

는종료지점으로걸어갈때측정된평균방위각이약

∘이였는데, 입력특성의이상데이터를삭제하기

위해 사용된 그림 8(a)를 보면 ∘방위각 부분에

다른 방위각 데이터가 많이 혼재된 문제로 인해 정확

도감소가발생하는것으로판단된다. 이와반대로이

상 데이터를 삭제시킨 데이터로 훈련한 모델의 측위

결과 (빨강, 파랑 경로)에서는 모델의 복잡도에 따라

차이는있지만, 측위성능은안정적이고높은것을확

인할 수 있었다.

Ⅵ. 결 론

본 논문에서는 기존의 PDR 기법에서 발생하는 센

서 드리프트 문제, 사용자 보폭 추정 문제로 인해 측

위성능이감소하는문제를해결하기위해, GPS 데이

터로 지도 학습을 진행한 MLP 모델을 사용해 측위

성능향상목적의 딥러닝기반 PDR 기법을 제안하였

다. 실험결과로부터 확인한 제안된 DL-PDR 기법의

측위 결과와 실제 이동 경로를 비교하였을 때 방향성

과보폭추정결과가높은안정성과정확성을가진것

을 확인하였고, 외부에서 걸으면 쉽게 얻을 수 있는

데이터 수집 시스템을 활용해 데이터 증가에 따른 추

가적인 측위 성능 향상도 기대할 수 있다. 향후에는

추가적인 데이터수집에 따른 DL-PDR의성능개선을

위해 데이터에 포함된 잡음 요소를 줄이기 위한 알고

리즘 개발, 수집된 데이터를 활용하여 PDR에 적용할

수 있는 다양한 DL 알고리즘과 기존에 연구된 PDR

기법과 비교하여 제안하는 기법의 정량적 개선 여부

에 관한 연구를 진행할 예정이다.
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