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요 약

연합학습 통계적 이질성이란 연합학습에 참여하는 다수의 사용자가 사용하는 디바이스, 동적 환경 및 시공간으

로부터 수집된 데이터에서 IID(Independent Identically Distributed) 조건을 만족하지 못하고 불균형한 분포 특성

(Non-Independent Identically Distributed)을 나타내는 것을 의미한다. 본 논문은 연합학습의 통계적 이질성 문제를

해결하기 위해 로컬 데이터 분포에 기반하여 글로벌 데이터 분포 추정하고, 확률적으로 데이터 샘플링을 수행하는

프로세스를 제안하고 직접 구현하여 성능을 비교한다. 로컬 데이터에 직접적인 접근 없이 로컬 데이터의 분포를

통해 전체 데이터의 분포를 추정하여 로컬 데이터의 분포를 조정한다. 공개된 연합학습 프레임워크에 프로세스 기

능을 추가하는 형태로 구현하여 MNIST(Modified National Institute of Standards and Technology database) 데이

터를 이용해 분류 모델을 학습시킨다. 일반 연합학습과 본 연구에서 제안한 샘플링 기법을 적용한 연합학습을 다

양한 환경의 클라이언트에서 100라운드까지 수행한 후 성능을 비교한 결과, 평균 0.91의 Accuracy와 평균 0.98의

AUROC(Area Under the Receiver Operating Characteristic Curve)로 비슷한 수준의 성능을 보이지만 라운드당

약 9% 정도의 학습 시간 단축과 로컬 클라이언트 사이에서 발생하는 성능 이질성을 약 1.5% 감소시켰다.

키워드 : 연합학습, 클래스 불균형, 샘플링, 데이터 이질성

Key Words : Federated Learning, Class Imbalance, Sampling, Heterogeneous Data

ABSTRACT

The statistical heterogeneity means that data collected from devices, dynamic environments, time and space,

used by a number of users participating in Federated Learning(FL) does not satisfy the IID (Independently

Distributed) condition and shows an unbalanced distribution(Non-Independently Distributed). In this paper, we

estimate global data distribution based on local data distribution, propose and implement a process that perform
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data sampling stochastically, and compare the performance to solve the statistical heterogeneity problem of FL.

We estimate The distribution of total data through the distribution of local data without the direct access about

local data. Then we adjust the distribution of local data. We implement process functions in the open-source

framework and Train classification model using MNIST(Modified National Institute of Standards and

Technology database) data. After experimenting basic FL and FL with sampling techniques proposed in this

study which performed up to 100 rounds in various environments, we compare the performance. As a result,

the accuracy of 0.89-0.91 and the accuracy of AUROC(Area Under the Receiver Operating Characteristic

Curve) of 0.98-0.99 showed similar performance, but the learning time per round was reduced by about 9%

The performance heterogeneity between local clients decreased by about 1.5%.

Ⅰ. 서 론

인공지능이발전하기위해서는근본적으로많은양

의 데이터가 요구된다. 따라서 다양한 방면에서 여러

사용자의 데이터를 수집해야 할 필요가 있다. 하지만,

최근 고도로 발달된 개인정보 식별 기술로 인해 데이

터 수집 과정에서 개인정보보호와 관련된 갈등을 초

래할수있는문제점에직면하게된다. 이러한문제점

의 해결책으로 정보 사회에서 정보 주체의 권리를 보

장할 수 있는 연합학습(Federated Learning) 기법이

제시되고 있다.

연합학습이란 개인정보보호 문제, 데이터 저장 공

간문제등의이유로학습데이터를한공간에집중하

여 사용하지 않고 여러 위치에 분산된 학습 데이터를

사용하여 각 장치에서 학습을 수행한 후 업데이트된

가중치를 공유하여 중앙에서 한 개의 모델을 지속적

으로 업데이트하며 진행하는 기계학습의 새로운 접근

방식이다. 기존의 중앙 집중형 학습 방식과 달리, 개

인소유데이터를공유하지않고각사용자가직접데

이터를 처리하여 각 장치의 모델 즉, 로컬 모델을 훈

련시킨다. 이를 기반으로 공유 모델(글로벌 모델) 학

습에 대해 협업하여 더 우수한 모델을 만듦으로써 성

능을 개선시킨다. 데이터를 소유하고 있는 사용자 간

에 직접적으로 공유되는 데이터 없이 각 사용자의 로

컬 모델 가중치를 공유하는 방식이기 때문에 기존 중

앙 집중 형태의 모델에 존재하는 문제점을 해결할 수

있다는 장점이 존재한다. 또한, 공유모델을 공유받음

으로써 각 장치에서 지니고 있지 않은 데이터를 활용

한 학습의 효과도 얻을 수 있다.

본연구는 Kim Seon Uk et al.[1]에서연구및제안

했던 데이터의 통계적 이질성 문제 해결을 위한 샘플

링 기법을 바탕으로 실제 구현을 하였으며, 연합학습

프레임워크에 적용하여 전체적인 학습을 진행하였다.

연합학습 통계적 이질성이란 연합학습에 참여하는

다수의사용자가사용하는디바이스, 동적환경및시

공간으로부터 수집된 데이터에서 IID(Independent

Identically Distributed) 조건을만족하지못하고 불균

형한 분포(Non-Independent Identically Distributed)

특성을나타내는것을의미한다. 시공간적으로동적인

환경에서 Non-IID 문제를해결하기위해서는각사용

자의 다양한 디바이스 특징과 애플리케이션 요구사항

을 최적화하여 반영해야 한다. 따라서, 연합학습의 글

로벌 모델 뿐만 아니라 로컬 모델의 성능 및 학습 방

법을 최적화할 수 있는 기술이 요구된다.

최근에는 통계적 이질성 문제를 해결하기 위해 글

로벌 데이터 불균형, 로컬 데이터 불균형으로 나누어

문제를 분석하고 다양한 불균형 완화 기법을 적용하

여 해결하는 연구가 활발히 진행되고 있다. 개인정보

를보호함과동시에클래스불균형완화를위해각사

용자의 데이터에 대한 직접적인 접근없이, 연합 학습

을사용함과동시에다양한방법을제안, 적용하여통

계적 이질성 문제를 완화하고자 했으며[2-4], 또 다른

연구에서는 데이터 증강을 통해 상대적으로 비율이

작은 분포의 클래스 데이터를 증가시킴으로써 통계적

이질성문제를해결하고자했다[5]. 하지만 Major 데이

터는 별도의 전처리 과정이 없기 때문에 모델에 그대

로 적용되어 클래스 불균형 문제가 야기될 수 있다.

본 연구에서는 연합학습의 통계적 이질성 문제를

해결하기 위해 글로벌 및 로컬 데이터 분포를 추정하

여 분포 정도에 따라 파라미터를 설정하여 데이터 증

강및축소를수행하는프로세스를제안하고, 직접연

합학습 프레임워크에 모델과 샘플링 기법을 구현하여

실험을 진행한다. 로컬과 서버 사이의 직접적인 데이

터공유없이, 로컬데이터를이용해전체데이터의분

포를추정하여 추정한 결과만을 공유한다. 또한, 상이

한 환경에서 이루어질 연합학습을 가정하여 로컬 학

습을 진행할 클라이언트의 기기를 다양화하여 다양한

환경에서진행되는연합학습을실험한다. 글로벌분포
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를 이용해 로컬에서는 데이터를 조정하고 학습을 진

행하며, 벤치마크 데이터인 MNIST(Modified

National Institute of Technology database) 데이터를

이용하여 분류 모델을 학습시키고 성능을 비교해 보

았다. 본 연구에서 제안 및 구현한 샘플링 기법을 타

연구에도활용한다면, 서로다른환경에서연합학습에

참여한 각 로컬 클라이언트들로부터 수집되는 데이터

로 인해 야기되는 클래스 불균형 문제를 최적화하고,

학습의 효율을 향상시킬 수 있을 것이다.

Ⅱ. 관련 연구

2.1 연합학습 프레임워크
연합학습은로컬데이터를이용해학습하는다수의

클라이언트들과 해당 클라이언트들의 학습결과를 취

합하는 서버로 구성되어 있으며, 학습의 각 라운드마

다 학습결과를 송신/수신하는 통신이 발생한다. 서버

와 클라이언트 사이에서 발생하는 통신 내용은 데이

터를 공유하는 것이 아닌 로컬에서의 학습 결과인 가

중치를 공유한다. 최근 다양한 연구에서 연합학습을

실험할 수 있는 프레임워크를 공개하고 있다[6-8].

Tensorflow Federated[6], IBM Federated

Learning[7]의 프레임워크에서는 한 개의 기기에서 소

스코드와 데이터를 가상으로 분리하여 여러 기기(서

버 및 각 클라이언트)에서의 학습을 모방하여 실험을

진행하므로, 실제 통신이 이루어지지 않는다. 실제 통

신이 없는 실험은 추후 연합학습을 이용해 실증 서비

스 혹은 시스템을 구현할 때 문제가 발생할 수 있다.

Lee GH et al.의 연구[8]에서는 웹 프레임워크인

Django를이용하여웹을기반으로한실제통신을통

해여러기기에서학습을진행할수있는연합학습실

험 프레임워크를 구현하였다. MNIST, MIMIC-III

(Medical Information Mart for Intensive Care-III),

ECG(Electrocardiogram)의 벤치마크 데이터를 이용

해학습시키고성능을비교하는실험을진행하였으며,

해당 프레임워크는 Github에 공개되어 있다[9]. 이 프

레임워크는 가중치 전송, 가중치 수신, 라운드 정보

전송의 세가지 기능이 구현되어 있으며, REST API

기반의 통신을 이용해 GET, PUT의 HTTP Response

를 통해 가중치와 라운드 정보를 송/수신한다. 본 연

구에서는 Lee GH의연구의프레임워크소스코드[9]를

참조하여 가중치 송/수신, 라운드 정보 수신 세 가지

기능외에로컬데이터분포를전송하고, 글로벌데이

터 분포를 수신하는 2가지 새로운 기능을 추가하여

실제 다수의 기기에서 실험을 진행한다.

2.2 클래스 불균형 데이터 최적화
클래스불균형은데이터를구성하고있는클래스마

다 분포의 차이가 심화되는 경우를 의미한다. 이러한

불균형 문제는 인공지능 모델 학습 과정에서 전체 데

이터분포중적은비율의클래스데이터(Minor data)

가 전체 데이터 분포 중 큰 비율의 클래스 데이터

(Major data)보다 학습 반영이 원활하게 이루어지지

않기때문에모델성능저하의직접적인원인이될수

있다. 한 개의 데이터 셋에서도 분포에 따라 특정 데

이터의 양이 많고, 다른 특정 데이터의 양은 현저히

적은, 극단적인 비율의 격차가 있을 수 있으며, 다양

한 환경에서 수집된 로컬 데이터의 경우에 이러한 클

래스 불균형 문제가 심화될 수 있으며, 이는 성능에

큰 영향을 미친다. 특히, 데이터를 수집, 저장하는 로

컬 클라이언트마다 상이한 환경을 가지는 연합학습에

서더욱심화될수있으며, 로컬데이터의 상이한 데

이터 분포는 연합학습의 클라이언트마다 성능 차이가

심화될 수 있으며, 특정 클라이언트에서 성능이 저하

되어 클라이언트 사이에서 성능의 격차가 심화되는

이질성(Heterogeneity) 문제가발생할수있다. 결과적

으로 이러한 이질성 문제는 전체 공유모델(글로벌 모

델)의 성능 저하까지 이어지게 된다.

Lixu Wang et all.은 연합학습에서 발생하는 클래

스 불균형을 해결하기 위해 로컬 데이터에 대한 클래

스 불균형을 의미하는 Local Imbalance와 전체 데이

터에 대한 클래스 불균형을 의미하는 Global

Imbalance로 클래스 불균형을 정의하고, 이를 탐지,

최적화할 수 있도록 Ratio Loss라는 클래스 불균형에

따른손실함수를제안하였고, 이를통해불균형한클

래스가 성능에 주는 좋지 않은 영향을 최소화하였다
[2]. Miao Yang et al.은다수의클라이언트중라운드

마다 학습에 참여할 클라이언트를 선택하여 데이터의

균형을 맞춤으로서 불균형한 클래스 문제를 최소화하

였다[3]. Daliang Li, Junpu Wang은특정 로컬 클라이

언트에서는높은성능을, 다른로컬클라이언트에서는

낮은 성능을 나타내는 성능에서 발생하는 이질성 문

제를해결하고자 하였다[4]. 모두 접근 가능한 큰공용

데이터와 로컬 클라이언트만 접근 가능한 작은 로컬

데이터로 나누어 서버에서 공용 데이터를 이용해 사

전 학습(Pre-Train)을 완료한 글로벌 모델을 로컬 클

라이언트로 전송해서 로컬 데이터를 이용해 클라이언

트에 최적화함으로서 이질성 문제를 해결하고자 하였

다. 하지만데이터를한곳에집중시켜야하기때문에

큰 공용 데이터를 필요로 하는 부분은 데이터 공유의

문제점이 있다.
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그림 1. 분포 추정을 통한 데이터 샘플링 프로세스
Fig. 1. Process of Sampling Data according to Estimating
Distribution

2.3 취합 알고리즘
연합학습의 서버에서 클라이언트의 학습결과(가중

치)를 취합하는 방법도 성능에 큰 영향을 끼친다. H.

Brendan McMahan et al.은 모든 클라이언트의 학습

결과를 평균화하는 Federated Averaging 알고리즘을

제안하였다[10]. Federated Averaging 알고리즘의세부

내용은 표 1과 같다. 각 라운드 t마다 학습에 참여한

m 개의 클라이언트는 각자 를 로컬에서 학습하여

업데이트한 후 서버로 전송하고, 서버는 각 클라이언

트로부터 받은 가중치 의 평균을 계산하며 글로벌

가중치 를 업데이트한다.

Federated Averaging Algorithm :

 Clients is participated,  is Client Number,  is the

local batch size,  is the number of local epoch,  is

learning rate

Server Calculate:

initialize 

for each round t =1,2, ... do

 ← maximize Available Clients at 

 ← random set of clients at 

 ← each client at 

for each client  ∈  in parallel do

  
 ← ClientUpdate( )

   ← 
  






  


ClientUpdate( ):

for each local epoch  from 1 to E do

for batch b ∈  do

 ← local train()

return  to server

표 1. Federated Averaging 알고리즘
Table 1. Federated Averaging Algorithm

Ⅲ. 본 론

본연구에서는연합학습과정에불균형한클래스를

조정하는 과정을 추가하여 불균형 문제를 해결하고자

한다. 전체 데이터의 분포를 추정하고, 로컬 데이터를

조정하여 학습 진행 전에 로컬 데이터에 대해 최적화

를 진행함으로써 데이터의 클래스 불균형 문제로 인

한 성능의 불균형 문제를 해결한다.

3.1 분포 추정 기반 확률적 샘플링 기법
연합학습에서발생하는클라이언트사이의성능문

제를 해결하기 위해서는 불균형 클래스 최적화가 필

요하다. 그림 1에서는 로컬 데이터의 클래스 분포 취

합을통해계산된분포조정수치를적용한데이터샘

플링 프로세스를 설명한다. 클라이언트는 로컬로부터

수집된 데이터의 분포를 계산하여 서버로 전송한다.

서버는 전송받은 로컬 데이터의 분포를 통해 전체 데

이터의 분포를 추정한다. 이 때, 분포 추정 계산은 연

합학습에서 가중치를 취합하는 알고리즘과 동일한 방

식을 채택하였다. 클라이언트는 전체 데이터 분포 추

정의 결과값을 참조하여 로컬 데이터 분포를 조정할

파라미터를 계산한다. 추정 분포는 로컬 데이터의 분

포 조정 기준이 될 파라미터로서, 클라이언트로 재전

송되는 과정을 거친다.

클라이언트는전달받은분포추정파라미터를통해

데이터 샘플링을 진행한다. Minor data는

Over-Sampling을 통해 데이터를 증강하고, Major

data는 Under-Sampling을 통해 데이터를 축소시킴으

로써, 로컬 데이터에 대한 클래스 분포를 조정한다.

여기서 로컬 데이터 조정에 대한 기준이 되는 파라미

터는 데이터 특성에 맞게 설정한다. 예를 들어, 분류

모델학습에제안기법을적용한다면, 각클래스별데

이터분포를추정하고, 회귀모델학습에제안기법을

적용한다면, 데이터의 평균, 분산 및 표준편차 등의

통계 분석을 통해 전체 데이터에 대한 분포를 추측한

다. 본 연구에서 진행한 MNIST 데이터 분류 실험에

서는 서버에서의 전체 데이터 분포 취합 과정에서는

Federated Averaging 알고리즘을 사용하였으며, 로컬

데이터의 각 숫자별 데이터의 분포를 통해 전체 데이

터의 분포를 추정하고, 추정한 전체 데이터의 분포만

큼 로컬 데이터의 분포를 조절한다.
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CLIENT 0 1 2 3 4 5 6 7 8 9

Client 1 81 119 85 146 126 55 59 89 141 11

Client 2 135 45 105 120 23 87 11 14 85 44

Client 3 13 128 139 140 10 146 100 148 31 47

Client 4 132 63 149 35 37 89 32 22 142 23

Client 5 34 80 105 90 78 38 84 42 16 94

Total 395 435 583 531 274 415 286 315 415 219

표 2. 클라이언트의 숫자별 MNIST 데이터 분포 예
Table 2. Example of MNIST Data Distribution for
Number in each Client

3.2 샘플링 기법을 적용한 연합학습
본연구에서진행된연합학습은서버와클라이언트

가 일대다 관계로 구성되어 있고, 서버와 클라이언트

는 같은 라운드동안 동일한 동작을 취하는 모델을 학

습한다. 각라운드는샘플링파트와학습파트로구성

되어 있으며, 라운드를 여러번 반복하며 모델을 업데

이트해 나감으로서 학습이 진행된다.

그림 2에서는 본 연구에서 진행한 연합학습 각 라

운드별프로세스를보여준다. 라운드가시작되면현재

라운드 정보를 클라이언트로 보내, 서버와 모든 클라

이언트가 동일 선상에서 진행되는지 확인한다. 동일

라운드라면, 각 클라이언트에 있는 로컬 데이터의 분

포를 계산하고, 서버로 분포를 전송한다. 서버에서는

모든 클라이언트의 로컬 데이터 분포 정보를 수신할

때까지대기한다. 모든로컬클라이언트로부터수신이

완료되면, 전체 데이터 분포(Global Distribution) 추

정이 가능한 상태가 되는데, 이 때, 추정 분포를 통해

파라미터를 계산 및 설정한다. 설정된 파라미터는 로

컬데이터분포를조정할때사용된다. 로컬데이터의

분포가설정된파라미터보다낮다면, 파라미터에해당

하는 수치만큼 오버 샘플링을 수행하고, 높다면 파라

미터에 해당하는 수치만큼 언더 샘플링을 수행한다.

이를 통해 균형 데이터 셋이 생성되며, 이후 모델 학

습이 진행된다.

그림 2. 연합학습의 각 라운드별 프로세스
Fig. 2. Process of Federated Learning for Each Round

Ⅳ. 실 험

4.1 데이터 스플릿
연합학습에서는 클라이언트마다 데이터가 수집되

는 환경 요인이 동일할 수 없으므로 크기, 분포가 모

두 상이할 수 있다. 따라서, 본 연구의 실험에 사용할

MNIST 데이터를각숫자별개수와전체데이터의개

수를 모두 랜덤하게 분할하여 각 로컬 클라이언트 기

기에할당한다. 70,000개의 MNIST 데이터중 10,000

개의 검증데이터, 60,000개의 학습 데이터로 나눈 후,

60,000개의 학습 데이터는 다시 각 클라이언트에 분

할하여저장한다. 각클라이언트의로컬데이터는 100

개에서 1500개사이에서랜덤하게데이터를할당하였

으며, 숫자별 데이터 개수는 10개에서 150개 사이에

서 랜덤하게 할당하여 상이한 분포를 띄고 불균형한

클래스를 가진 데이터를 가진 로컬 클라이언트를 가

정하였다. 표 2는 랜덤하게 할당한 5개 클라이언트의

숫자별 데이터의 크기를 보여준다. 검증 데이터는

10,000개의 데이터 중 랜덤하게 8,000개를 추출하여

사용하였다.

모델 학습에서는 현재 서버에 저장되어 있는 이전

라운드에 대한모든 클라이언트의 가중치를 취합하여

업데이트 된 글로벌 가중치를 수신하는 것으로 시작

한다. 로컬 클라이언트는 수신된 글로벌 가중치를 적

용하여 데이터 샘플링이 적용된 균형 데이터 셋으로

학습을 진행한다. 첫 라운드의 경우, 이전 글로벌 가

중치가존재하지않으므로적용하지않고, 각로컬클

라이언트의 모델 학습을 진행한다. 학습을 통해 얻은

가중치는 리스트의 형태로 저장하고, 검증 단계를 수

행한다. 검증 결과는 JSON으로 변환되어 서버로 전

송된다. 서버에서는 클라이언트의 각 가중치가 모두

수신될 때까지 대기하고, 수신이 완료되면 취합 알고

리즘(Federated Averaging)을 통해 글로벌 가중치를

업데이트하고 서버에 저장한 후 라운드가 종료된다.
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로컬 클라이언트에서 목표 성능이 달성될 때까지 라

운드를 반복하며 학습을 진행해 나가며, 목표 성능이

달성되면 서버로 학습 종료를 요청한다.

4.2 실험 환경
학습에 필요한 CPU와 GPU, 네트워크 상황 등의

상이한 환경요인을 가정하기 위해, 서버와 다수의 클

라이언트는 각자 다른 기기에서 학습을 진행하였다.

또한, 성능 비교를 위해 본 연구에서 제안한 샘플링

기법을 적용한 연합학습과 적용하지 않은 연합학습,

그리고 연합학습이 아닌 일반 기계 학습을 통해 계산

된 성능지표인 Accuracy와 F1 Score를 비교한다. 본

연구에서 제안한 샘플링 기법을 적용한 연합학습과

적용하지 않은 연합학습에서는 1개의 서버와 총 5개

의 클라이언트가 학습에 참여하였다. 서버의 경우,

CPU는 Intel사의 Xeon CPU E5-2630 v4를사용했고,

GPU는 Nvidia사의 GeForce GTX 1080Ti를 사용했

으며, 리눅스 운영체제를 기반으로 한 환경에서 학습

을 수행하였다. 클라이언트 1, 클라이언트 2, 클라이

언트 3의 경우, CPU는 Intel사의 i7-6700K를 분할하

여 사용했고, GPU는 GeForce GTX 1060 6GB를 분

할하여사용하였으며, 서버와달리윈도우운영체제를

기반으로한환경에서학습을수행하였다. 클라이언트

3과 클라이언트 4의 경우, CPU는 Intel사의 8코어 9

세대 i9 프로세서를 사용했고, GPU는 AMD사의

Radeon Pro 5500M을 사용했으며, Apple 사의

BigSur 운영체제를 기반으로 한 환경을 가진 기기 1

개에서 학습을 진행하였다.

서버에서 Django를통해특정포트를 Open하면,

각 클라이언트에서 서버의 Ip와 Open되어 있는 포트

번호를 통해 접속하여 서버와 통신할 수 있다. 웹 기

반으로서통용되고있는 Rest API기반 GET, PUT 통

신(Http Response)을 사용해서 각자 가중치와 로컬

데이터의 분포와 같은 연합학습에 필요한 데이터를

송신, 수신한다.

로컬데이터를샘플링하기위해공유하는데이터의

분포는 MNIST 데이터의각숫자별데이터가전체데

이터에서차지하는비중, 즉로컬데이터의숫자별분

포를공유하였으며, 서버에서는로컬데이터의숫자별

분포를 Federated Averaging 알고리즘을통해 취합하

여 클라이언트로 전송한다.

학습에사용된모델은 1개의입력레이어와 128 유

닛의 Rectified Linear Unit(ReLu) 활성함수를사용하

는 은닉 레이어, Softmax를 통해 결과를 출력하는 출

력 레이어로 이루어진 단순한 신경망 모델이며, 최적

화함수로는 Stochastic Gradient Descent를사용했고,

손실함수는 Sparse Categorical Crossentropy를 사용

했다.

4.3 실험 결과
클라이언트마다각자다른검증데이터를이용해서

성능을측정하므로다른값이계산된다. 5개의클라이

언트와 1개의 서버를 사용하여 연합학습을 진행한 결

과, 기존 연합학습의 경우, 클라이언트마다 0.88에서

0.92 사이의정확도를, 0.98에서 0.99 사이의 AUROC

를 나타내며, 100라운드를 진행하는 데에 약 2,260초

가 소요되었으며, 학습을 1라운드 진행하는 데에

16-29초, 평균 22.6초 소요되었고, 라운드 정보 수신

과로컬가중치전송, 글로벌가중치수신의 3번의통

신이 발생하였다. 본 연구에서 제안한 샘플링 기법을

적용한 연합학습의 경우, 클라이언트마다 0.89에서

0.91 사이의정확도를, 0.98에서 0.99 사이의 AUROC

를 나타내었으며, 100라운드를 진행하는 데에 2,077

초가 소요되었으며, 학습을 1라운드 진행하는 데에

14-26초, 평균 20.7초 소요되었고, 라운드 정보 수신,

로컬 데이터 분포 전송, 글로벌 분포 파라미터 수신,

로컬 가중치 전송, 글로벌 가중치 수신으로 총 5번의

통신이 발생하였다.

본 연구에서 제안한 샘플링 기법을 적용한 연합학

습(Sampled FL)을 사용해 학습을 진행했을 때, 라운

드마다약 9% 정도의시간절약을보였다. 서버와 클

라이언트간통신횟수는더많지만, 시간이절약된것

으로보아학습의효율성이 개선되었다고 볼수있다.

또한, 클라이언트마다 다른 성능을 보이는 이질성

(Heterogeneity) 역시 소폭 개선되었음을 확인하였다.

Basic FL Sampled FL

Time 22.6s/round 20.6s/round

Accuracy 0.88-0.92 0.88-0.91

AUROC 0.98-0.99 0.98-0.99

Heterogeneity 0.04 0.03

표 3. Basic FL과 Sampled FL의 실험결과
Table 3. Result of Experiment with Basic FL and
Sampled FL

4.4 추가 실험
클라이언트의개수가성능에미치는영향을실험해

보기 위해 클라이언트의 개수를 다르게 하여 연합 학

습을 진행한 후 성능을 비교해 보았다. 클라이언트가

2개일 경우와 8개일 경우에서 추가 실험을 진행하였
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그림 3. 라운드 진행에 따른 5개의 클라이언트별 Accuracy
Fig. 3. Accuracy by 5 Clients according to Round
progress

으며, 전체데이터의양은동일하게유지하면서각클

라이언트에 할당된 데이터의 개수를 다르게 하였다.

서버는 모든 경우가 같은 환경에서 실험을 진행하였

고, 클라이언트는위실험과조금다른환경에서진행

되었다. 2개일경우의실험은위의일부클라이언트의

환경과 동일하게 Window 운영체제 기반의 Intel사의

i7-6700K를 분할하여 사용했고, GPU는 GeForce

GTX 1060 6GB를 분할하여 사용하였다. 8개일 경우

에는기존 5개 클라이언트의 환경에 1개기기를추가

하였으며, CPU는 Intel사의 8코어 9세대 i9 프로세서

를 사용했고, GPU는 AMD사의 Radeon Pro 5500M

을 사용했으며, Apple 사의 BigSur 운영체제를 기반

으로 구성되어 있다.

전체 데이터의 양은 동일하게 유지하고, 클라이언

트의 개수만을 다르게하여 실험을 진행한 결과,

Accuracy, AUROC는 각각 0.88-0.92와 0.98-0.99로

모두비슷한수준이다. 그러나, 학습에 소모된 시간에

서차이가발생하였다. 클라이언트가 2개일때는라운

드당평균 15.34초, 총 1,534초, 8개일때는 라운드당

평균 25.4초, 총 2,540초로, 클라이언트의 개수가 증

가함에 따라 학습 시간도 증가함을 확인하였다. 또한

성능에서의 차이가 없는 것으로 보아, 클라이언트의

개수는 연합학습 모델의 성능에 직접적인 영향은 없

는것을알수있다. 하지만, 전체데이터의양은항상

고정되어 있지 않기 때문에 실제 데이터 수집과 학습,

검증이동시에이루어지는연합학습의특성상, 데이터

의 특징에 따라 결과가 다를 수 있으므로, 다른 데이

터에서도 성능에 영향이 없는지에 대해 추가 연구가

필요하다.

Ⅴ. 결 론

본 논문에서는 연합학습에서 발생하는 문제 중 하

나인 통계적 이질성 문제의 원인이 되는 클래스 불균

형 문제를 해결하는 방안으로 데이터의 직접적인 접

근 없이 확률적으로 분포를 추정을 통한 데이터 샘플

링을 제안 및 구현하였고, MNIST 데이터를 이용해

분류 모델 학습을 실험하였다. 9%의 학습 시간 절약

과 클라이언트 사이의 성능차이를 1%만큼 감소시켜

성능에서의 이질성 문제를 개선하였다. 또한, 클라이

언트의 개수가 증가함에 따라 학습 시간이 증가하는

것을 확인함으로서 다른 환경에서 진행되는 연합 학

습에 미치는 영향도 확인하였다.

데이터마다 다른 특징을 가지고 있으므로 추정된

전체 분포를 이용하여 서버에서의 효과적인 파라미터

계산법에 있어 추가적인 연구가 필요하다. 예를 들어,

본 연구의 이미지 분류 데이터와는 달리 변수를 예측

하는회귀모델에사용될다른통계적특징을띄는데

이터에서 동일한 파라미터 계산이 효과가 있을지 추

가 실험이 필요하다.

서버에서의파라미터계산에사용되는로컬데이터

의통계적분포또한본연구에서사용된각클래스별

데이터의 분포 외에도 다양한 통계적 특징을 띄는 정

보를 공유, 취합하여, 다양한 모델에 적용할 수 있다.

또한, 추후 연구에서는 의료 분야에 적용하기 위해

Physio Net 데이터를사용하여의료데이터에 적용하

여학습을진행해보고, 데이터로부터추출되는벡터를

다차원임베딩을적용하여학습을강화할수있다. 클

라이언트 개수에 따른 연합학습 성능의 비교 또한 추

가적인 실험을 진행해볼 예정이다. 클래스 불균형 문

제가 포함된 연합학습 환경에서의 실험을 통해 샘플

링기법은학습시간절약과이질성감소효과를확인

하였다. 추후연구에서더욱구체적인실험을통해연

구에사용된소스코드를고도화할예정이며, 연합학습

에 참여하는 로컬 클라이언트들의 다양한 환경에서

수집되는 데이터들로 야기되는 클래스불균형 문제를

해결할 수 있을 것이라 기대한다.
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