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메타러닝과 3D 이미지를 활용한

도심지내 밀리미터파 경로 손실 모델링

진 우 빈w, 김 현 진*, 이 혁 준°

Path Loss Modeling for mmWave for Urban Scenarios

Using Meta-Learning and 3D Images

Woobeen Jinw, Hyeonjin Kim*, Hyukjoon Lee°

요 약

밀리미터파 통신을 위한 정확하고 효율적인 경로손실 예측 모델링 방법은 mmWave 기반의 5G 이동 통신 시

스템의 도입에 중요한 역할을 한다. 기존의 방법들은 서비스 도입 현장, 특히 밀집 도심지 환경에서의 기지국 설

정 최적화 요구사항에 비해 낮은 정확도와 효율성으로 인해 실제 적용시 종종 한계를 보인다. 본 논문에서는 최근

에 많은 관심을 끌고 있는 딥러닝을 기반으로 하는 밀집 도심환경에서의 mmWave 경로손실 예측모델을 제안하고

이를 학습시키기 위한 3D 지도 데이터 기반의 입력 데이터 생성 알고리즘을 소개한다. 또한 충분한 양의 학습 데

이터 확보가 어려운 경우에도 높은 예측 정확도를 확보하기 위한 메타러닝 방식의 학습 알고리즘을 제안한다. 실

험 결과를 통해 제안된 모델링 방법은 기존 방법 대비 우수한 경로손실 예측 성능을 보인다.
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ABSTRACT

An accurate and efficient pathloss prediction modeling method for mmWave communication plays an

important role in the successful introduction of mmWave-based 5G mobile communication systems. Existing

methods often suffer from limitations in practical application due to low accuracy and efficiency compared to

the requirements for base station settings of deployment sites, especially in dense urban environments. In this

paper, we propose a mmWave pathloss modeling method for dense urban environment based on deep learning,

which has attracted much attention recently, and an input image generation algorithm based on 3D map data.

The proposed model training algorithm is based on meta-learning which can secure high prediction accuracy

even when a sufficient amount of training data is unavailable. The experimental results show a superior

performance over the CNN models trained by using 2D input images and 3D input images without

meta-learning.
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Ⅰ. 서 론

밀리미터파 통신은 5G 이동 통신 시스템을 위한

핵심기술중하나이다. 밀리미터파는고대역통신의

특성상 더 작게 산란이 적고 회절성이 낮은 대신

LoS/NLoS여부에의한영향을크게받는다[1]. 이로인

해경로손실량이전파환경에의한영향을많이받기

때문에 수신 강도의 예측이 쉽지 않다.

경로손실예측은경로손실모델링을기반으로하

는데, 기존의 대표적인 경로손실 모델링 방법으로는

경험적 방법[2,3], 결정적 방법[4,5] 및 머신러닝 기반 방

법[6-9]의세가지가 있다. 그중경험적 방법은 송신기

(Tx)와 수신기(Rx) 사이의 거리를 기반으로 고정된

함수의 매개변수 값을 통계적으로 구하고 이를 기반

으로경로손실예측값을계산한다. 경험적모델의매

개 변수값은 특정 시나리오에서 수집된 측정 데이터

를 기반으로 결정되어야 하므로 새로운 시나리오에

적용 시 예측 정확도가 감소할 수 있다.

결정적방법으로는 3차원광선추적방법이있으며

물리적 광학 시뮬레이션을 기반으로 한다. 이 방식은

Tx-Rx의설정값, 건물구조의 물질에대한특성과같

은 자세한 전파환경을 구성하는 매질 관련 정보가 필

요하다. 실제 상황에서는 이러한 정보가 거의 제공되

지 않기 때문에 현장 적용 시 예측 정확도가 낮아질

수 있고 계산량 또한 과도하여 사용이 제한적이다.

머신러닝기반의경로손실모델링은실측데이터를

기반으로 한 회귀분석 문제로 다루어진다. 그러나 머

신러닝기반의모델링은입력전처리, 특징추출에있

어서 어느 정도의 도메인 지식을 요구하게 되며 처리

과정에서도 많은 계산량이 요구될 수 있는 단점이 있

다[8,9].

딥러닝은머신러닝이한단계더진화한형태로특

징추출 자체도학습을 통해 자동적으로 이루어지도록

한다. 일례로 논문[10]에서는 각 Tx 및 Rx 위치 쌍에

대한 2D 지도기반의전파환경정보가인코딩된이미

지와 Convolutional Neural Network(CNN)을 이용하

여 경로 손실 예측 모델을 학습 시킬 수 있음을 보여

주었다.

머신러닝이나 딥러닝 기반의 경로 손실 모델이 새

로운지역에 대해서도만족할 만한 성능(일반화 성능)

을 보이기 위해서는 다양한 지역과 다양한 환경에서

실측정된 데이터가 학습에 사용되어야 한다[11]. 그러

나 아직 28GHz 대역을 사용하는 기지국망이 충분히

확보되지 않아 실측 데이터 확보가 어려운 국내 도심

지환경의경우, 기존의학습방법으로는정확도가높

은 딥러닝 기반의 경로손실 모델의 학습에 현실적인

어려움이 많다.

본 논문에서는 메타러닝을 적용한 도심지내

3D-CNN 기반 5G 밀리미터파경로손실예측모델을

제안한다. 메타러닝은적은데이터로모델을훈련하더

라도 추가적인 태스크에 대해서 범용적인 일반화를

가능하게 하므로 적합한 학습 방법으로 판단 되었다
[12]. 제안하는 모델은 기존의 방법으로 학습시킨 경로

손실예측모델에대해높은수준의예측성능을달성

한다. 본 논문의 구성은 다음과 같다. Ⅱ절에서는

3D-CNN 기반경로 손실모델과 메타러닝의 관련 연

구를 제공하고 Ⅲ절에서는 제안하는 메타러닝 기반

경로손실모델및입력이미지생성알고리즘을설명

한다. 절에서는 실험 결과를 보이고 구체적으로 분석

한다. 마지막으로 Ⅴ절에서는 결론과 향후 연구 계획

을 제시한다.

Ⅱ. 관련 연구

2.1 CNN 기반의 경로손실 모델
논문[10]은 교외지역에서의 밀리미터파 경로 손실

모델링을 위해 CNN 기반 경로 손실 모델과 위 모델

의 학습을 위해 필요한 정보들을 제공하는 Enhanced

Local Area Multi-scanning(E-LAMS) 알고리즘을 제

안한다. E-LAMS 알고리즘은 건물과 도로를 포함하

는 2D 구글 지도 이미지에서 각 Tx 및 Rx 위치 쌍

간의 경로 손실 환경에 대한 정보를 추출한다. 이

E-LAMS 알고리즘을통해추출된이미지들은제안된

CNN 기반 경로 손실 모델의 입력값이 된다. 경로손

실 모델은 기본 CNN 모델에 각 Rx당 4개의 지향성

안테나의 경로 손실 값을 예측하기 위한 4개의 서브

네트워크들과 특징 공유 계층(Feature-Sharing Layer)

이 추가된 형태이다.

본논문에서는상대적으로건물들의높이가일정하

지 않은 도심지에서의 경로 손실 환경에 대한 정보를

추출할수있도록최적화된 3D-LAMS 알고리즘과이

를 입력값으로 사용할 수있도록 제작된 3D-CNN 기

반 경로 손실 모델을 제안한다. 자세한 설명은 섹션

Ⅲ.1에서 진행한다.

2.2 다중 태스크를 활용한 메타러닝
논문[12]는 심층신경망의 메타러닝을 위한 알고리즘

을 제안한다. 이 논문에서 제안된 알고리즘은 분류,

회귀, 강화 학습 등 다양한 학습 문제에 적용 가능하

다. 메타러닝의목표는적은수의학습데이터를사용
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그림 1. 3D-LAMS 예시
Fig. 1. 3D-LAMS example

그림 2. 위에서 본 3D-LAMS 단면(위)과 스캔 평면(아래)
Fig. 2. 3D-LAMS viewed from above (top) & A scan
plane (bottom)

Algorithm 1 3D-LAMS Algorithm
Input:

GPS locations of Tx and Rx
Size of a 3D-LAMS image: (w,h,d)
Rasterized 3D map image MR

Output:
A 3D-LAMS image

1. Divide the interval between Tx and Rx by 
d, P1~d

2. Determine the slope S of a straight line 
perpendicular 
to the line between Tx and Rx and parallel 
to the XY plane

3. Make empty 3D-array, A[w][h][d]
4. for i = 1 to d do
5.     Make scan plane SPi (center: Pi, size: w 

x d, slope: S 
and perpendicular to the XY plane)

6.     Copy SPi to A[][][i]
7. end for
8. Save A as a 3D-LAMS image

그림 3. 3D-LAMS 알고리즘
Fig. 3. 3D-LAMS Algorithm

하면서도 다양하고 새로운 학습 태스크에 대한 문제

를 해결하는 것이다. 이전의 머신러닝 학습 알고리즘

이 수많은 샘플을 활용해서 오랜 기간동안 학습 시켰

던 것과는 다르게 인간은 새로운 컨셉이나 기술을 더

빠르고적은샘플로도효율적으로학습할수있다. 이

를 모사하기 위해서 메타러닝 모델의 파라미터는 적

은 양의 훈련 데이터셋을 가진 새로운 태스크에 대해

서 적은 학습 단계를 거치더라도 해당 태스크에 대해

우수한 일반화 성능을 가져야 한다. 그러면서도 최종

적으로 여러 태스크에 대해서 민감하게 반응하며 최

적의일반화성능을가질수있어야한다. 논문[12]에서

제안하는 메타러닝 알고리즘은 기존에연구된 알고리

즘보다도 이점을 가진다. 우선 메타러닝을 위해 추가

적으로 파라미터의 수를 늘릴 필요가 없기 때문에 적

용이용이하며특정모델구조에한정적이지않다. 즉,

경사 기반 학습이 가능한 어떤 모델이든 적용이 가능

하다. 또한 적은 수의 학습 데이터로도 빠른 적응이

가능하며최대성능을발휘할수있다. 본논문에서는

이러한 메타러닝의 이점을 활용하여 실측 데이터 확

보가 어려운 국내 도심지 환경의 밀리미터파 경로 손

실 모델 연구에 적용하였다.

Ⅲ. 3D-CNN 경로 손실 모델

3.1 3D-LAMS 알고리즘
3D-LAMS(Local Area Multi-line Scanning)는 2D

기반의 E-LAMS, LAMS[13], DE-LAMS[14] 알고리즘

을 3D 기반으로 확장시킨 것이다. 도심지는 교외 지

역보다 건물들의 높이와 크기의 편차가 크기 때문에,

밀집 도심지 환경에서의 경로 손실 예측에 있어서 건

물의크기와모양, 높이에대한정보의중요성이매우

크다. 본 논문에서는 3D 지도 데이터로부터 CNN 기

반 경로손실 모델의 입력 이미지 데이터를 생성하는

3D-LAMS 알고리즘을 제안한다.

3D-LAMS 알고리즘은 Tx와 Rx 사이의공간에다

수의가상스캔평면을배치하고각스캔평면과 3D 지

도데이터의교차면상의데이터를수집하여 2D 이미

지를생성하고이들을이어서 3D-LAMS 이미지를최

종적으로생성한다. 그림 1에서와같이 3D-LAMS 이

미지는 Tx와 Rx를연결하는직선의상하좌우일정거

리 주변 공간 내에 존재하는 건물의 유무와 위치, 크

기, 모양에 대한 정보를 내포하게 된다.

그림 3은 3D-LAMS 알고리즘의 의사 코드이다.
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Algorithm 2 Meta Learning with 3D Path Loss 
CNN
1. Separate Dataset for “Scenario 13”: 

Test[PCI1, PCI3],
Train[PCI2, PCI4, PCI5, PCI6, PCI7]

2. Separate Train->tasks[Task1: PCI2, Task2: 
PCI4, … , Task5: PCI7]

3. Initialize Meta learner M’s weights
4. Set weights array W to 0
4. for iter times do

5.1. Initialize task learner T’s weights to 
M’s weights
5.2. for task in tasks:

5.2.1. Train a task for inner times
5.2.2. W += T’s weights

 5.3. end for
5.4. Update M’s weights <= M’s weights  
    + W*Beta/len(tasks)

6. end for
7. Meta learner M train Train Epoch times

그림 5. 메타러닝 알고리즘
Fig. 5. Meta-learning Algorithm

그림 4. 3D-CNN 경로 손실 모델 네트워크 구조
Fig. 4. 3D-CNN Path Loss Model Network Structure

Number of

Convolution layer
1st 2nd 3rd

Input size 20, 20, 20 9, 9, 9 5, 5, 5

Input channel 1 80 20

Output size 9, 9, 9 5, 5, 5 4, 4, 4

Output channel 80 20 5

Kernel size 4, 4, 4 2, 2, 2 2, 2, 2

Stride size 2 2 1

표 1. 3D-CNN 경로 손실 모델 파라미터
Table 1. 3D-CNN Path Loss Model Parameters

3.2 3D-CNN 모델 구조
제안하는모델은 3D-LAMS 이미지를 입력 이미지

로사용하는 CNN 모델로서출력값은예측신호세기

이다. 제안하는 CNN 모델 구조는 다수의 합성곱 계

층 및 완전 연결 네트워크 계층을 포함하며, 합성곱

연산산을 통해 입력된 이미지로부터 중요한 특징이

추출되는데, 제안하는 모델에서는 이 과정에서 풀링

과정을 제외하였다. 일반적인 CNN 모델의풀링계층

은 신경망의 파라미터 수를 줄이고 학습 시간을 단축

시키며 과적합을 방지하는 효과를 제공하지만 정보의

손실을 초래할 수 있다. 3D-LAMS 이미지는 원 이미

지의단순화된흑백이미지로볼수있으므로추가단

순화 기능이 필요하지 않을 것으로 판단되어 제안하

는 모델에서는 풀링 계층을 제외한다.

최종 합성곱 계층의 출력 이미지, 즉 3D 특징맵은

Tx-Rx 간거리와같은스칼라값과결합(concatenate)

되어완전연결망계층의입력벡터로주어진다. 완전

연결망은비선형의경로손실함수를근사화하기위

한 2개의 은닉 계층 및 출력계층으로 구성되며. 활성

화함수로는 ReLu가사용된다. 아래표 1과그림 4는

제안하는 CNN의 레이어 구조이며, 모델 파라미터는

실험적으로 가장 우수한 성능을 보이는 값으로 정한

값이다.

그림 4에서 볼 수 있듯이 3차원 입력 이미지는 세

개의 3D 합성곱 레이어를 거치게 된다. 이 과정에서

합성곱 계층은 Tx와 Rx사이의 건물의 배치와 높이와

같은전파환경의공간적인특징을추출하고, 경로손

실에 영향을 주는 특징을 파악하게 된다.

3.3 메타러닝 기반 학습
본 논문에서는 각 송신 안테나의 서로 다른 설정

값, LoS/NLoS 같은 Tx의 전파를 받은 수신한 Rx의

서로 다른 위치적인 특성들을 수용하는 범용적인 모

델 일반화를 위해서 메타러닝 기반의 학습 방법을 사

용하였다. 메타러닝의장점은새로운환경이주어졌을

때 이전에 비해 빠르게 학습하고 좋은 일반화 성능을

낼수있게하며적은데이터로도효율적인학습을할

수 있다는 것이다. 경로손실 모델 학습의 경우, 실측

지역(기지국), 기지국 운영 형태(morphology), Tx-Rx

거리 등을 기준으로 다수의 메타러닝 태스크들로 구

성되는 메타러닝 기반 학습의 적용이 가능하다.

그림 5는 본 논문에서 제안하는 메타러닝 기반의

학습 의사 코드이다. 본 논문에서는 데이터 셋의 각

실측치가 Tx의 PCI (Physical Cell ID)에따라구분이

가능하므로 이를 기반으로 다수의 메타러닝 태스크로

구성이 가능하다. 특히, 각 PCI에 해당하는 기지국은

서로다른전파특성을갖고있고소수의학습데이터

만을 포함하고 있어 메타러닝 기법의 적용에 적절한

것으로 분석된다.
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Scenario Test PCI Test rate(%) Los rate(%)

S1 1, 3 25.8 55

S2 1, 4 31.3 60

S3 1, 6, 7 25.8 56

표 2. 선정된 시나리오 정보
Table 2 Selected Scenarios Information

그림 6. 실측 신호 세기
Fig. 6. Measured RSRP Value

Hyper-parameters Settings

Beta 0.007

Inner 60

Outer 65

Epochs 55

표 3. 메타러닝 파라미터 정보
Table 3. Meta-Learning Parameter Information

LAMS

methods

Meta-

Learning

Testing Scenarios

S1 S2 S3 Avg

DE-

LAMS
Unapplied 6.94 7.23 7.54 7.24

3D-

LAMS
Unapplied 6.85 6.69 6.58 6.71

3D-

LAMS
Applied 6.28 6.00 6.54 6.27

표 4. 3D-LAMS 이미지와 DE-LAMS 비교 실험
Table 4. Experiment by Comparing 3D-LAMS Images
and DE-LAMS Image

태스크 학습을 위해 선언된 모델T가 각 태스크에

대한학습을진행하여 구한그레디언트들은비율 β를

곱하여 합산된 다음 메타 러너 M의 가중치를 업데이

트 하게 된다. 위의과정을여러번 수행한 M은 태스

크에 대해 일반화 성능을 높게 가지게 되며 과적합을

피할수있게 된다. 추가적으로 M을전체데이터셋에

대하여 미세조정을 진행하면 제공받은 데이터셋 내에

서의 예측 성능을 더 높일 수 있게 된다.

메타러닝 방식을 사용한다면 모델은 앞서 예를 들

었던 각 메타러닝 태스크에 대해서 모두 일반화되고,

각 태스크에 대해서는 높은 성능을 가지게 된다.

Ⅳ. 실 험

실측데이터는강남맵데이터내가로 300m, 세로

300m 이하범위를갖는구역에서 7개의 5G 밀리미터

파 송신기를 설치하고, 차량을 이동하며 측정한 750

개의위치및신호세기(RSRP) 데이터이다. 7개의송

신기는 서로 다른 위치와 설정 값을 갖는다. 실측 데

이터는 각 기지국 별로 식별자(Physical Cell ID,

PCI), 경도, 위도, 안테나높이, 방향, 다운틸트를포함

하고 있으며, 각 Rx 데이터는 측정 당시 시간과 GPS

좌표 위치, 수신 신호 세기 등을 포함한다. 그림 6는

실측 수신 신호 강도를 지도상에 표시한 것이다.

데이터셋은학습데이터와테스트데이터의비율이

7:3에접근하도록 PCI를기준으로분류할수있는조

합을선정하여총 9개의시나리오를생성한후, 이중

에서도 LoS 분포 비율을 고려하여 50%에 근접한 세

개의 시나리오를 표 2와 같이 최종적으로 선정했다.

3D-CNN 모델은Ⅲ.2절에서설명한구조를사용했

으며 성능 비교 대상으로 2D-CNN 모델을 사용했다.

3D-LAMS 이미지를 생성하기 위해 강남 지역 맵 데

이터를 이용하였으며, 지형, 도로, 건물 레이어 맵 데

이터를 이용하여 지형 및 건물에 해당하는 래스터 그

래픽스 형식의 3D 맵 데이터를 생성한 후 그림 3의

3D-LAMS 알고리즘을 적용했다. DE-LAMS 이미지

는 3D-LAMS 알고리즘의 스캔 평면 대신 스캔 라인

을적용하여높이정보를제외한 2D 데이터만을수집

하는 방식으로 생성하였으며 3D-LAMS 이미지와

DE-LAMS 이미지의 크기는 각각 20x20x20 픽셀과

40x40 픽셀이다.

성능 비교 실험은 표 2의 시나리오를 바탕으로

DE-LAMS를 적용한 2D-CNN 모델과 3D-LAMS를

적용한 3D-CNN 모델, 메타러닝과 3D-LAMS를적용

한 3D-CNN 모델을 이용하여 진행하였다.

그림 5의 Algorithm 2의 파라미터 값들은 표 4의

내용과 같다.

실험 결과 2D-CNN 경로손실 모델의 RMSE 평균
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그림 7. 실측, CME, C3, C2, RSRP 그래프
Fig. 7. Measured, CME, C3 and C2 RSRP graph

Absolute Error
CME C3 C2

Rate (%)

<2 dBm 28.35 19.07 17.52

<4 dBm 50.51 47.36 38.14

<10 dBm 89.69 85.57 85.57

표 5. 실험별 절대 오차 수치
Table 5. Absolute error values per experiment

이 3D-CNN 경로손실 모델의 RMSE 평균에 비해

0.53 dBm 더낮았으며. 이를통해 2D-CNN 경로손실

모델보다 3D-CNN 경로손실 모델이 도심지에 더 적

합하다는 것을 확인할 수 있었다. 또한 메타러닝을

적용한 모델의 RMSE 평균이 메타러닝 미적용 모델

에 비해 0.44 dBm 더 낮았다. 메타러닝이 적용되고

3D 이미지를 사용한 모델의 RMSE 평균은 2D 이미

지를사용한모델보다 0.97 dBm 더낮은것을확인할

수 있다.

위실험의결과는도심지에서는메타러닝이적용된

3D-CNN 경로손실모델이기존의 CNN기반경로손

실 모델들보다 적합함을 나타낸다. 다음은 표 4의 S2

에서 진행된 실험결과를 위에서부터 C2, C3, CME로

정의하여 경로 손실 트렌드를 비교 분석하였다.

그림 7에서는 CME, C3, C2의예측값과실측값을비

교하였다. 각케이스가실측값트렌드를잘따르고있

는지 그림 7과 아래 표 5를 통해 확인할 수 있다. C3

와 C2의 10 dBm 미만절대오차는 85.57%로동일하

지만 4 dBm 미만 절대 오차는 47.36%와 38.14%로

9.22% 차이가 난다. 따라서 C3가 C2보다 더 좋은 결

과를보인다. CME의 2 dBm 미만절대오차는 28.35%

로 C3보다 트렌드를 잘 따라가는 모습을 보였고 10

dBm 미만 절대 오차 역시 89.69%로 더 좋은 성능을

보였다. 이러한예측성능은기존의딥러닝기반모델

이나 결정적 모델의 교외지역에서의 예측 성능에 비

해 RMSE 기준약 3dB 정도떨어지는수준이지만밀

집 도심지 전파 환경의 복잡도를 감안하면 적정수준

인 것으로 판단되며, CI 모델과 같은 경험적 모델의

교외지역에서의 성능에 비해서도 월등한 수준이다[14].

Ⅴ. 결 론

본논문에서는메타러닝을적용한 3D-CNN 기반의

도심지내 5G 밀리미터파경로손실예측모델을제안

하였다. 실험데이터수가적고 PCI 별특성이달랐던

실험 환경에서의 메타러닝의 적용은 기존의 학습 방

법보다더높은예측성능을이끌어냈음을확인할수

있다. 또한 건물의 높이가 다양한 도심지 환경에서는

논문[14]의 DE-LAMS의 적용 보다는 본 논문에서 제

안하는 3D-LAMS 적용이 더 높은 예측 성능을 보였

다. Tx와 Rx 사이 공간 내에서 건물의 유무와 위치,

크기, 모양, Tx와 Rx 사이의거리와같은인자들은도

심지에서 경로 손실 값을 결정하는 데 중요한 요소임

을실험을통해확인할수있었다. 이외에도경로손

실 모델링에 자주 사용되었던 3차원 광선 추적 방법

과 딥러닝 기반의 모델링 방법을 적절히 혼용하여 함

께 사용하는 연구가 진행될 수 있을 것이다. 추후 추

가적인 맵 데이터와 실측 데이터가 제공된다면 메타

러닝의 장점을 활용하여 모델의 성능을 증가시킬 수

있을 것으로 기대된다.
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