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긴 시간의 교통 흐름 예측을 위한 컨볼루션 어텐션 모델
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Convolution-Attention Model for Long-Term Traffic Forecasting
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요 약

교통 흐름을 예측하는 것은 현대 도시의 중요한 문제 중 하나이며, 이에 교통 흐름의 예측을 위하여 다양한 모

델들이 연구되어왔다. 그러나 교통 흐름을 예측하는 문제는 시간적인 특성과 공간적인 특성을 모두 고려해야 하기

에 해결하기에 복잡한 문제이다. 최근 들어서는 시계열 구조와 그래프 구조를 같이 활용하는 뉴럴 네트워크 모델

들이 새롭게 떠오르고 있다. 그러나 이전의 많은 연구들은 짧은 시간의 예측을 주로 다루었고, 긴 시간의 교통 흐

름을 예측하는 데 어려움이 있었다. 이를 개선하여 짧은 시간 뿐만 아니라 긴 시간의 예측 성능을 같이 고려하기

위하여, 본 논문에서는 dilated causal convolution 구조와 attention 구조를 결합한 새로운 모델을 제시한다. 실제

데이터를 이용한 교통 흐름 예측 실험을 통해 본 논문에서 제시한 모델이 이전의 dilated causal convolution-based

models 및 attention model과 비교하여 짧은 시간 및 긴 시간의 예측에서 모두 효과적임을 보여준다.

Key Words : Time Series, Traffic forecasting, Neural Netwoks, Convolutional Neural Networks, Attention

model

ABSTRACT

In modern cities, traffic forecasting is one of the important problems, and various models have been studied

to predict traffic flow. However, the traffic forecasting problem is a complex problem in that both temporal

and spatial properties must be considered. Accordingly, various spatio-temporal neural network models which

consider the two properties together are emerging recently. However, many previous studies have difficulty

predicting long-term time series traffic flow. To improve predictive performance in the long-term, we build a

model based on a dilated causal convolution and an attention model. We show that our model is effective for

long-term prediction through experiments on real-world datasets. Experimental results show better performance

than previous models such as dilated causal convolution-based models and attention models in long-term traffic

forecasting.

Ⅰ. 서 론

차량이 현대사회의 필수품으로 자리잡은 이후로,

교통 데이터를 활용하여 차량의 흐름을 예측하는 교

통흐름예측 (traffic forecasting) 문제는항상중요한

문제로여겨졌다. 교통흐름예측을위해활용되는교
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통량데이터의중요한특징중하나는시간에따라변

하며과거가현재에영향을끼치는 time series 데이터

라는것이다. 즉, 매시간 교통량이 독립적인 데이터가

아니라, 예를 들어 30분 전의 교통량부터 5분 전까지

교통량 데이터가 증가 추세를 보였다면 일반적으로

현재의 교통량 또한 더욱 증가한 값을 나타내는 등,

과거의 정보와 현재의 정보가 연관관계를 가진다.

이에따라어떠한지점의과거교통정보를활용하

여 미래의 교통 정보를 예측하고자 하는 연구들이 많

이 이루어졌다. 그러나 시간적 특성만을 고려한 연구

들은 교통량 데이터의 또 다른 주요한 특징인 그래프

구조를반영하지못하였다. 교통정보는한지점에국

한되지 않고 여러 지점에서 측정되며, 서로 네트워크

의형태로연결되어있다. 또한한지점의교통량은네

트워크(도로)로 연결된 다른 지점의 교통량에 영향을

끼친다. 최근에 Graph Neural Network (GNN)가 활

발하게연구되기시작하면서, 이를 time series 데이터

에도 활용하여 그래프 구조를 반영한 교통 흐름 예측

연구들이 나타났다.

이러한그래프구조와 time series 데이터를결합한

spatio-temporal 데이터에 대한 neural network 모델

을 개발하는 많은 연구들은 직후의 교통량이 어떻게

될 것인가에 초점을 맞추었다. 일반적으로 이들 연구

의예측 시간 범위는 한시간이내로국한되어있었다.

그러나 이러한 연구들은 먼 미래를 예측할 경우 예측

에 따른 에러가 누적되는 문제가 발생하는 등의 이유

로예측력이떨어지는경우가많았다. 이문제를해결

하기위하여, Attention을활용하는모델[1]도제시되었

으나, 반대로 짧은 시간 간격에서 정확성이 상대적으

로 떨어졌다.

이에 본 연구에서는 dilated causal convolution과

attention을 같이 활용하여 짧은 시간 (short-term), 긴

시간 (long-term) 모두에서 좋은 성능을 내는 모델을

개발하였다. 본 논문에서 제시하는 convolution-

attention model은입력으로들어오는 time series data

를 dilated causal convolution을 통하여 과거 정보의

인과 관계가 반영된 정보로 바꾸어낸다. 그리고 이를

활용하여 긴 시간을 동시에 예측하기 위해서는

attention 구조를 사용하였다.

실험결과는본논문에서제시하는모델이특히긴

시간에서 이전의 convolution 기반 모델과 비교해서

교통 정보 예측의 정확성이 향상되었다는 것을 보여

주었다. 이는 예측 범위가 길어질수록 두드러지게 나

타났다. 또한, 짧은 시간에서도 attention 기반 모델과

비교하여향상된것을확인할수있었다. 본논문에서

제시한 모델의 각 부분의 역할을 확인하기 위한

ablation study 또한 진행하였다. 실험을 통하여

dilated causal convolution은 짧은 시간의 예측에,

attention 구조는 긴 시간의 예측에 큰 영향을 끼친다

는 것을 보였다.

본 논문의 구성은 다음과 같다. 2장에서는 time

series와 그래프를 다룬 관련 연구를 살펴본다. 3장에

서는 본 논문에서 풀고자 하는 문제가 무엇인지에 대

하여 설명한다. 4장에서는 본 논문에서 문제를 풀기

위하여 제시하는 convolution-attention 모델과, 그 모

델을 구성하는 구조들에 대하여 살펴본다. 5장에서는

제시한 모델을 실제 교통 흐름 데이터에 적용하여 진

행한실험결과와이에대한분석을진행하며, 마지막

으로 6장에서 결론을 도출한다.

Ⅱ. 관련 연구

Time series data의 예측을 위하여 전통적으로는

통계학을 기반으로 한 방법들이 많이 연구되어왔다.

대표적으로 autoregressive integrated moving average

(ARIMA) 기반 방법[2]이 있으며, vector

autoregressive models (VAR)[3]이나 support vector

machine (SVM)을이용한방법[4]도제시되었다. Deep

learning의 발달과 함께, 예측에 neural net을 사용하

는 연구들도 등장하였다. Recurrent neural network

(RNN)은 과거의 상태와 현재 입력 정보를 계산하여

새로운 현재의 상태를 계산하고, 이를 반복하여 순환

시키는 neural network 구조로, 순차데이터에적합한

형태의 구조이다. 이는 순차 데이터를 활용하는 언어

모델[5] 혹은음성모델[6] 등에유용하게사용되었으며,

time series data의예측에도 RNN을활용한방법들이

연구되었다.

그리드 형태의 데이터에 특화된 컨볼루션 연산과

이로 이루어진 CNN 레이어를 활용하여 인접한 다른

지점의정보를활용하는방법도연구되었다[7]. 그러나,

이러한 방법은 그래프 형태의 연결 정보를 표현하는

데 한계가 있다. 따라서 그래프 구조 위에서 정보를

처리할 수 있는 GNN이 제시됐다. 대표적으로 Graph

Convolution Network (GCN)[8,9]는 그래프를 이루는

노드 정보가 고차원 embedding으로 주어졌을 때, 각

노드마다 그래프 위에서 엣지로 연결된 다른 인접 노

드들의 embedding을 모으는 message 함수와, 모아진

정보를통해새로운 embedding을출력하는 update 함

수를 통해 입력 그래프 데이터를 처리한다. GCN의

연산 과정에서 노드 정보가 연결된 그래프 구조에 따
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그림 1. 모델 구조
Fig. 1. Model architecture

라 흐르기 때문에 그래프 구조가 자연스럽게 출력값

에부호화되는특징을가진다. 따라서교통정보예측

과같이주어진데이터속그래프의구조가예측에중

요한정보를담고있는문제에서 GCN을비롯한그래

프 인공신경망 모델이 활발히 활용되고 있다.

GNN에시간적인정보를결합하여교통정보와같

은 time series 데이터에대한예측을수행하는연구들

은 DCRNN[10] 이래로연구되기시작하였다. DCRNN

에서는 diffusion convolution과 RNN을 같이 사용하

여 지역적인 그래프 정보와 시간적인 정보를 같이 다

룰 수 있도록 하였다. DCRNN 이후로 STGCN,

STDN[11,12]] 등의 연구들 또한 graph convolution을

활용하여그래프구조를다루는 time series 연구를진

행하였다. Graph Wavenet[13]에서는 dilated causal

convolution을 time series를 다루는 데 활용하여

spatial-temporal 데이터를 다루고자 하였다.

Ⅲ. 문 제

교통 흐름 데이터는 여러 곳의 관측 지점으로부터

측정되는일정시간간격의교통정보를의미한다. 교

통정보는평균차량 속도, 통과한차량대수등의정

보를 포함한다.

교통 데이터를 수집하는 관측 지점들은 특정 장소

에 위치하는 것으로, 이들 간에는 물리적인 연관관계

가존재한다. 이연관관계는도로교통망혹은물리적

인 거리 등으로 생각할 수 있다.

이 관측 지점들과 이들의 지리적 연관관계는 각각

노드와 엣지로 보아 그래프  로 나타낼

수 있다. 여기서 노드의 개수, 즉 관측 지점의 개수

이다. 이 그래프 구조는 시간에 따라 변하는

구조가 아닌 공간적인 고정된 구조이다.

여기서각각의관측지점이수집하는교통흐름정

보는시간에따라변하는하나의 time series 데이터이

다. 따라서 전체 교통 흐름 정보 데이터는 개의 병

렬적인 time series라고 할수있으며, 가각지점에

서 수집되는 교통 정보의 종류 개수라고 할 때, 시간

에서의 교통 흐름 정보는  ∈ℝN×C로 표현할 수
있다.

본논문에서풀고자하는 문제는관측 지점의 공간

적정보인그래프 와시간적정보인이전의  시간

스텝의교통흐름정보인   ⋯ 가

주어졌을때, 아직일어나지않은  시간스텝의교통

정보   ⋯ 를 예측하는 문제이다.

Ⅳ. 모 델

그림 1은 본 논문에서 제시하는 모델인

convolution-attention model의 구조를 나타낸다.

Convolution-attention model은 크게 convolution 부

분과 attention 부분, 두부분으로나누어짧은시간과

긴 시간의 교통 정보 예측을 모두 효과적으로 수행할

수 있도록 한다. 윗 부분에 해당하는 transform

attention 및 decoder attention 부분에서는 시간적인

정보를 다룰 때, 먼 과거의 정보까지도 한번에

attention하며, 긴 기간을 동시에 예측함으로써 긴 시

간의 교통 정보 예측을 효과적으로 수행할 수 있다.

긴 시간을 효과적으로 고려하는 Attention 구조에서

오히려소홀해질수있는짧은시간의시간적의존관

계는 attention을 수행하기 전에 dilated causal

convolution 구조를 통해 사전에 인코딩하여 다룬다.

Dilated causal convolution 구조 부분에서는 현재의

정보 뿐만이 아니라 일정 거리만큼 떨어진 과거의 정

보를 같이 고려하여 교통 정보 time series 데이터를
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그림 2. 인과 컨볼루션 구조
Fig. 2. Causal Convolution

그림 3. 확장 인과 컨볼루션 구조
Fig. 3. Dilated Causal Convolution

인코딩함으로써 시간적인 의존 관계, 특히 짧은 시간

사이의 관계를 파악하여 반영한다. 4.1과 4.2에서는

짧은시간과긴시간의예측모두를고려하기위해사

용한 두 부분에 대하여 자세한 설명을 제시한다.

4.1 Dliated Causal Convolutions
Dilated causal convolution은 음성 생성 모델인

wavenet[14]에 사용되었던 구조로, time series의 형태

로이루어진데이터에서시간적인의존관계(temporal

dependency)를 효과적으로 잡아내기 위한

convolution 구조의 한 형태이다.

Convolution 구조는 특정 위치의 출력 값을 얻기

위하여 넓은 범위의 convolution filter를 사용하여 주

변의 정보를 종합한다. 기본적인 convolution 구조를

time series 데이터에적용하면시간 에대한출력값

을 얻기 위하여 시간 스텝 부터 까지의 입

력 정보를 활용하여 convolution filter를 적용하는 구

조이다. 그러나 이러한 구조는 시간 t로부터 미래의

시간 정보까지 활용하는 구조로, 본 논문에서 풀고자

하는 문제와 같이 미래의 정보가 주어지지 않은 상황

에서 시간적인 의존 관계를 활용하여 미래의 결과를

예측하는 문제에서는 활용하기 부적합한 구조이다.

Causal convolution 구조는 이러한 문제를 해결하기

위한 구조로, 그림 2와 같이 시간 에 대한 출력값을

얻기 위하여 시간  이후의 시간에 대한 입력 정보를

활용하지 않고, 시간 t와 그 이전 시간들의 입력 정보

만 활용한다. 즉, convolution filter의 크기가 일 경

우 시간 부터 까지의 정보를 활용한다. 계

층이 2개일 경우, 2번째 계층에서 입력받는 

의 값은 1번째 계층에서 시간 

부터 까지의정보를활용해얻어진출력값이

되어 계층이 1개일 때보다 더 과거의 정보를 활용할

수 있게 된다.

dilated causal convolution은그림 3과같은모양의

구조로, causal convolution과 같은 계산량으로 더 넓

은 범위의 시간 정보를 활용할 수 있도록 한다. 이를

위하여 계층의높이가 높아질수록 입력받는 데이터의

시간 간격을 늘린다.. 번째 계층의 입력의 시간 스텝

간격은 로주어지며, 본논문에서는  이다.

4.2 Attention
미래의정보를예측함에있어서바로다음시간스

텝의 값을 예측하는 구조를 사용할 경우, 먼 시간의

결과를 예측하기 위해서는 이전 시간의 예측값 또한

입력으로 사용하여 예측을 수행하여야 한다. 이러한

경우, 점점 더 먼 시간의 결과를 예측할수록 이전 시

간의 예측 결과의 오차가 누적되어 오차가 더욱 커지

는 현상이 발생한다. Transform attention 및

spatio-temporal attention은 이를 해결하기 위하여

GMAN[1]에서 제시된 개의 시간 스텝을 동시에 계

산하는 attention 기반으로 하는 구조이다.

Transform Attention에서는 그림 4와 같이 Dilated

causal convolution에서인코딩된시간스텝 P개의결

과를한번에활용하여 개의시간스텝의결과로변

환한다. Spatio-temporal attention (ST Attention)은

그림 4와 같이 transform attention에서 개의 시간

스텝으로 변환된 결과를 활용하여 시계열과 그래프
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그림 4. 변환 어텐션 구조와 공간적-시간적 어텐션 구조
Fig. 4. Transform Attention and Spatio-temporal Attention

MAE

Time

(min)
Our GMAN

Graph

Wavenet

15 2.96 3.06 2.74

30 3.24 3.30 3.12

60 3.56 3.56 3.54

90 3.71 3.71 3.78

120 3.82 3.81 3.96

RMSE

Time

(min)
Our GMAN

Graph

Wavenet

15 5.84 6.24 5.25

30 6.64 6.89 6.28

60 7.50 7.59 7.35

90 7.88 7.94 7.94

120 8.09 8.14 8.32

표 1. 2시간 교통 정보 예측 결과 성능 비교
Table 1. 2 hours traffic forecasting results comparison

구조를 같이 고려하여 길이 의 예측 결과를 얻어낸

다. ST Attention 구조는 spatial attention, temporal

attention, 그리고 둘을 병합하는 gated fusion으로 구

분된다. Spatial attention에서는동일시간의그래프의

인접한 다른 노드의 값을 활용하여 attention 결과를

얻으며, temporal attention에서는 동일 노드의 과거

시간의 값들을 활용하여 attention 결과를 얻는다.

앞의 두 attention에서는 원래의입력값들뿐만아

니라 spatial embedding과 temporal embedding을 합

친형태인 spatio-temporal embedding 또한추가로활

용한다. 그래프 구조에서 노드들의 embedding을

spatial embedding은 node2vec[15]을기반으로하여노

드들의 embedding을 얻어내며, temporal embedding

은 요일 및 시간 정보를 one-hot encoding의 형태로

변환하여 이를 fully-connected neural network를 통

하여 벡터 형태의 embedding을 얻어낸다.

Ⅴ. 실 험

5.1 데이터셋
본 논문에서는 실제 환경에서 수집된 교통 흐름에

대한 데이터셋인 METR-LA 데이터셋[16]을 활용하여

실험을진행하였다. 이데이터셋은로스앤젤래스고속

도로의 207개 센서에서 얻어진 데이터셋으로, 일정

기간의 교통 흐름 정보와 207개 관측 지점들의 지리

적 정보를 포함하고 있다. 사용한 데이터셋은 2012년

3월부터 6월까지의 4개월간의 데이터를 포함하고 있

으며, 측정 기간 동안 교통 정보의 측정 간격은 5분

간격으로 이루어졌다.

실험에서는 이 데이터셋을 시간 스텝을 기준으로

7:1:2의 비율로 분할하여 각각 train set, validation

set, test set으로 사용하였다.

5.2 비교 모델 및 지표
본 논문에서는 비교를 위하여 널리 알려진

spatio-temporal 데이터를 다루는 모델인 Graph

Wavenet 모델[13]과 GMAN[1]과 비교실험을 진행하였

다. GMAN은 Attention에 기반한 딥러닝 모델로,

Spatio-temporal Encoder, Transform attention,

Decoder의 형태로 이루어져있다. Graph Wavenet은

graph convolution과 dilated causal convolution을 결

합한 형태의 모델이다. 각 모델 연구에서는 1시간의

교통정보예측결과를사용하였지만, 본논문의실험

에선 더 긴 시간의 예측 결과를 얻어내기 위하여 2시

간 및 4시간 교통 정보 예측 결과를 사용하였다.

비교를위한평가지표로는평균절대오차 (MAE)

와 평균 제곱근 오차 (RMSE)를 사용하였다. 예측된

속도에 대한 오차가 얼마나 되는지 확인하기 위한 가

장 직관적인 지표인 평균 절대 오차와, 큰 오차에 가

중치를 부여하는 평균 제곱근 오차를 같이 사용함으

로써오차의평균과분산모두를살펴볼수있도록하

였다.

5.3 실험 결과
표 1은과거 1시간의교통량데이터를바탕으로앞

으로의 2시간 교통량을 예측한 결과의 MAE와

RMSE를담은표로, 본논문에서제시하는모델과타

모델을비교하였다. 데이터의측정간격이 5분간격이

므로, 관측한 시간 스텝 개수 , 예측하는 시간

스텝개수 이다. 모든모델에서기본적으로더

먼 시간의 교통 정보를 예측하려고 할 때 오차가 더
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MAE

Time

(min)
Our GMAN

Graph

Wavenet

15 3.22 3.32 2.98

30 3.43 3.50 3.40

60 3.68 3.76 3.85

90 3.8 3.89 4.10

120 3.87 3.98 4.29

180 3.94 4.08 4.52

240 3.98 4.11 4.73

RMSE

Time

(min)
Our GMAN

Graph

Wavenet

15 6.55 7.01 5.70

30 7.10 7.50 6.69

60 7.74 8.14 7.60

90 8.05 8.46 8.11

120 8.21 8.66 8.47

180 8.35 8.89 8.98

240 8.41 8.94 9.34

표 2. 4시간 교통 정보 예측 결과 성능 비교
Table 2. 4 hours traffic forecasting results comparison

MAE

Time

(min)
Full

No Dilated

Conv.

No

Decoder

15 2.96 3.03 2.98

30 3.24 3.29 3.26

60 3.56 3.57 3.57

90 3.71 3.73 3.76

120 3.82 3.84 3.91

RMSE

Time

(min)
Full

No Dilated

Conv.

No

Decoder

15 5.84 6.14 5.93

30 6.64 6.84 6.73

60 7.50 7.60 7.54

90 7.88 7.98 7.98

120 8.09 8.19 8.28

표 3. 2시간 교통 정보 예측 결과 모듈별 제거 비교
Table 3. 2 hours traffic forecasting ablation study

커지는 것을 확인할 수 있다.

실험결과, 제시하는모델은 GMAN과비교하여긴

시간인 120분에서의 오차는 비슷하며, 짧은 시간에서

의 예측 오차를 줄인 것을 확인할 수 있었다. 또한,

Graph Wavenet과비교하면, 예측하려는 시간이 점점

더 멀어짐에 따른 성능 하락 폭이 작아 멀리 있는 시

간의 예측 성능에서 우위에 있다는 것을 보여준다.

표 2는 예측 길이를 더욱 확장한 4시간()의

교통 정보를 예측하여 long-term 예측의 중요성을 높

인 실험의 결과이다. 실험 결과, 모든 시간에서

GMAN과 비교하여 성능적 우위를 유지하는 것을 확

인할 수 있다. 또한, Graph Wavenet과 비교하면 2시

간예측실험보다더멀리있는시간에서예측오차가

더욱확연이줄어드는 것을 확인할 수있다. 표 1과 2

를 통하여 예측 길이가 확장될수록 본 연구의 모델의

긴 시간에서 성능적 우위가 뚜렷하게 나타나며, 짧은

시간에서의 예측 성능 또한 이전의 긴 시간을 고려한

모델보다 향상됨을 확인할 수 있다.

표 3은 제시한 모델에서 일부분을 제거하였을 때

어떻게 성능이 변하는가 비교한 내용을 담은 표이다.

이 실험 결과는 본 논문에서 제시하는 모델에서 어느

부분이 어느 시간 스텝의 예측 성능의 향상에 도움을

주는지 보여준다. 실험 결과, dilated causal

convolution 부분을 제거하였을 경우, 상대적으로 긴

시간의성능은거의차이가나타나지않지만, 15분후,

30분 후 등 짧은 시간 후의 예측 결과의 성능이 하락

하는 것으로 나타난다. 그리고, spatio-temporal

decoder 부분을 제거하였을 경우 반대로, 짧은 시간

후의예측의평균절대오차는 0.02 이하로적게나타

났지만, 예측하려는 시간이 120분으로 가장 길어진

경우, 예측의 MAE가 0.1로 커지는 것으로 나타난다.

RMSE 또한 짧은 15분 예측에서는 dilated causal

convolution을 제거하였을 때 성능이 더 크게 떨어지

고, 120분 예측에서는 decoder 부분을 제거하였을 때

성능이 더 크게 떨어지는 것을 확인할 수 있다. 즉,

convolution-attention 모델에서 convolution 부분은

짧은시간, attention 부분은긴시간의예측정확성향

상에크게기여하고있다. 따라서본연구에서제시하

는 모델은 attention 모델의 장점과 convolution 모델

의 장점을 통합한 모델을 제시하였다고 할 수 있다.

Ⅵ. 결 론

본 논문에서는 시간적 정보와 공간적 정보를 모두

포함하는 데이터인 교통 흐름 데이터의 예측 성능을

향상시키는딥러닝모델을개발하였다. 개발된모델은

dilated causal convolution과 attention을 기반으로 하

여 긴 시간의 예측에서 효과적일 수 있도록 설계하였

다. 실험 결과는 개발된 모델이 실제 교통 흐름 데이

터에서 효과적임을 보였다. 또한, 모델의 convolution

부분이가까운미래의예측성능향상에큰영향을주

며, attention 부분이먼미래의예측성능에영향을더
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많이 끼친다는 것을 보였다.
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