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특징점 검출 기반 정지 영상에서 판소리 발림의 식별
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Recognition of Pansori Motion in Still Images Based on

Keypoint Detection
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요 약

MIR(Music Information Retrieval) 분야에서는 인공지능을 이용하는 음악 연구가 활발하게 진행되고 있다. 본

논문에서는 판소리의 주요 구성요소인 발림 동작 인식을 목적으로 동영상으로부터 이를 자동으로 분별하는 방법을

제안한다. 제안된 방법에서는 동영상을 구성하는 매 프래임에서 소리꾼 객체를 검출 시도하고 이를 포함하는 정지

영상에서 객체 영역의 발림 동작을 분별한다. 객체 검출 방법으로는 일정한 객체 크기에 대해 성능이 우수하고 검

출객체 수가 작은 속도가 빠른 트랜스포머를 이용하였으며, 검출된 소리꾼의 관절과 부채 위치 등 특징점을 포함

하는 골격 정보를 이용하여 강인하게 발림 동작을 분류한다. 부족한 판소리 발림 동작 영상 데이터 때문에 MS

COCO 데이터를 활용하여 전이학습과 미세조정을 수행하였으며, 대 부류로 정리된 7개 클래스로 분류한 발림 동

작의 분류에서 84.8%의 정확도를 달성하였다.
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ABSTRACT

Artificial intelligence research on music area in MIR(Music Information Retrieval) is being conducted very

actively. This paper aims to recognize the Balim motions, an important component of Pansori, and proposes a

method to automatically classify them from Pansori video. In the proposed method, the region of a singer is

at first detected from every video frame, then the Balim motion is classified based on still image analysis in

the detected region. For detecting singer object we use the transformer-based object detection, which has an

excellent performance with high speed for the uniform size of small number of objects, and then try to

classify Balim motion with skeletal information of key points including the singer's joint and fan position. Due

to insufficient Pansori Balim motion data, transfer learning using MS COCO data and fine-tuning are

performed. The accuracy of 84.8% has been achieved in the classification of Balim motion largely categorized

into 7 classes.
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Ⅰ. 서 론

인류에게 노래는 오래전부터 존재해 왔던 하나의

문화현상이며감정표현의수단이었다. 따라서노래에

수반되는 감정을 표현하기 위해 가락이나 노래 내용

에따라동작을취하기도한다. 판소리의발림이란소

리꾼이 아니리나 소리를 부르며 취하는 동작으로 판

소리 대목에 따라 또는 소리꾼에 따라 다양한 양상으

로 나타난다[2-3]. 본 논문에서 판소리 동영상으로부터

이러한 발림 동작을 자동으로 찾아내는 방법은 판소

리 소리꾼 발림 동작을 빠르게 분석하여 판소리 연구

에 활용할 수 있으며 판소리 소리꾼의 동작 교육에도

활용할 수 있다.

소리꾼 발림 동작 인식방법에는 동영상 기반의 행

동 인식 방법[18-22]과 동영상을 구성하는 매 프레임에

서 소리꾼을 찾아내고 이 소리꾼 영상을 분류하는 방

법을활용할수있다. 그러나일반적으로발림은소리

꾼이 판소리 내용이나 가락 등에 따라 정형화된 부분

도있지만, 청중이나전체적인판의상태에따라즉흥

적으로 이루어지기도 한다. 따라서 동영상의 행동 인

식의 경우 다양한 범주를 고려해야 하므로 어려운 문

제이다.

이러한 이유로 본 논문에서는 비교적 단순한 방법

인 소리꾼이 존재하는 프레임을 찾고 각 정지된 프레

임을 기반으로 소리꾼의 동작을 주요 동작 7개의 범

주[2-3]로 한정하고 자동으로 분류하는 방식으로 분석

한다. 즉동영상프레임을구성하는매프레임에서소

리꾼이 들어있는 프레임과 소리꾼 영역을 트랜스포머

기반의 객체 검출을 이용하여 자동으로 찾고, 소리꾼

영역의 특징 추출을 통하여 7개의 주요 동작으로 분

류한다. 여기서 추출한 특징은 의상의 색깔, 무늬나

배경 등 컨텍스트 정보가 아닌 특징점으로 표현하는

골격정보이다. 보고된바에의하면골격정보를찾는

특징점 기반의 동작 분류 방법은 다른 컨텍스트 찾는

분류방법에 비해 강건하고 분류성능이 우수하다[4-5].

본 논문에서 제안된 방법은 안정적인 소리꾼 프레임

과 소리꾼 영역 검출을 제공하며, 본 논문의 실험 결

과 7개의부류로분류한발림동작은정확도가 84.8%

에 달하였다.

본연구는인공지능기법으로판소리영상으로부터

발림 동작을 자동으로 분류하는 최초의 논문으로 의

미가 있으며 향후 국악 연구에서 빠른 속도의 판소리

소리꾼발림동작분석과판소리교육등에활용될것

으로 기대된다.

Ⅱ. 제안된 방법

제안된 방법의 파이프라인은 소리꾼 검출과 발림

동작분류로구성된다. 우선소리꾼만아니라고수등

다른 사람도 포함한 판소리 공연 전경 영상에서 소리

꾼을 검출 후 그림 1에 보이는 소리꾼의 관절과 부채

위치 등 골격 정보를 의미하는 특징점들을 검출하여

발림동작분류한다. 이러한소리꾼검출과특징점검

출을 통한 발림 동작 인식 과정은 동영상를 구성하는

매 프레임에 반복 적용해서 자동으로 분석결과를 제

공한다.

그림 1. 제안된 방법의 파이프라인
Fig. 1. The pipeline of the method

2.1 DETR를 이용한 소리꾼 검출

2.1.1 학습 데이터의 구성

동작분류를수행하기전에먼저동작을취하는소

리꾼을 찾아야 한다. 판소리 동영상에 등장하는 인물

은 소리꾼, 고수, 청중(사회자, 스태프들도 청중으로

간주함)들이있다. 본논문에서는소리꾼만찾은 것이

목적이지만 소리꾼을 잘 찾기 위해서 소리꾼 검출을

위해소리꾼, 고수, 청중 3개의 클래스로 나누어객체

검출을 수행하였다.

소리꾼과고수클래스의데이터는인터넷에서수집

하여총 2,013장으로구성되었다. 소리꾼만포함한영

상 739장이었으며고수까지포함한영상은 1,274장이

었다. 청중클래스의학습데이터부족을보충하기위

해 MS COCO 데이터셋에서 person 클래스영상들을

청중 클래스로 추가하여 총 3013장을 7대3으로 학습

데이터와 테스트 데이터로 나누었다.

2.1.2 소리꾼 검출 방법

앞서언급한바와같이소리꾼동작을분류하기위

해서는 동영상을 구성하는 매 프레임에서 소리꾼을
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그림 2. 소리꾼 검출 데이터의 구성
Fig. 2. The structure of the data for the singer detection

그림 3. DETR 모델의 파이프라인
Fig. 3. The pipeline of DETR

검출해야 한다. 객체 검출에 관한 연구는 2-stage의

R-CNN 시리즈[6]에서 1stage의 YOLO(You Only

Look Once) 시리즈[7] 까지 수많은 연구가 있어 왔으

며, 최근 몇 년간 자연어 처리 분야에 많이 적용된 트

랜스포머[8] 모델이 컴퓨터 비전 분야에서도 활발하게

적용되고 있다. 본 연구에서는 객체의 크기 변화가 심

하지않을경우성능이우수하며 NMS(Non-Maximum

Suppression)연산이 제외되어 검출객체 수가 작은 경

우 속도 면에서도 유리한 DETR[9]라는 모델을 사용

한다.

대다수의 검출 모델이 proposal, anchor 혹은

windows 등을 이용해서 검출 문제를 분류 문제와 회

귀 문제로 구성하여 간접적으로 해결하는 것과 다르

게 DETR 모델은 그림 3과 같이 검출 문제를 직접

end-to-end방식인집합예측(set prediction) 문제로간

주하여트랜스포머의 encoder-decoder 구조로 N 개의

객체 바운딩 박스를 예측하며, 여기서 N은 사전에 설

정한영상중에존재한객체의개수보다훨씬큰정수

이다. 학습은예측한바운딩박스와 ground truth의비

교는 이분 그래프(bipartitegraph)의 이분 매칭을 수행

하여예측한좌표와클래스를 ground truth에점점접

근하게 손실함수를 정의하고 이를 감소시키는 방식으

로 진행된다. 본 논문에서는 소리꾼을 검출하기 위해

객체 크기 변화가 크지 않고 검출할 객체수가 한정된

경우 Faster R-CNN 모델의성능과비슷하며실행속

도도 더욱 빠른 DETR를 사용하였다. 즉 DETR는 작

은객체에대한식별력이 Faster R-CNN보다못하지만

본 논문에서 검출해야 할 소리꾼 객체는 일반적인 판

소리 동영상에서 작지 않으며 비슷한 크기를 가진다.

2.2 골격 정보를 이용한 발림 동작 분류
본 논문의 동작 분류는 특징점들 검출하여 소리꾼

의관절위치정보와부채위치정보를이용하여분류

하는 방식을 사용한다. 백본으로 사용된 HRNet[10]이

이러한 특징점들을 찾는 능력을 갖추기 위해서는

ground truth인 특징점의 위치에 있는 화소를 중심으

로가우시안분포에의해그림 4 같이생성된 headmap

을 표적으로 학습하고 학습된 백본 다음 단에 FC

Layer를 붙여서 학습하여 동작 분류한다.

그림 4. 특징점 ground truth의 예
Fig. 4. An example of ground truth for the keypoints

2.2.1 특징점 학습 데이터 구성

먼저 골격 정보를 이용하기 위해서는 백본으로 사
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그림 6. HRNet의 아키텍처
Fig. 6. The architecture of HRNet

그림 5. 부채 특징점의 선정
Fig. 5. Selection of the keypints on the fan.

그림 7. 정의된 발림 동작의 카테고리
Fig. 7. Categories of motions

학습 테스트

앉음(sitting) 140 60

부채 펼침(opening the fan) 140 60

부채를 두 손으로 듦

(holding the fan with two hands)
140 60

부채 듦(raising the fan) 140 60

팔 벌림(opening arms) 140 60

치마 잡기(grabbing the skirt) 140 60

부채로 지시

(pointing with the fan)
140 60

표 1. 각 동작별 데이터 수
Table 1. Number of data for each motion.

용된 HRNet을 특징점 데이터셋에서 초기 학습을 수

행한다. 초기 학습에 사용된 특징점 데이터는 인터넷

에서 영상을 수집하였고 특징점 주석을 부가하였다.

수집한 데이터는 충 575장이고 7대3의 비율로 학습

데이터와테스트데이터로나누었다. 여기서판소리의

발림에 부채는 중요한 역할을 하는 존재이기 때문에

소리꾼의 골격의 특징점뿐만 아니라 부채를 표현하는

특징점도추가하였다. 기본적으로부채는부채꼴모양

이므로 중심, 반경과 중심각이 확정되면 모양이 확정

된다. 이런 이유로 그림 5와 같이 부채 표현할 수 있

는특징점 3개가추가로선정되었다. 그러므로특징점

이그림 4와같이코, 좌우양쪽의눈, 귀, 어깨, 팔꿈

치, 손목, 둔부, 무릎, 발목 등 17개 소리꾼의 골격특

징점과 선정된 부채의특징점 3개로총 20개로 구성

되어 있다.

2.2.2 동작 및 학습 데이터 구성

발림 동작은 판소리 마당, 바디, 소리꾼에 따라 다

른형태로진행된다. 따라서본논문에서는판소리발

림과 관련된 논문[2-3]에서 가장 정형화된 7개의 클래

스를그림 7과같이정의하였다. 즉본연구에서는동

영상 동작 인식을 위해서는 너무 다양한 판소리 동작

을 구분하기 어렵고, 동영상을 구성하는 정지 영상인

프레임 단위에서 인식할 수 있는 주요 부류를 범주로

설정하였다.

인터넷 동영상에서 클래스별 200장씩 영상을 수집

했으며, 표 1같이 7대 3의비율로학습데이터와테스

트 데이터로 나누었다.

2.2.3 골격 정보 찾는 백본(HRNet)

본 논문에서는 골격 정보가 포함된 특징점을 찾기

위해서 HRNet 모델을 사용했다. 특징점 검출은 마지

막에 특징점 heatmap을 출력하여 ground truth와 평

균 제곱 오차를 계산하는 방식으로 훈련을 수행하기

때문에 해상도가 중요하다. HRNet 발표되기 전에는

특징점 검출에 high-to-low와 low-to-high의다해상도

프레임워크를 사용했었다[12-15]. 그러나 그림 6과 같이
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그림 8. IoU(Intersection over Union): 객체 검출의 평가 지표
Fig. 8. IoU(Intersection over Union): A evaluation metric
of object detection

AP

(IoU=0.95 )

AP

(IoU=0.75 )

AP

(IoU=0.50 )

소리꾼 검출 0.74 0.91 0.935

표 2. 소리꾼 검출의 실험 결과
Table 2. Experimental results of singer detection

HRNet는 이전의 네트워크와 달리 처음부터 끝까지

고해상도를 계속 유지하며 스테이지가 계속되며

high-to-low 해상도서브네트워크를점차적으로추가

하고 업 샘플링과 다운 샘플링을 통해서 다중 해상도

융합을실현한다. 본논문에서다중해상도융합을편

리하게 구현하기 위해 HRNet을 사용하였다.

Ⅲ. 실험 및 결과

데이터 증강(augmentation) 방법[23]을 사용함으로

써 학습데이터를 늘릴 수 있지만 판소리 동영상에서

소리꾼 검출과 발림 동작 분류라는 특별한 도메인을

대상으로 하는 본 연구에 적절한 방법을 마련하기 어

려웠다. 따라서 과적함 없이 전체 네트워크를 학습시

키기에는 부족하기 때문에 본 연구에서는 많은 데이

터를 사용하여 다양한 클래스에 대해 미리 학습된 가

중치를 재사용하는 전이 학습(transfer learning) 방법
[17]을 유용하게 사용하였다. 즉 보편적인 분류 문제에

서 다양한 분포를 가지는 데이터를 통해 학습된 가중

치를 사용하는 방식을 채택하였다.

본 연구에서는 현재 수행하고자 하는 작업과 관련

된 객체 검출과 특징점 검출 데이터셋인 전체 MS

COCO 데이터셋으로학습된가중치를이용하여 전이

학습을수행한뒤, 작은학습률을적용하여전체네트

워크를 미세 조정하는 식으로 학습을 수행하였다. 실

험은 크게 프레임 중에 소리꾼 영역을 자동으로 찾는

객체 검출 실험과 찾은 소리꾼 영역에서 소리꾼의 관

절과 부채 위치인 특징점들 검출하여 동작을 분류하

는 실험으로 나눌 수 있다.

3.1 소리꾼 검출

3.1.1 학습 방법

최적화 도구로는 많이 사용되는 Adam(Adaptive

moment estimation)에서 Decoupled weight decay를

더해서 일반화 능력 향상시킨 AdamW[24]를 사용하였

고, 전이학습에대한초기 학습률파라미터는 0.0001

로, 미세조정에대한초기학습률파라미터는가중치

가거의수렴하였다는가정하에이보다작은 0.00001

로 설정하여 학습하였다.

3.1.2 실험결과

학습된트랜스포머 DETR를활용테스트데이터의

추론을 진행하여 표 2 같은 결과를 얻을 수 있었다.

그림 8 같이 객체 검출의 평가 지표로 사용된

IoU(Intersection over Union)의 문턱치를 95%, 75%,

50%로 설정할 때 AP(Average Precision)가 각각

74%, 91%, 93.5%로 나왔다. 여기서 주의해야 할 것

은본시험에서나온객체는큰사이즈의객체로크기

변화가 심하지 않는 것이며 소리꾼 발림 동작 분류를

얻기 위해서는 IoU 75% 이상이면 약 90%의 소리꾼

검출이 가능하고 발림동작 분류에 큰 영향을 줄지 않

는다.

만약더많은객체를검출하여발림동작을판단하

기위해서는 IoU 문턱치를줄일수있는데이경우는

발림동작분류를수행하기전에후처리를통해객체

를확장해소리꾼영역을크게해반드시소리꾼이발

림동작분류에포함되어야한다. 그러나매프레임발

림 동작의 부류가 변하지는 않기 때문에 후처리 과정

없이도 약 90%의 프레임에서 소리꾼 객체를 찾으므

로빠진프레임이있더라도분석에큰영향을주지않

을 것으로 예상된다.

3.2 발림 동작 분류
본 연구의 파이프라인에서는 소리꾼을 검출한 후

특징을 추출해서 동작을 분류해야 한다. 여기서 주의

해야 할 것은 영상 중의 컨텍스트가 동작을 인식하는

데에 있어 오히려 잘못된 결과로 이어질 수도 있다는

점이다. 실제로[4,5] 등연구에서 컨텍스트가동작인식

을방해하는예를제공한다. 본연구에서는골격정보

추출을 통해 근본적으로 컨텍스트를 제거하는 방법을

이용하고 있다. 이는 컨텍스트를 찾는 Resnet[11] 실험
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AP

(OKS=0.95 )

AP

(OKS=0.75 )

AP

(OKS=0.50 )

특징점 검출 0.816 0.99 0.99

표 3. HRNet 백본 초기 학습의 실험 결과
Table 3. Experimental results of pretraining HRNet for
keypoint detection

F2-score

콘텍스트 0.64

골격 0.848

표 4. 특징점 기반 실험 결과 및 컨텍스트 기반 분류 비교
실험 결과
Table 4. Comparision of experimental results using
context information and skeletal information

결과와도 비교하였다.

3.2.1 학습 방법

우선 HRNet 백본을 MS COCO 특징점 데이터셋

으로 학습을 수행한 뒤, 앞서 언급한 전이 학습 방법

으로 그림 5 같이 부채의 의미 있는 특징점을 추가한

데이터셋에서 미세조정을 수행하였다. 최적화 도구는

adam[25]을사용하였고학습률은초기학습에 0.001로

미세 조정에 0.0001로 백본 학습을 수행하였다.

백본을학습수행한다음에백본의학습된가중치

를 고정시키고 FC Layer 분류기를 붙여서 학습하며,

최적화 도구는 adam으로 학습률은 0.01로 분류기 학

습을 수행하였다.

또한컨텍스트정보이용하는모델과골격정보이

용하는 모델을 비교하기 위해 Resnet152를 Imagenet

데이터셋에 학습한 결과를 본 연구의 데이터셋에 대

해 전이 학습하였다. 학습에 사용된 최적화 도구는

adam으로 학습률은 0.01로 분류기 미세조정을 수행

하였다.

3.2.2 실험결과 및 검토

테스트 데이터에 대한 실험결과는 표 3과 표 4와

같다. 우선 HRNet 백본 전이 학습 실험에 사용하는

특징점 평가 척도는 식 (1) 의OKS(Object Keypoint

Similarity)[1]다. 식 (1) 중에 는 ground truth 특징점

과 검출된 특징점 사이의 유클리드 거리고 는

ground truth 특징점의 가시성 표시고 s는 객체 영역

의 제곱근이고 는 특징점마다 저하를 제어하는 상

수다. 이 값은 표준 편차인 와 함께 정규화 되지

않은 가우시안 함수에 를 통과시킨 값을 의미하며

각 특징점에 대해 0과1사이의 특징점 유사성을 계산

한 값이 된다. 이 값들을 주석이 있는 전체 특징점

(≻ )에 대해 평균을 구하여 특징점 평가한다.

OKS 문턱치를 95%, 75%, 50%로 설정할 때 AP가

각각 81.6%, 99%, 99%의 분류 결과를 보였다.

(1)

또한 보통 데이터간의 불균형이 심각할 시, 정확도

가모델의성능을제대로평가할수없기때문에정밀

도와재현율의조화평균을구하는식 (2)의  스코어
[26]의 값을 1으로 (즉, 동일한 가중치로) 부여한 
스코어를 사용하며 본 연구에서 FC층의 분류기를 부

가하여 발림 동작 분류 학습의결과는  스코어의 

값을재현율에더편중된 2로부여한  스코어를사

용하여 측정하였다.

(2)

실험결과 표 4와 같이84.8%의 높은 값을 얻을 수

있었으며, 비교하기위해컨텍스트를활용하는 Resnet

실험결과는 64.0%에불과하였다. 컨텍스트가동작을

인식하는 데 부적합 수도 있는 것을 보여주는 결과로

직관적으로 어떤 동작을 취하고 있는지는 의상의 색

깔, 무늬나 배경과의 관계보다 골격 정보와의 관계가

훨씬 중요하기 때문으로 풀이된다.

3.3 발림 동작 분류
앞서소리꾼검출모델과동작분류모델의학습을

끝난 뒤 그림 1과 같이 동영상의 정지된 프레임에서

자동으로소리꾼을찾고발림동작분석할수있게프

로그램을작성하였고길이 12 분 29초이고 프레임수

총 21,721인 동영상에 적용하여 결과를 출력했다.

실행한결과그림 9 같이소리꾼이있는영역에바

운딩 박스를 그렸고 구체적인 발림 동작으로 표기되

어 있다. 통합 실행의 결과에 클래스별 각각 프레임

수는 표 5와 같다.

실행한 결과, 소리꾼과 함께 등장한 고수, 청중, 사

회자, 스태프등 인물이 있음에도 불구하고 소리꾼을

찾아서 해당한 발림 동작 클래스에 분류되는 능력이

보였으며, 동작의 최고조 상태가 아닌 프레임에는 성

능이약간떨어지는현상이보였다. 이와같은현상은
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그림 10. 부채를 두 손으로 듦의 혼동 (좌: 정확함, 우: 혼
동함)
Fig. 10. The confusion of holding the fan with two
hands (Left: the example correctly classified, Right: the
example confusedly classified).

그림 9. 통합 실행의 결과
Fig. 9. The result of overall experiment

프레임 수

총 21721

소리꾼 존재 19378

앉음(sitting) 145

부채 펼침(opening the fan) 948

부채를 두 손으로 듦

(holding the fan with two hands)
6271

부채 듦(raising the fan) 145

팔 벌림(opening arms) 248

치마 잡기(grabbing the skirt) 7475

부채로 지시(pointing with the fan) 6731

표 5. 통합 실행 결과의 통계
Table 5. the statistic result of overall experiment

학습 데이터에 있는 발림 동작 영상이 모두 소리꾼이

동작취하는최고조상태였기때문이라고여긴다. 이를

개선하는방법으로최고조상태가아닌프레임영상도

학습 데이터에 추가하는 방식을 고려할 수도 있다.

또한 부채의 특징점 정보가 중요한 “부채 펼침”,

“부채를 두 손으로 듦”, “부채 듦”, “부채로 지시” 등

의 경우에는 HRNet 백본이 부채의 특징점을 충실하

게 검출할 수 있도록 초기 학습에 데이터를 충분하게

준비하면 발림 동작 분류의 성능도 향상될 것이 예상

된다.

특별히그림 10의오른쪽과같이부채를한손으로

들고있고다른한손은허리뒤에숨어있지만, 그숨

어 있는 손이 소리꾼 앞에서 볼 때 부채와 겹쳤으면

그림 10의왼쪽같이 “부채를 두손으로듦”으로 혼동

되는현상이있었다. 이러한혼동은본논문에서골격

정보를 얻는 방법이 상, 하, 좌, 우를 구분할 수 있으

나전, 후를구분할수없는 2D 방법을이용해서생기

는 것으로 분석된다.

Ⅳ. 결 론

판소리는 감정표현 방법의 하나로서 노래 내용에

따라다른발림동작을취하여감정을표현하고, 이러

한 발림 동작은 판소리에서 중요한 역할을 한다. 본

논문에서는 동영상의 정지된 프레임에서 소리꾼을 찾

고컨텍스트정보에비교적영향을받지않는골격정

보를 이용하여 자동적으로 발림 동작을 분석하는 방

법을 제안하였다.

제안된 방법은 소리꾼 검출은 약 90%의 정확도를

보였으며 7개 부류로 분류한 동작인식에서 스코어가

84.8%에 달하였다. 향후 문화 콘텐츠 분석 및 보존,

교육등분야의활용을기대되며, 설장구[16]와같이무

용극이나 뮤지컬 등의 연구에도 확장할 수 있을 것으

로 예상된다.

본 연구에서 제시한 방법은 정지된 프레임 영상에

서 동작을 분류하여 인식하는 방법이었고 향후에는

다양한 동영상 발림의 부류가 정의되면 동작의 시작

과 완료까지 다 포함하는 동영상 클립을 활용하는 동

작 인식이 예상되고, 판소리에서 소리꾼의 얼굴이 역

시 또 가락이나 노래 내용에 따라 희로애락을 표현하

기 때문에 이런 방향의 연구도 기대된다.
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