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요 약

트래픽 특성과 요구사항의 다양한 변화에 네트워크 자율적으로 유연하게 적응하고 대처하는 방안으로, 강화학습

을 적용한 네트워크 스케줄러가 최근 주목받고 있다. 본 연구에서는 딥러닝을 적용한 강화학습 모델인 double

deep q-network(DDQN)을 사용해 우선순위 기반의 타임슬롯 스케줄링을 구현한다. DDQN 에이전트의 행동에 대

한 가치를 평가하기 위해 reward는 timeslot에서 전송된 패킷의 추정 delay와 deadline의 차이, 그리고 패킷의 우

선순위에 기반해 지급하는 function으로 정의하였다. 시뮬레이션 결과, 학습된 스케줄러가 strict priority (SP) 혹은

weighted round robin(WRR)과 같은 기존 알고리즘으로 스케줄링했을 때 우려되는 문제점을 극복한 것을 확인할

수 있었다. 또한, 기존 스케줄러보다 높은 누적 보상의 합인 score를 기록하며, deadline 내에 더 많은 packet이 도

착함을 확인하였다. 본 연구를 통해서 대규모 유선 네트워크에서 자율 네트워크 스케줄링 기능 실현의 가능성을

타진하였다. 특히 제안하는 DDQN 기반 강화학습 에이전트를 사용하면 자율성과 성능을 모두 개선할 수 있을 것

으로 기대한다.

Key Words : Reinforcement learning, Network, Deep learning, Autonomous networking, Q-learning, Double

Deep Q-network, Deep Q-network

ABSTRACT

To adopt reinforcement learning in the network scheduling area is getting more attention than ever, because

of its flexibility to adapt to the dynamic changes in network traffic specifications and their requirements. In

this study, a timeslot scheduling algorithm based on priority is designed using Double deep q-network

(DDQN), a reinforcement learning algorithm. To evaluate the behavior of the DDQN agent, a reward function

is defined based on the difference between the estimated delay and the deadline of packets transmitted at

timeslot; and on the priority of packets. The simulation showed that the designed scheduling algorithm

performs better than the existing algorithms such as the strict priority (SP) or weighted round robin (WRR)

scheduler, in the sense that more packets have arrived within the deadline. By using the proposed

DDQN-based scheduler, it is expected that autonomous network scheduling can be realized in the upcoming

network framework.
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Ⅰ. 서 론

IoT, 스마트 팩토리, 센서 네트워크, 5G등 다양한

네트워크디바이스의환경에서 QoS 보장문제는이전

보다 더 엄격한 요구사항을 갖기 때문에 효율적으로

한정된 자원을 분배하는 것이 무엇보다 중요하다. 네

트워크와 딥러닝 분야의 연구는 오랜 시간 동안 독립

적으로 발전되어 왔다. 현재 QoS에서 flow들의 우선

순위에따라패킷을스케줄링하기위해높은우선순위

를 먼저 전송하는 SP 방식과 같은 알고리즘을 사용하

고 있다. 그러나 5G 이후로 점점 네트워크의 크기가

방대해져 많은 데이터들과 디바이스들이 연결되는 시

대로 접어들면서 네트워크 운영자가 없이도 네트워크

가스스로운용할수있는자율네트워킹이등장하였다
[1]. 자율 컴퓨팅에서 착안하여 네트워크의 지능화, 자

동화를이루기위해자율네트워킹을최초로제안한논

문에서는 self-management를 위해 네 가지 영역의 목

표를 디자인하였다. self-configuration을 통해 네트워

크가 관리자나 관리 시스템의 개입 없이 스스로 설정

하는영역이다. 다음으로 self-healing은자동적으로문

제를 해결하거나 변화한 환경에 적응하는 기능이다.

self-optimizing은네트워크의 요구사항 목표를 달성하

기위해스스로최적의방식을찾는것을뜻한다. 마지

막으로 self-protection은 잠재적으로 공격에 대응하기

위해 자동으로 대비하는 역할을 뜻한다. 이러한 추세

에맞춰현재기술의 한계를 극복하기 위해서 이미다

양한 분야에서 성능이 입증된 딥러닝이 솔루션이 될

수 있다는 관점에서 다양한 연구가 이루어지고 있다
[2-4,10]. [2]의 연구에서는 모바일 네트워킹 분야에서의

딥러닝연구의필요성과관련분야에서의연구가어떻

게 이루어지고 있는지 전체적으로 조사하였다. 해당

논문에 따르면 네트워크 컨트롤 분야에서 스케줄링에

딥러닝을수행한기존연구들이있으며모두강화학습

을 사용하여 진행한 바 있다. 그중 [3]의 연구는 미래

모바일 네트워크에 등장하게 될 IoT 디바이스들의 새

로운어플리케이션과 트래픽의 클래스들을 위해 DQN

을 활용하여 스케줄링하는 방법을 고안하였다. 매우

동적인트래픽의변화에적응하기위해강화학습을적

용한 스케줄러를 구현해 최적의 IoT 트래픽 스케줄을

달성하였다. [4]에서는제한된리소스를 IoT 에지컴퓨

팅시스템에효율적으로분배하는에이전트를 DQN을

통해 학습하였다. 이외에도 DQN은 교통신호 체계 연

구에도활용된사례가있다. [5]에서는실제교통데이

터를활용해지능형신호체계모델을제안한다. [6]에

서는교통상황에서적절한 state와 reward의설정에대

해 분석하였다. 교통신호의 최적화가 곧 차량 주행시

간의최소화임을증명해다양한 state와 reward의조합

으로 학습을 진행한 결과, 가장 단순한 state와 reward

로도 최적의 성능을 보였다.

본연구에서는궁극적으로 self-optimization이가능

한자율네트워킹의실현을목적으로딥러닝기반의강

화학습을 적용한 스케줄러를 구현하였다. 타임슬롯에

따라변화하는다양한네트워크시뮬레이션을통해학

습하여 dynamic한스케줄링을구현할수있었다. 강화

학습은 Markov Decision Process (MDP)로모델링될

수 있는 네트워크 제어에 뛰어난 효과를 보인다. 네트

워크에딥러닝이적용된여러연구사례에서네트워크

스케줄링과 같이 시간에 따라 상태가 달라지고, 달라

진 상태에 맞는 행동을 해야 하는 문제에서 강화학습

을 이용하였을 때 좋은 결과를 얻었음을 확인하였다.

본연구에서는네트워크제어요소중우선순위기반의

타임슬롯의 스케줄링알고리즘을 대체할 수 있는

DDQN 강화학습 에이전트를 적용할 것을 제안한다.

Ⅱ. 관련 연구

2.1 Background
본 연구는 IEEE TSN에서 제안한 소규모 네트워크

를 위한 지터 및 지연시간 최소화 기술 표준[7]의 환경

등을 참고하여 flow의 우선순위(priority)에 따라 동기

화된 타임슬롯 기반 스케줄링 환경을 가정한다. 우선

순위는 기본적으로 플로우의 class에 따라 결정된다.

또한군용통신망등에서사용되는 precedence의개념

을 도입하여, 같은 class의 flow에서도 사용자의 권한

에 따라 다른 우선순위를 가질 수 있다고 가정한다[11].

즉, flow들은 같은 class이고 비슷한 수준의 요구사항

을 가질 수 있으면서 다른 precedence를 가짐으로써

서로 다른 우선순위 큐에 인입되어 다르게 스케줄될

수 있다.

2.2 강화학습
강화학습은환경속에놓인학습주체 agent가무작

위의 행동을 선택하는 시행착오를 겪어나가며, 최대의

보상을 받을 수 있는 행동을 학습하면서 최적의 정책

에 수렴하는 과정이다. 이러한 과정을 위해서는 여러

횟수의 시뮬레이션이 필요하다. 시뮬레이션 시작부터

종료까지를 episode라 한다. 에이전트와 환경은

timestep 마다정보를주고받으며학습을진행하고, 여

러 timestep이 지나 시뮬레이션이 종료되면 다음

episode로넘어가처음부터시뮬레이션을진행하게된
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다. agent가 현재 상황에서 얻을 수 있는 정보인 state

를 관측한 후 action을 선택하면 환경은 다음 timestep

에서 agent에게 reward, action으로 인해 변화한 새로

운 state를전달한다. 이 reward는 agent가 action을선

택함으로써환경에서계산한뒤주어지는보상값이기

때문에 즉각적인 보상이라고도 한다. 강화학습의 대표

적인 알고리즘 Q-learning은 agent의 state와 action에

따른누적가치를수치로나타낸 Q-value를사용해학

습하는 알고리즘이다. Q-value는 즉각적인 보상뿐만

아니라 timestep 이후 받을 모든 보상들을 고려해 측

정한다. 시점에서 state에따른 action 선택후, 보상이

주어지는 시점은  이다. 그러므로 은 시

점에 받은 reward가 된다. 미래에 받을 보상의 가치는

현재시점에서환산하였을때그가치가감소하므로, 

시점에서의 state-action 쌍 의 가치를 환산하기

위해서 0에서 1사이의 γ값인 할인율(discount factor)

을사용해수식 (1)과같이현재의가치로변환하게된

다.

⋯ (1)


max′⋯ (2)

이후가장 큰 Q-value를갖는행동을선택한다

고 하면 (2)와 같이 표현할 수 있다. (1)에서 (2)에 해

당하는 부분을 치환하면 최종적으로 Q-value 수식을

아래의 (3)과 같이 유도할 수 있다.

  


max′ (3)

수식 (3)에서 max′는 다음 state인 ′에서
가장 큰 보상을 받는 를 선택할 때 주어지므로 수식

(4)로 표현할 수 있다.


max′  ′


arg′  (4)

Q-value를 계산하기 위해서는  이후 받는 미래의

보상들을 전부 알아야 하므로, Q-learning에서는 를

행, 를 열로 하는 2차원 행렬 Q-table이 도입되었다.

행렬의 각 요소들인 를 업데이트하기 위해 여

러 번의 시뮬레이션이 필요하다. 위에서 언급한 바와

같이 (4)로 (3)을 계산해 Q-table을 업데이트하므로

state나 action의 조합이 다양해지면 Q-table의 크기가

커지고 연산량이 방대해지게 된다. 이러한 한계를 해

결하기위해 DQN은 Q-value를추정하는딥러닝신경

망 Q-network으로 강화학습의 새로운 문을 열었다[8].

일반적인 딥러닝은 input을 신경망의 파라미터들로 연

산하고 activation function을 통과하는 단계들을 거쳐

output을얻어낸다. 이때 output은신경망이예측한값

이기 때문에 맞춰야 하는 target이 존재한다. target과

예측값의오차를역전파하여 output을 target에가깝도

록신경망을 update하는것을딥러닝학습이라고한다.

Q-network의 input은 state , output은선택할수있는

모든 에 대한 Q-value가 된다. 수식(3)에서 는 에

서의 즉각적인 보상 과 max′로 계산
할 수 있으며 이는 target이 된다. 와 신경망이 예측

한  과의 오차를 통해 학습을 진행할 수 있

다. 이때, Q-network를 통해 target의 max′를
예측하면 target은 학습이 진행될 때마다 변하게 된다.

일반적으로 지도학습의 경우 고정된 target이 존재해

이러한문제가발생하지않지만, DQN은 target에해당

하는 값이 변하기 때문에 학습이 제대로 이루어지지

않을가능성이있다. 이는 Q-network와동일한구조의

target network로 max′를 계산해 주기적으로
Q-network의학습된신경망의가중치들로 동기화하는

soft update 방법을 사용해 해결한다. 이를 Double

DQN (DDQN)이라고 하며 그 학습 과정은 그림 1과

같다.

그림 1. DDQN 학습 과정
Fig. 1. Training process of DDQN

Ⅲ. 시스템 모델링

3.1 타임슬롯 스케줄링
본 연구에서 사용하는 네트워크 node의 구조는 그

림 2와 같다. DDQN agent는 node에 존재하는 두 개

의 우선순위 큐들의 타임슬롯 스케줄링을 담당한다.
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priority 1 priority 2

도착 확률 100% 80%

평균 추정 E2E 딜레이 2ms 42ms

표 1. SP 환경에서 priority 별 deadline 내 패킷이 도착할
확률
Table 1. Probability of meeting deadline of each priority
with SP scheduler

그림 2. 네트워크 노드의 구조
Fig. 2. Node architecture in Network

output port는 한 개이다. 여러 node들이 존재하는

network topology 상의 node임을 감안하여, 인입되는

패킷들이 출발부터 거쳐온 hop 수를 다양하게 설정하

였다. 패킷이 source에서출발해여러번의 hop을거치

면서 겪은 delay를 current delay라 표현하고,

destination까지남은 hop을 remaining hop count로표

현하였다. current delay와 remaining hop count는 임

의의 값으로 설정하였고 이는 아래의 표3에서 확인할

수 있다. 모든 패킷은 고정된 크기를 가지며, timeslot

의 크기는 패킷 1개가 전송될 수 있는 시간으로 설정

하였다.

두 우선순위의 패킷 모두 deadline이 존재하며,

deadline을만족하여야한다. 다만그중요도에차이가

있다. SP는우선순위가 높은패킷이존재하는경우항

상 해당 queue를 서비스하기 때문에 테스트 결과

utilization이 높은 상황에서는 priority2 패킷이

deadline 내전송되지못하는 상황이자주발생하였다.

아래의 표1을 보면 priority1 패킷보다 priority2 패킷

들의 도착 확률이 낮다는 것을 알 수 있다. 따라서 모

든 우선순위 packet들이 그 중요도에 따라 적절히

deadline 내 도착하는 것을 목표로 강화학습을 적용하

였다. 강화학습 에이전트가 최적의 스케줄링을 구현하

기 위해서 높은 우선순위의 패킷을 조금 지연시키되

요구사항은 만족시켜야 하고, 낮은 우선순위의 패킷을

더보내주되높은우선순위의패킷들을먼저만족시킬

수 있는 수준까지만 보내야 한다. 이는 매우 섬세하게

동작하는알고리즘이필요하며환경이바뀜에따라알

고리즘또한바뀌어야한다는점에서자율적으로적응

할 수 있는 강화학습 기반 스케줄링의 필요성이 강조

되는 부분이다.

3.2 DDQN 구현과 적용
DQN에서는 Q-network를통해현재 state에서가장

좋은 action을 선택한다.  는 Q-network의

output이며 Q-network의파라미터들은 으로 표현한

다. 마찬가지로 ′ 은 target network에서파라미

터 θ를 사용한 output이다. target은 수식(5)로 표

현할 수 있다. target과  의 제곱오차를 계산

해 아래 수식(6)과 같이 딥러닝 학습에 사용되는 Loss

function을 얻을 수 있다.

 max′ (5)

      (6)

학습 효과를 높이기 위해 Epsilon-greedy 알고리즘

을사용하였다. 이방법은 1부터 0.01까지점차감소하

는 확률값 ε을 사용하여, agent가 ε에 따라 action을

random으로 선택한다. 에피소드를 거듭할수록 ε는 감
소하기때문에점점최대 Q-value를만들어내는 action

을선택하게된다. 이러한방법을통해 agent가다양한

데이터베이스를 구축하고 학습할 수 있다. timestep마

다 하나의 샘플 데이터〈   ′〉를 관측해 메모
리에 저장하고 모든 데이터를 mini-batch로 나눠 신경

망 학습을 진행한다. DDQN은 DQN, Q-learning에서

Q-value가 과대평가 되는 문제를 해결하기 위해 제안

되었다[9]. 더 정확한 Q-value를 예측함으로써 더 높은

Reward에 안정적으로 도달하는 결과를 보였다. DQN

과의 차이점은 target을 계산하는 데에 있다. DQN의

경우 수식 (5)와 같이 θ만을 가지고 다음 state의

action을 선택한다. 반면 DDQN은 θ를 가지고 next

state에서의 action을 선택하고, θ에서 선택한

action의 Q-value에해당하는 output을대입한다. 수식

으로 나타내면 (7)과 같다.

 ′


arg′ 
(7)

이는 과대평가된 Q-value로 propagation이 일어나

는것을방지할수있다고알려져있다. state와 action,

reward는아래와같이정의하였으며해당요소들의정

의에 사용된 기호는 표 2에 설명하였다.
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symbol description

 목적지까지 남은 hop 수

 패킷이 현재까지 겪은 current delay

 패킷의 queueing delay

 우선순위 ∈


우선순위 p인 큐에서 전송한 패킷의 추정

End-to-End delay


우선순위 p인 큐에서 대기하는 패킷들의

추정 End-to-End delay 집합

 우선순위 p의 큐 길이

 우선순위 p인 큐에서 전송한 패킷 deadline

 패킷 전송 여부 ∈

표 2. DQN 수식에 사용한 기호
Table 2. Symbols used in DQN formulation

3.2.1 State

state는 최대한 간결하면서도 강화학습 환경이 알아

야할노드의상황을모두담을수있는정보를고려하

였다. 타임슬롯단위의 End-to-End(E2E) delay를패킷

의 current delay와 remaining hops로계산하여노드에

서전송되었을때패킷의 deadline 보장여부를추정할

수 있다. remaining hops의 경우, 타임슬롯 기반 전송

환경에서 패킷 1개가 전송되는 데 1슬롯의 시간이 소

요됨을가정한다. 따라서 E는타임슬롯단위를가진다.

  

∈

      maxmax  

3.2.2 Action

하나의 timeslot 당 1개의패킷이나갈수있는상황

을 가정했으므로, agent가 선택할 수 있는 action은

priority1 패킷을보낼지, priority2 패킷을보낼지결정

하는것이다. agent는 timeslot 마다 0 또는 1의 action

을선택해 0은 priority1 패킷전송, 1은 priority2 패킷

전송을 의미한다.

∈

3.2.3 Reward

Reward는 강화학습 agent에 기대하는 행동을 유도

하도록 설정해야 한다. 최대한 많은 패킷을 deadline

안에보내는것이목표이기때문에, 은 가 미만

일 경우에 보상을 지급한다. 만 사용했을 때 agent

는 패킷을 보냈음에도 불구하고 패킷을 보내지 않은

행동과같이 0의보상을받는상황을방지하기위해 

보다훨씬작고 0보다는큰가중치 을사용하여패킷

을 전송했을 때 무조건 받을 수 있는 를 정의하였

다. 최종 reward는 이다.


    


  

  
  




  



Ⅳ. 시뮬레이션 결과

네트워크 시뮬레이션은 강화학습 시뮬레이션 플랫

폼인 Simpy를 사용하였다. Simpy에서 정의된 시뮬레

이션 환경 외부에서 DDQN학습이 진행되므로 네트워

크환경내의패킷지연시간이나시뮬레이션의소요시

간에는영향을주지않는다. 다시말해 DDQN 스케줄

러를 학습하는데 딥러닝 모델의 추론 및 학습 연산으

로 인한 delay가 발생하나 타임슬롯 기반 가상환경에

서의 간섭은 존재하지 않는다. 그러나 실제 네트워크

환경에서 ms 단위의 타임슬롯마다 스케줄링이 이루어

져야 하는 환경에서는 딥러닝 추론 연산 시간에 의한

문제가 발생할 수 있다. 연구에서는 이러한 상황을 대

비하여네트워크내에존재하는모든스위치 node들의

상황을 알지 못해도 node가 자기 자신의 상태만 파악

할수있으면행동을선택할수있도록설계하였다. 학

습된 DDQN의 역할은 이러한 상태를 입력으로 하여

최적의 action을 출력해주는 역할을 하므로, node에서

발생하는 상태에 따른 최적 action을 lookup-table로

구현하여 CNC(Central Network Controller)와의통신

없이 자체적으로 간단하게 스케줄링할 수 있다. 1

episode는 모든 패킷의 전송이 완료되어 더는 전송할

패킷이 없을 때까지 진행된다. 아래에 서술할 DDQN

학습결과를보이기위해설정한파라미터는표3의네

트워크시뮬레이션파라미터와표 4의 DDQN 학습파

라미터로 정리하여 나타냈다. DDQN의 모델 구조는

그림 3에서 확인할 수 있다. 최종 출력단의 activation

function은 linear, optimizer는 Adam을 사용하였다.

결과비교로사용한알고리즘은 SP와 Weighted round

robin(WRR)이 있다. SP는 가장 높은 우선순위 큐에

있는 패킷을 무조건 먼저 내보내는 알고리즘이다.

Weighted round robin은 모든 각 queue에 할당된

weight에 비례해서 순차적으로 queue를 서비스하는

www.dbpia.co.kr



논문 / DDQN을 활용한 강화학습 기반 타임슬롯 스케줄링

949

parameter value

1episode에 전송되는 priority1 패킷의 수 40

1episode에 전송되는 priority2 패킷의 수 100

priority1의 deadline 5ms

priority2의 deadline 50ms

패킷 크기 1500byte

timeslot size 0.6ms

bandwidth 20Mbps

random 의 범위 0~4

priority1의 random 의 범위 0~2 slots

priority2의 random 의 범위 30~45 slots

priority1 패킷 생성 주기 1 slot

priority2 패킷 생성 주기 1 slot

표 3. 학습에 사용한 네트워크 파라미터
Table 3. Network parameters for training model

알고리즘이다. 연구에서는 priority1, 2 각각에 3:1의

weight를주었다. DDQN을포함한모든시뮬레이션에

서 1개의 우선순위 큐에만 패킷이 존재하는 경우에는

스케줄링의결과와상관없이그패킷을내보내는 work

conserving을 적용하였다.

parameter value

총 episode 횟수 20000

최대 timeslots 330 slots

update 빈도 500 episode

reward1 weight () [0.6, 0.1]

reward2 weight () 0.01

discount factor () 0.99

learning rate 1e-4

표 4. 학습에 사용한 DDQN 파라미터
Table 4. DDQN parameters for training model

그림 3. 딥러닝 네트워크 구조
Fig. 3. Neural network model summary

4.1 학습 결과
하이퍼파라미터튜닝을위해여러번의학습을진행

해본 결과, 는 priority1에 할당되는 값이 클수록 학

습 효과가 개선되는 것을 확인할 수 있었다. 는 보

다영향력이작아야하고, 0보다는커야하므로 0.01의

값을 할당하였다. 그림 4는 20000번의 episode로

DDQN학습을 진행한 결과를 10000 episode의 DQN

학습 결과와 SP결과와비교한학습곡선이다. 결과 지

표는 episode 동안의 각 step에서 받은 reward의 누적

합인 score를 사용하였다. score는 window size 1000

으로 이동평균을 구해 나타냈으며, 이동표준편차를 투

명도 30%의범위로나타냈다. 각 score는 episode에서

최대로 받을 수 있는 score값과 0으로 정규화하여 범

위를 0~1사이로 조정하였다. ε가 감소함에 따라

DDQN의 score가 상승하며 제대로 학습이 진행되고

있음을 알 수 있다. 그림 5를 보면 약 15000회의

episode 동안 학습한 이후에는 기존 알고리즘인 SP의

score보다 높은 값의 score를 기록한 것을 볼 수 있다.

손실함수 또한 0에 가깝게 점점 수렴함을 확인하였다.

그림 4. 20000회의 에피소드 동안의 학습 곡선
Fig. 4. Learning curves during 20000 episodes

그림 5. 10000 에피소드 이후 학습 곡선
Fig. 5. Learning curves after 10000 episode
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그림 6. SP, WRR, DDQN스케줄러의 score 비교 박스플롯
Fig. 6. Boxplot for comparing scores of schedulers

그림 7. DDQN, SP, WRR 스케줄러의 패킷별 E2E delay
Fig. 7. E2E delay of DDQN, SP, WRR

Flow Priority Route([nodes])

F1 1 [1, 2, 5, 6, 9]

F2 2 [3, 2, 5, 4, 7]

F3 2 [4, 1, 2]

F4 2 [4, 7, 8]

F5 2 [6, 3, 2]

F6 2 [6, 9, 8]

F7 2 [7, 8, 5, 6, 3]

F8 1 [9, 8, 5, 4, 1]

표 5 . 확장 토폴로지 내 8개의 flow
Table 5. The Flows in network topology

그림 8. 확장한 네트워크 토폴로지
Fig. 8. Expanding network topology

4.2 single node 테스트 결과
학습된딥러닝모델과기존알고리즘의비교를그림

6으로 나타냈다. 모든 알고리즘은 10회씩 테스트하여

데이터들의 분포를 볼 수 있도록 하였다. 또한

priority1, 2 패킷이 1 slot 주기로 생성되기 때문에

200%의 utilization을 갖는 학습 환경과 달리, 생성 주

기를모두 2 slot으로설정해테스트하였다. deadline은

모두 7 slots으로고정하고패킷의개수도각각 40개로

설정하였다. remaining hops가 클수록 적은 current

delay를 갖는다. 그림 6에서 확인할 수 있듯 파라미터

를 바꾸었음에도 학습 후 DDQN은 normalized score

가 100%에 육박하는 성능을 보여 여러 환경에 잘 적

응함을 증명하였다. 반면 기존 알고리즘들은 90% 초

반정도의성능에머무르는것을확인할수있다. 이는

DDQN이 다른 알고리즘들과 다르게 우선순위가 존재

하는 타임슬롯 스케줄링에서 더 많은 패킷의 deadline

요구사항을 보장할 수 있음을 보여준다.

Deadline의 보장 여부뿐 아니라 스케줄링의 목적인

낮은 delay의 보장을 확인하기 위해그림 7에서각 알

고리즘별, 우선순위별 delay를확인하였다. 빨간선은

deadline을 의미한다. 연구의 목적과 의도에 맞게

priority1의 delay는 소폭 증가했으나 deadline을 맞출

수 있었고, priority2의 delay는 감소하여 다른 알고리

즘들과 달리 모든 packet이 deadline 이내에 도착하는

것을 확인하였다.

4.3 네트워크 확장 테스트 결과
4.2에서는 single node 환경을 전제로 다양한 파라

미터에도 의도에 맞게 동작하는 것을 확인하였다. 이

번에는 DDQN 스케줄러가 네트워크 규모를 확장하였

을때에도잘작동하는지확인하기위해그림8과같은

9개노드가있는 mesh형네트워크 토폴로지를가정하

고, 표 5에 나타낸 바와 같이 2개의 우선순위를 갖는

8개의 flow를 설정한 후 같은 모델을 적용해 다양한
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그림 11. 시나리오별 deadline 내 priority2 패킷 도착 확률
Fig. 11. Probability of priority2 packet arrival within
deadline for each scenario

Scenario Period Deadline Flows

S1 (2T, 2T) (8T, 7T) All flows

S2 (2T, 2T) (7T, 7T) All flows

S3 (2T, 2T) (7T, 8T) All flows

S4 (2T, 2T) (7T, 8T) Without F3~F6

S5 (1T, 5T) (8T, 9T) Without F3~F6

S6 (2T, 4T) (6T, 7T) Without F3~F6

표 6. 시나리오별 파라미터
Table 6. Parameters of each scenario

그림 9. 시나리오별 deadline 내 패킷 도착 확률
Fig. 9. Probability of packet arrival within deadline for
each scenario

그림 10. 시나리오별 deadline 내 priority1 패킷 도착 확률
Fig. 10. Probability of priority1 packet arrival within
deadline for each scenario

시나리오하에서스케줄러간성능을비교하고마찬가

지로 delay를 분석하였다.

시나리오는 아래 표 6과 같이 총 6개의 시나리오로

구성하였다. deadline, period는각각 priority 1,2에대

하여 튜플로 나타내었으며, T는 timeslot을 의미한다.

시나리오를 바탕으로 DDQN, SP, WRR 스케줄러를

테스트한 결과는 그림 9, 10, 11과같다. delay 추정치

인 ET를 사용해 single node에서 학습한 모델로도

100%의 deadline 만족도를보이는시나리오가있으며,

전반적으로 DDQN의 성능이 더 높은 것을 확인할 수

있다. SP의 경우 priority1에 있어서는 100% deadline

을 만족하나 priority2의 deadline을 제대로 보장하지

못한다. WRR의경우 work conserving으로인해패킷

의 생성 주기가 2 slot 이상으로 긴 경우 SP와 비슷한

스케줄링을 하게 된다. 앞서 언급한 바와 같이 3:1의

weight를 갖고 있으므로 생성 주기가 크게 달라진 S5

같은 환경에서 매우 낮은 deadline 만족도를 보인다.

이는 WRR을 사용할 경우 변화하는 환경에 따라

weight도변경해주어야함을뜻한다. 제안하는 DDQN

스케줄러의경우, SP와 WRR의단점을성공적으로극

복한 결과를 보인다.

Ⅴ. 결 론

하위 priority의 트래픽에도 deadline이요구되는 상

황에서, 상위 priority가적절한시기에 하위 priority에

게 양보하면 더 많은 packet을 deadline 안에 전송할

수 있을 것이라는 가설을 세우고, packet의 추정 E2E

delay가 deadline보다 작을 때 reward를 주도록

DDQN 학습을 진행하였다. 약 15000번의 episode를

지난후 DDQN의 score가 SP를능가하는학습곡선을

보였다. 학습 환경보다 작은 utilization의 환경하에서

테스트한 결과 SP나 WRR은 90% 수준, DDQN은

100% 수준의 score를보였다. 이는 DDQN이기존알

고리즘보다더많은 packet의 deadline을보장할수있

음을 의미한다. 네트워크 구조를 확장해 테스트한 결

과에서도 DDQN은 기존 알고리즘들의 단점을 보완하

면서 항상 같거나 더 높은 성능을 보였다. DDQN 스

케줄링을적용한패킷들의 E2E delay는 deadline 안에

들어올 수 있도록 조정된 것을 확인하였다. 강화학습

을 사용하면 관리자의 개입 없이도 방대한 데이터가

전송되는 네트워크의 요구사항을 지키기 위해 최적의

스케줄링을 제공하고, 네트워크 환경 변화에 즉각적으

로 반응하는 자율네트워킹의 목표에 도달할 수 있을

것이다. 본 연구에서는 미래의 지능형 네트워크에 딥

러닝 도입 가능성을 보였다. 추후 연구에서는 DDQN

보다 더욱 성능이 좋다고 알려진 Dueling DDQN,
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Rainbow 등과같은 여러 DQN 기반최신알고리즘을

활용하여 좀 더 다양한 우선순위에 적용할 수 있도록

일반화할 예정이다. 그와 더불어 IEEE TSN의

timeslot 기반스케줄링환경등다양한표준에적용할

수 있는 딥러닝 기반 네트워크 스케줄링에 관한 연구

를 진행할 계획이다.
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