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요 약

재활운동은 환자별로 운동 종류와 강도 등을 주의 깊게 선택하여 처방 및 수행하여야 한다. 재활운동이 잘못

처방될 경우 그 효과가 미비하거나, 역효과를 내고 2차부상 등 위험한 상황을 초래할 수 있다. 본 연구에서는 세

종충남대병원에서 수행 중인 재활운동 중재 임상시험 데이터를 대상으로 개인맞춤형 재활운동 추천 시스템을 개발

하였다. 어깨 유착성 관절낭염 및 회전근개 손상 환자와 허리 통증 환자를 대상으로 수행 중인 재활운동 중재 임

상시험 데이터로부터 학습 데이터셋을 생성하고, NCF의 NeuMF 모델을 기반으로 재활운동 추천 시스템을 개발하

여 그 성능을 검증하였다. 검증을 통해 개발된 재활운동 추천 모델이 GMF 및 MLP 모델 기반의 방식에 비해 보

다 우수한 성능을 보임을 확인하였다. 본 연구의 개인맞춤형 재활운동 추천 시스템은 재활환자의 기능회복 및 건

강증진과 빠르고 안전한 사회복귀를 도울 수 있을 것으로 기대된다.

키워드 : 재활운동, 추천 시스템, 협업 필터링, 신경망, 개인맞춤형

Key Words : rehabilitation exercise, recommender system, collaborative filtering, neural network,

personalized

ABSTRACT

Rehabilitation exercises should be prescribed to patients by considering carefully those types and strength

etc. In the case of wrong prescription, there will be little effect or it may bring adverse effects like injuries to

patients. Rehabilitation exercise recommender system has been developed in this study by adopting the clinical

test data of Chungnam National University Hospital. Training data were generated from the exercise execution

data of patients with shoulder adhesive capsulitis, shoulder rotator cuff injury and low back pain diseases.

Rehabilitation exercise recommender system based on NCF framework’s NeuMF model has been developed and

validated using the generated training data. Developed recommender algorithm, as a result, showed better

performance than GMF and MLP models. Rehabilitation exercise recommender system of this study will help

patients to recover their functional ability and return to the society soon.
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Ⅰ. 서 론

1.1 연구배경
신체 건강한 정상인들을 대상으로 하는 운동들과

달리 재활운동은 환자별로 환자별 건강상태, 질병정

보, 재활부위, 재활정도 등에 따라 운동 종류와 강도

등을 주의 깊게 선택하여 처방 및 수행하여야 한다.

재활운동이 잘못 처방되어 수행될 경우 그 효과가 미

비하거나, 오히려역효과를내고나아가 2차부상등의

위험한상황을초래할수있다. 이에재활운동은물리

치료사, 작업치료사, 건강운동관리사와 같은 일정 자

격을지닌전문가들에의해중재되도록하고있다. 그

러나 재활운동 중재 과정은 이들 전문가의 교육이수

내용, 근무기간및경력, 운동중재경험, 전문부위및

질환, 운동지도 성향 등에 따라 다소 주관적, 경험적

으로 이루어질 수 있다. 또한 환자별 건강상태, 질병

유무 및 종류, 진단정보, 수술경험, 위험도, 통증유무

및 부위, 기능동작 지표, 과거 운동경험 및 선호도 등

다양하고 방대한 정보로 인해 의사결정이 점점 어려

워지고있다. 방대한의료정보는환자와의료종사자들

의 의사결정을 어렵게 하고, 소요되는 시간과 비용을

증가시킨다[1][2]. 이에 정보 필터링 기술인 인공지능

특히, 기계학습을 기반으로 추천 기술을 개발하여 재

활운동처방과수행에도입할필요가있다. 추천시스

템은 건강과 관련하여 보다 효율적이고 정확한 결정

을 내릴 수 있도록 한다[3-6].

1.2 관련 연구동향
추천 시스템은 개인별 평가점수 또는 선호도를 예

측하는 일종의 정보 필터링 시스템이다[7]. 추천 시스

템은 e-러닝, e-커머스, 영화, 음악, 뉴스등다양한분

야에서 널리 활용되고 있다[8-13]. 건강 분야의 추천 시

스템은 개인화된 추천 결과를 제공함으로써 사용자의

건강상태 유지 및 증진을 직접적으로 도모하는 이점

으로인해최신연구주제로자리잡아가고있다. 추천

시스템은 질병 심각도 예측, 질병 진단 및 치료, 건강

관리 및 증진, 생활습관 변화 등에 대해 유용하고 정

확한 정보를 제공한다[14][15]. Yu 등은 건강 분야의 추

천기술과응용을크게다섯가지주제인식이요법추

천, 라이프스타일(생활양식) 추천, 훈련(운동), 환자및

의사의 의사결정, 질병 관련 예측으로 나누어 정리하

였다[16]. Tran 등도 건강 관련 추천 시스템의 대표적

인 예들을 식이요법 추천, 의약품 추천, 건강상태 예

측, 헬스케어 서비스 추천, 건강전문가 추천 등으로

나누어 살펴보았다[17].

최근들어헬스케어서비스에정보기술및도구를

결합한 디지털 헬스 관련 추천 시스템 개발이 연구자

들 사이에서 새로운 연구주제로 부각되고 있다[18].

Dharia 등은 과거 운동이력, 선호도, 신체상태 등 상

황 데이터를 기반으로 개인화된 운동 프로그램(세션)

을 추천하는 시스템을 제안하였다[19]. COHESY는 협

업 필터링(Collaborative Filtering) 기반 헬스케어 추

천 모델로서 개발되어 이웃 기반 유사도 측정을 기반

으로 건강에 도움이 되는 일련의 운동들을 추천하였

다[20]. PRO-Fit도개인화된운동추천프레임워크로서

협업 필터링을 이용해 사용자의 활동 데이터 및 개인

프로파일에 대해 유사도를 측정하여운동을 추천하였

다[21]. SelfBack 추천시스템은사례기반추론기법과

유전자 알고리즘을 함께 이용해 요통 환자를 위해 운

동 목록을 생성해 운동계획을 개인화 하였다[22]. Ali

등은 상황인지 기반 추천과 지식 기반 추천을 결합해

운동과 식이요법을 함께 추천하는 하이브리드 형식의

프레임워크를 개발하였다[23]. Vairale과 Shukla는 갑

상선환자들을위해콘텐츠기반추천기법, 행렬분해

(matrix factorization), Restricted Boltzmann Machine

(RBM) 모델을 결합하여 개인화된 운동 추천 시스템

을제안하였다[24]. 김수연등은무릎질환환자의속성

데이터를 생성하고 그래프 신경망을이용해 재활운동

추천 시스템을 개발하였다[25].

1.3 제안 연구 내용
본 연구에서는 재활을 필요로 하는 환자에게 개인

맞춤형으로재활운동을추천하는 Neural Collaborative

Filtering (NCF) 기반의 추천 시스템을 개발하였다.

세종충남대병원에서 수행 중인 임상시험 데이터를 기

반으로 추천 시스템을 개발하고 성능을 검증하였다.

해당 임상시험은 유착성 관절낭염(오십견) 및 회전근

개 손상 어깨 환자와 허리 통증(요통) 환자를 대상으

로 환자별 재활운동들을 중재하는 내용으로 수행되었

다. 임상시험 데이터에 개발된 추천 시스템을 적용하

여 성능을 검증한 결과 Generalized Matrix

Factorization (GMF)과 Multi-Layer Perceptron

(MLP)을 결합한 Neural Matrix Factorization

(NeuMF) 모델의경우 Hit Ratio (HR) 기준으로허리

통증환자에대해약 80% 이상의정확도를달성하고,

GMF 또는 MLP 모델만을 이용한 경우에 비해더 우

수한 성능을 보이는 것을 확인하였다.
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Ⅱ. 임상데이터 수집 및 학습 데이터셋 생성

2.1 재활운동 중재 임상시험

2.1.1 임상시험 목적 및 규모

재활운동 추천 알고리즘 개발과 성능 검증을 위해

본 연구에서는 세종충남대병원에서 수행 중인 재활운

동 중재 임상시험의 데이터를 활용하였다. 해당 임상

시험은 ‘요통과어깨통증환자의전주기재활운동적

용시범연구’라는이름으로수행중이다. 임상시험은

2021년 12월 27일 계획을 수립하였으며 2023년 3월

31일까지 수행될 예정이다.

임상시험은 만 19세 이상 65세 미만의 성인 남녀

중어깨부위의유착성관절낭염(오십견) 및회전근개

손상 진단을 받은 환자들과 허리 통증(요통)이 있는

환자들을 대상으로 하였다. 목표로 대상자 수는 어깨

유착성 관절낭염 환자 30명(실험군 15명, 대조군 15

명), 어깨회전근개손상환자 30명(실험군 15명, 대조

군 15명), 허리 통증 30명(실험군 15명, 대조군 15명)

으로 설정되었다.

2.1.2 재활운동 중재 방법

어깨환자와허리환자의경우질환별특성을반영

하여 재활운동의 중재방법을 서로 달리하여 진행하였

다. 어깨 유착성 관절낭염 및 회전근개 손상 환자의

경우병원내운동치료실에서 4주간주 2회하루에약

40분씩 재활운동을 중재하였다. 대조군에게는 집에서

수행하는 재활운동에 대한 동영상 자료를 제공하여

수행하게하였으며, 실험군에게는병원에방문하게하

여연구진의지도하에재활운동을중재하였다. 병원에

서 재활운동이 끝난환자에게는 지역사회의 민간체육

시설에서 8주간주 1회하루에약 40분씩건강운동관

리사의 지도하에 운동을 중재하였다. 운동부위는 어

깨, 팔꿈치, 손, 손목등상지(upper extremity)로정하

였고, 유산소, 근력, 유연성 등의 운동을 중재하였다.

재활운동의 강도를 조절하기 위해 세라밴드, 아령, 짐

볼 등의 도구를 사용하였다.

허리 통증 환자는 병원 내 운동치료실에서 2주간

주 2회하루약 40분씩재활운동을수행하고, 첫운동

중재 기간종료후 2주 동안휴지기를갖도록하였다.

첫 휴지기 종료 후 다시 2주간 주 2회 하루 약 40분

재활운동을 중재하고, 다시 2주간 휴지기를 두었다.

이어서 지역사회에서 4주간 주 1회 하루 약 40분씩

재활운동을중재하였다. 운동부위는목과체간위주의

전신운동으로 유산소, 근력, 유연성, 균형 및 보행 운

동을 수행하도록 하였다.

본 임상시험을 통한 재활운동 중재의 효과를 확인

하기 위해 환자별로 운동중재 기간 중에 총 5회의 평

가를 수행하도록 하였다. 평가는 첫 평가, 중간평가 2

회, 종료평가, F/U (Follow Up) 평가의순서로수행되

었다. 평가는 전문가 자문과 레퍼런스를 통해 정해진

근골격계 데이터의 항목들에 대해 이루어졌다.

2.2 임상 데이터 명세 상세정보

2.2.1 재활환자 근골격계 질환 데이터 명세

임상시험에참여하는재활환자들의건강상태, 질병

상태, 재활정도 등을 파악 및 관리하고, 재활운동 중

재로 인한 효과를 객관적으로 분석하기 위해 근골격

계 질환 데이터의 명세를 정의하였다. 근골격계 질환

데이터명세는인구통계정보, 진단치료정보, 위험도예

측정보, 기능평가정보로 나누어 정의하였으며, 그 세

부 구성항목은 어깨 유착성 관절낭염 및 회전근개 손

상환자와허리통증환자의경우를서로다르게정의

하였다.

다음은어깨질환환자를예시로한근골격계질환

데이터 명세에 대한 설명이다. 우선 근골격계질환 데

이터 중 인구통계정보는 환자 ID, 성명, 성별, 생년월

일, 측정일자, 키, 몸무게, BMI, 복부둘레의 항목들로

구성되었다. 기존진단및치료와관련된정보로는우

성수, 기존상태, 기존운동, 질병명, 주증상, 증상발현

일자, 초진일자, 수술이력, 진단일자, 진단검사, 기타

검사, 시술이력 등이 기록된다. 환자에 대한 위험도

예측을위한정보로는기타근골격계질환, 관련병력,

외상력, 조직수술력, 직업, 취미(운동), 수면장애, 흡연

여부 및 흡연량, 음주여부, 가족력, 약물복용력, 기저

질환등이있다. 마지막으로기능평가정보로서어깨와

팔꿈치 부위의 기능동작(functional movement)별 근

력및유연성측정결과와통증관련발현일자, 통증위

치, 통증지수, 통증특징, 그 밖에 활동점수(activity

score), 심폐지구, 균형관련지표, 운동자각도등이기

록된다.

2.2.2 운동과 운동프로그램 구조 및 데이터 명세

환자에게중재되는재활운동은개별운동들이다양

한 형태로 조합되어 구성된 운동프로그램 단위로 제

공되었다. 운동과운동프로그램사이의구조는그림 1

과 같다. 각 운동프로그램의 운동 구성은 준비운동,

본운동, 정리운동의세단계로나뉘며각단계의수행

내용은미리준비된운동풀(pool)로부터운동들을선
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그림 1. 운동과 운동프로그램 사이의 구조적 관계
Fig. 1. Structural relationship between exercise and exercise program

택하여 구성한다. 각 운동들에 대하여 반복횟수, 세트

수, 세트간 휴식시간, 운동부하(강도, 무게, 밴드색상

등)을 다르게 설정하여 환자별 운동수행 내용을 서로

다르게 중재할 수 있다.

운동데이터명세에는운동 ID, 운동이름, 운동설

명정보, 운동부위, 세부운동부위, 좌우측구분, 운동유

형, 기능동작 종류, 운동자세, 기구/기기 사용여부 및

목록, 운동 난이도 등이 포함된다. 운동은 그 명명 및

분류를 위해 17가지 운동부위와 26가지 기능동작에

대하여 ‘운동부위 + 기능동작’을 기본으로 하고 여기

에 운동자세, 운동이름, 기구/기기명, 좌우측 구분 및

그 밖의 사항을 기입하는 방식을 취하였다.

운동프로그램 데이터 명세는 운동프로그램 기본속

성, 운동구성상세내용, 기능지표 목표로 나뉘어 구성

된다. 기능지표목표의항목들은대상질환에따라서

로 다르게 구성되며, 운동구성 상세내용은 앞에서 설

명한운동들의조합으로구성된다. 운동구성상세내용

의 각 운동들에 대해 운동 ID, 반복횟수, 세트 수, 휴

식시간, 운동부하의항목들이다르게설정되어운동프

로그램의 실질적인 내용이 달라진다.

2.3 임상 데이터 수집 현황
본연구에서는지역사회에중재한임상데이터만을

대상으로 개인맞춤형 재활운동 추천 시스템을 개발하

고 그 성능을 검증하였다. 지역사회의 임상 데이터를

우선 적용 대상으로 했던 이유는 지역사회에 비해 병

원에서 중재한 재활운동의 종류가 더 적고 정형화되

어 있어서 이보다 다양한 재활운동들을 추천 및 제공

하기 위해서였다.

연구에 이용된 지역사회 임상 데이터는 어깨 질환

(유착성 관절낭염, 회전근개 손상) 환자 및 허리 질환

(요통) 환자에게 2022년 4월 18일부터 2022년 8월 26

일까지 재활운동을 중재했던 내역이다. 표 1은 해당

기간에 수집된 지역사회 임상 데이터에 대한 통계 정

보이다. 어깨 질환 환자의 재활운동 중재는 4월 18일

부터, 허리 질환 환자에 대해서는 그보다 늦은 5월 2

일부터 시작되었다. 임상 데이터에 포함된 환자 수는

어깨 질환의 경우가 12명, 허리 질환의 경우가 15명,

전체 27명이었다. 환자들에게 중재된 운동프로그램

수는 어깨 질환의 경우가 54개, 허리 질환의 경우가

52개, 전체 106개였다. 개별운동의경우어깨질환에

대해 111개, 허리 질환의 경우 95개 운동이 운동프로

그램 구성을 위한 풀(pool)로 제공되었으며, 전체적으

로는 두 질환간 중복을 반영하여 189개 운동이 중재

에 이용되었다. 이들 운동이 실제 환자들에게 중재된

횟수는 어깨 질환의 경우 446회, 허리 질환의 경우

480회로 전체 926회였다.

운동프로그램별로 해당 운동프로그램에 포함되었
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그림 2. 환자들의 운동수행 현황에 대한 데이터셋
Fig. 2. Dataset of exercise execution status of patients

Shoulder disease Low back pain Total

Date 2022.04.18~2022.08.26 2022.05.02~2022.08.26 2022.04.18~2022.0826

Patients 12 15 27

Exercise Programs 54 52 106

Exercises (pool) 111 95 189

Exercises (execution) 446 480 926

Exercises/program 8 (6~13) 9 (7~12) 9 (6~13)

Programs/patient 5 (1~8) 3 (1~4) 4 (1~8)

Exercises/patient 37 (7~90) 32 (8~44) 34 (7~90)

표 1. 질환별 재활운동 수행 데이터 통계
Table 1. Statistics of data from the execution of rehabilitation exercises for each disease

던 개별 운동의 수는 어깨 질환의 경우가 6~13개 운

동이 포함되어 평균 8개, 허리 질환의 경우 7~12개로

평균 9개, 전체적으로는 운동프로그램 당 6~13개 운

동이 포함되어 평균 9개운동이 운동프로그램구성에

이용되었다.

환자별로는어깨질환환자가평균 5개운동프로그

램을, 허리 통증 환자는 평균 3개 운동프로그램을 수

행하였다. 전체적으로는 환자별로 1~8개의 운동프로

그램을, 평균적으로는 4개 운동프로그램을 수행하였

다. 개별 운동에 대해서도 어깨 질환 환자의 경우는

평균 37회, 허리 통증 환자의 경우에는 평균 32회를

수행하였다. 전체적으로는 환자별로 개별 운동을

7~90회수행해평균 34회의운동을수행한것으로나

타났다.

2.4 학습 데이터셋 생성 및 처리
본연구의재활운동추천시스템의 DB에는재활환

자의근골격계질환데이터, 미리구축된운동데이터

및운동프로그램데이터, 그리고환자별로운동프로그

램을 처방받은 이력인 처방 데이터와 환자들이 운동

프로그램을 실제 수행한 결과인 운동수행 데이터 등

이 함께 저장되었다.

학습데이터셋생성에앞서전체환자들에대한운

동수행현황데이터셋을생성하였다. 해당데이터셋에

는 질병코드, 환자 ID, 건강운동관리사 ID, 운동일자,

운동프로그램ID, 운동프로그램 이름, 운동단계, 순번,

운동 ID, 운동이름, 운동설명, 반복횟수, 세트 수, 운

동강도, 실행횟수, 실행 세트 수, 실행강도, 통증수준,

통증부위 등이 포함되었다. 그림 2는 운동수행 현황
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Disease code Patient ID Stage Num Exercise ID Count Date

1 1011 1 1 1662603213 1 2022-04-18

1 1011 1 2 1662603200 1 2022-04-18

1 1011 1 3 1662603241 1 2022-04-18

1 1011 2 1 1662603120 1 2022-04-18

1 1011 2 2 1662603109 1 2022-04-18

1 1011 2 3 1662603113 1 2022-04-18

…

3 2261 2 4 1662603020 1 2022-08-24

3 2261 2 5 1662603022 1 2022-08-24

3 2261 3 1 1662602886 1 2022-08-24

표 2. 재활운동 추천을 위한 학습 데이터셋 생성
Table 2. Generation of the training data for exercise recommendation

데이터셋의 일부분을 보여준다. 이를 통해 환자들이

수행한 운동프로그램 및 운동 내역을 전체적으로 파

악할 수 있었다.

본 연구의 개인맞춤형 재활운동 추천 시스템 개발

은 운동프로그램 단위가 아닌 개별 운동 단위의 추천

에 대하여 우선 수행하였다. 그 이유는 운동프로그램

의 경우 개별 운동과는 달리 아직까지 여러 재활환자

들에게 공통적으로 처방할 수 있는 규모의 운동프로

그램 풀(pool)이 확보되지 않았기 때문이었다. 실제로

진행된 임상시험에서도 환자들에게 매회차마다 서로

다른운동프로그램들이처방되었고, 결국환자들사이

에도 공통된 운동프로그램이 생기지 않았다.

반면 개별 운동의 경우에는 어깨 질환에 대해 111

개, 허리 질환에 대해 95개의 운동을 풀로 하여 각각

446회, 480회에 걸쳐 환자들에게 처방되는 과정에서

환자들 사이에 여러 운동들을 공통으로 수행하게 되

었다. 이렇게 환자들 사이에 공통되어 나타나는 운동

과의 상호작용으로부터 환자와 운동의 잠재특징을 추

천모델이 학습할 수 있었고, 결과적으로 개인맞춤형

운동 추천이 가능하게 되었다.

앞서 설명한 전체 환자들에 대한 운동수행 현황

데이터셋으로부터 운동 추천 시스템 개발을 위한 학

습데이터셋을생성하였다. NCF 기반의운동추천시

스템 개발을 위해 환자와 운동 사이의 상호작용 데이

터를 중심으로 학습 데이터셋을 생성하였다. 표 2는

생성된 학습 데이터셋의 일부를 보여준다. 학습 데이

터셋에는환자와운동의쌍즉, 상호작용데이터외에

질병코드, 운동단계, 순번, 운동프로그램 내 수행횟수,

수행일자 등의 항목이 추가로 포함되었다.

학습 데이터셋 생성 과정 중에 환자 ID만은 별도

의변환을거쳤다. 이는동일한환자도운동수행회차

마다 다른 재활 상태를 보이기 마련인데, 재활환자의

경우 매 추천 때마다 재활 상태를 고려해 재활운동을

추천해야 하기 때문이다. 결과적으로 본 연구에서는

매 회차마다의 조금씩 다른 재활 상태의 환자를 서로

다른환자의개념으로다루었다. 기존에어깨질환환

자의경우 RS01, RS02, …식으로, 허리질환 환자의

경우 RB01, RB02, …식으로 ID가부여되었는데, 이

에 대해 어깨 환자는 ‘RS’를 ‘1’로 대체하여 101,

102, … 식으로, 허리 환자는 ‘RB’를 ‘2’로 대체하여

201, 202, … 식으로 변환하였다. 이어서 RS01 환자

의경우변환된 ID 101에뒤의한자리를늘려 1회차,

2회차, 3회차에대하여 1011, 1012, …식으로변환하

였다. 나머지환자 ID들에대해서도같은변환과정을

수행하였으며, 아래 표 2에도 이렇게 변환된 ID가 포

함된것을볼수있다. 이러한변환과정을통해환자-

운동 행렬에서 환자 축의 크기를 늘리는 효과도 얻게

되었다.

표 3은 생성된 학습 데이터셋의 질환별 현황을 정

리한것이다. 어깨질환의 경우사용자-환자행렬에서

환자 수와 운동 수는 각각 54명과 111개였으며 상호

작용 수는 446건이었다. 허리 질환의 경우에 환자와

사용자수가각각 52명과 95개였으며상호작용은 480

건이었다. 참고로두질환을합한전체데이터는환자

수 106명, 운동 수 189개, 상호작용 926건이었다.

Patients Exercises Interactions

Shoulder

disease
54 111 446

Low back

pain
52 95 480

Total 106 189 926

표 3. 질환별 학습 데이터셋 현황
Table 3. Summary of training dataset for each disease
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그림 3. 개인맞춤형 재활운동 추천 알고리즘 개요
Fig. 3. An overview of rehabilitation exercises recommender algorithm

Ⅲ. 재활운동 추천 시스템 설계

3.1 재활운동 추천 시스템 개요
본연구에서는전체환자들에게처방되었던재활운

동 이력 데이터를 학습하여, 특정 환자에 대해 그 환

자가 기존에는 수행하지 않았으나 수행하기에 적합한

상위 K개의새로운운동을추천하는시스템을개발하

고자 하였다. 이때 환자는 사용자(user)에, 운동은 아

이템(item)에, 환자의 특정 운동에 대한 수행여부는

사용자와아이템사이의상호작용(interaction)에대응

시킬 수 있다. 다만 앞의 2.4절에서도 설명한대로 동

일환자에대한매운동회차별다른재활상태의환자

를서로다른사용자의개념으로다루었다. 결국재활

상태가 변화하는 환자들에 대해 각 상태별로 적합한

운동을 추천하는 방식이다.

그림 3을 통해 재활환자에 대한 운동 추천 시스템

의 흐름을 설명하면 다음과 같다. 사용자(환자)와 아

이템(운동)에 대해 one-hot 인코딩된벡터 , 를임

베딩 레이어에 입력하여 사용자에 대한 잠재벡터

(latent vector) , 와아이템에대한잠재벡터

, 를 랜덤하게 초기화한다. 이후 모델 전체

의학습과정중에이임베딩레이어도학습을거치게

되고 환자별, 운동별 잠재벡터의 학습이 마쳐진다. 이

어서 잠재벡터 , 는 GMF 레이어에, ,

는 MLP 레이어에 적용한다. 마지막으로 GML

레이어와 MLP 레이어의출력벡터를결합해 NeuMF

레이어에입력하여 Sigmoid (s) 함수를 통해예측 점

수 를계산한다. 정답에해당하는 는식 (1)과같

은 암시적 상호작용(implicit interaction)으로서 여기

서는각운동이해당환자에게이전에처방된적이있

는지 여부를 나타낸다. 결과적으로 예측 점수 에

따라 해당 운동을 환자에게 처방할지 말지를 결정하

므로 과 사이의 log loss가최소가 되도록추천

모델의 학습을 진행하게 된다.

(1)

3.2 행렬분해 모델 보완
행렬분해 모델은 협업 필터링 방식의 추천 시스템

과관련해가장대표적이고널리쓰이는모델이다. 협

업 필터링 방식인 행렬분해 모델은 환자별 속성 정보

가아닌운동처방이력자체즉상호작용데이터를입

력으로 하여 이를 대상으로 유사성을 학습해 해당 환

자와 유사한 패턴으로 처방을 받아 온 환자들의 운동

들중에서추천한다. 이때행렬분해방식은환자와운

동간 상호작용 행렬을 환자와 운동의 두 잠재행렬의

곱으로 나타내고, 이렇게 계산되는 상호작용 행렬의

오차를 줄이는 방향으로 두 잠재행렬을 학습하게 된

다. 행렬분해 모델이 사용자와 아이템 사이의 상호작

용 함수를 학습하는데 있어서, 그 핵심에는 식 (2)와

같이 사용자와 아이템에 대한 두 잠재벡터 , 의

내적(inner product)을 계산하는 과정이 포함되어 있

다[26]. 그러나이러한 내적연산은두잠재벡터즉, 사

용자와아이템의잠재요인(latent feature)들에대한선
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형결합으로 볼 수 있으므로 행렬분해 모델 자체를 선

형모델로 간주할 수 있다. 결과적으로 행렬분해 모델

은 선형 특성으로 인해 사용자와 아이템 사이의 복잡

한상호작용을해석하는데제약이있을수있다. 이러

한 제약을 보완하기 위해 잠재요인의 수를 늘리는 방

법이있으나, 이는과적합(overfitting) 등의문제를가

져올수있으며특히본연구와같이데이터희소성이

클 경우 더욱 문제가 될 수 있다.

(2)

이에 대하여 He 등[26]은 사용자와 아이템의 두 잠

재벡터 사이의 내적연산을핵심에 둔 선형모델로서의

MF의 한계점에착안하여협력필터링과정에신경망

을 도입한 NCF 프레임워크를 제안하고, 나아가 NCF

를 이용해 구현한 선형모델 GMF와 비선형 모델

MLP를 결합한 NeuMF 모델을 제안하였다. 그리고

MovieLens 및 Pinterest 데이터를 이용한 평가를 통

해그성능이 GMF 및 MLP 단독모델들에비해우수

한 성능을 보임을 확인하였다.

본연구도이에착안하여이를재활운동추천에적

용하기위해 NCF 프레임워크의 NeuMF 모델을기반

으로 개인맞춤형 재활운동 추천 시스템을 개발하고,

그 결과가 재활운동 추천에 유의미한 성능을 보이는

지, 그리고 He 등[26]의 연구와 마찬가지로 GMF 및

MLP 모델에 비해서도 우수한 성능을 보이는지 실험

을 통해 확인하고자 하였다.

3.3 NCF 모델 기반 운동 추천 시스템 개발
본연구에서는앞서설명한것처럼기존의협업필

터링 방식의 추천에서 많이 쓰여 온 행렬분해 모델의

제약을보완하기위해 NCF 기반으로 운동추천 시스

템을 개발하였다. 우선 비선형의 다층퍼셉트론 모델

기반학습과정을설명하고, 행렬분해모델을함께적

용하는 앙상블 기법의 흐름을 이어서 설명하겠다.

입력 레이어는 환자와 운동 입력이 각각 one-hot

인코딩된 벡터 와 로 구성된다. 이들 희소한

(sparse) 벡터는 임베딩 레이어를 통해 보다 조밀한

(dense) 벡터(latent vector)로 바뀌는데, 환자와 운동

에 대응하는 잠재요인행렬(latent factor matrix)

및 와의 연산에 의해 잠재벡터

(latent vector) 와 로 변환된다. 이들 잠재

벡터가 다음의 다층퍼셉트론 레이어에 입력되면 식

(3)에 의해 그 결과로 예측 점수 를 얻을 수 있다
[26]. 이때 과 는 각각 출력 레이어와 x 번째 은

닉레이어의매핑함수이다. 예측점수를통해환자에

게해당운동의처방할지여부를결정할수있으며이

점수와실제정답 사이의 log loss가최소화되도록

학습을 진행한다.

(3)

위의 다층퍼셉트론 레이어의 구조를 아래의 식 (4)

와같이보다자세히살펴보면비선형적특성을알수

있으며, x 번째 은닉 레이어의 활성화 함수 로는

ReLU 함수가, 출력레이어에는 Sigmoid 함수가적용

된다[26]. 이는앞서설명한선형적특성의행렬분해모

델의 제약을 보완하며, 사용자-아이템간 복잡한 상호

작용 함수를 보다 효과적으로 학습할 수 있다.

… (4)

위의식을변경하면 MF 모델의내적연산식 (2)를

대신아래의식 (5)로나타낼수있다. 는성분별곱

하기(element-wise product) 연산이며, 이때 활성화

함수 을 항등함수(identity function)로 가중치 벡

터 h를 원소가 1로만 이루어진 벡터로 가정할 경우

MF의 내적 연산과 동일해진다. 이와 같이 NCF 모델

은 MF 모델을 모사할 수 있으며, 실제로 이를 GMF

모델이라고 하고, 이를 MLP 모델과 함께 결합해

NeuMF 모델을제시하였다[26]. GMF 모델과 MLP 모

델에 입력되는 사용자와 아이템의 임베딩 벡터를 서

로 다르게 하면 보다 좋은 성능을 기대할 수 있는데,

이를 포함해 두 모델이 결합되는 과정을 식으로 나타

내면 (6)과같다[26]. 와 는 GMF 모델로의입력을

위한 임베딩 벡터이며 와 는 MLP 모델로의 입

력을 위한 임베딩 벡터이다. 와 는 각각

GMF 및 MLP 모델의결과로서 NeuMF 모델로 입력
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되어 최종 예측 점수 를 도출하게 된다. 본 연구에

서도 이 앙상블 모델을 기반으로 재활운동 추천 알고

리즘을 개발하였다.

(5)

(6)

마지막으로 NeuMF 모델의학습을진행할때파라

미터 초기화가 중요한데, 이에 GML 모델과 MLP 모

델을 각각 별도로 미리 학습하여 최적화를 진행한 후

그 결과 파라미터를 NeuMF 모델 학습의 초기값으로

입력하여진행하였다. 이때미리학습한두모델의파

라미터가 동일한 비중으로 반영되도록 하였다.

Ⅳ. 운동 추천 시스템 실험 및 검증

4.1 실험 및 검증 환경
재활운동 중재 임상 데이터를 대상으로 추천 시스

템 개발 결과에 대한 실험 및 검증을 수행하였다. 어

깨질환과허리통증질환으로둘로나누어학습과추

천을 진행하였다.

어깨질환의경우에환자 54명, 운동 111개로이루

어진 54 x 111의 환자-운동 행렬에 446개의 환자와

운동간 상호작용이 포함되어 추천모델에 입력되었으

며, 허리 질환의 경우에는 52 x 95의 환자-운동 행렬

에 480개 상호작용이 포함되었다.

환자별운동데이터를훈련용과실험용으로나누기

위해 계층화된 K-fold 교차검증(Stratified K-fold

cross validation) 방식으로 진행하였다. 구체적으로는

훈련용과 실험용 데이터를 75%와 25%로 나누고

4-fold 교차검증 방식으로 진행하였다. GMF와 MLP

를함께이용하는 NeuMF 모델을기반으로추천시스

템 학습을 진행하며 파라미터 튜닝을 통해 모델 최적

화를 수행하고, 최종적으로 GML 및 MLP 모델과 그

성능을 비교하였다.

4.2 성능지표 선정
개발된 재활운동 추천 시스템의 성능 측정을 위한

지표로는 Top-K 추천방식의 K 값에 따른 Hit Ratio

(HR), Normalized Discounted Cumulative Gain

(NDCG), Precision, Recall을 선정하였다. Precision

과 Recall은 추천보다는 분류 문제에 주로 활용되는

지표이나 본 추천 시스템의 성능을 보다 전반적으로

살펴보기 위해 포함하였다. 다만, 추천 시스템에 있어

서는 HR과 NDCG가 주로 활용되는 지표로서 본 연

구에서도 이 두 지표를 중심으로 결과 분석을 수행하

였다.

HR은 아래와 같이 정의된다[27]. 는 전체 환자

수, 는 상위 K개의 운동을 추천했을 때 적중한

(hit) 환자 수, 는 전체 환자 수 대비 적중한

환자 수의 비율을 의미한다. 결과적으로 HR은 추천

시스템이 얼마나 많은 환자들에게 실제 적합한 운동

을 처방하는가를 의미한다.

(7)

NDCG는아래와같이정의된다[25]. 는전

체 환자에 대한 NDCG, M은 전체 사용자 수,

는개별환자에대한 NDCG이다.

에서 는 추천된 K개의 운동 중 i 번째 운동이 환자

의테스트데이터 내운동에속하면 1, 아니면 0의

값을 가진다. 은 의 이상적인 경우

로서 의모든운동이상위 K개운동의앞순위에추

천된 경우이다. 결과적으로 NDCG는 추천 순위의 개

념까지반영한지표로서운동들이상위 K개의운동의

앞순위에 옳게 추천될 수록 높게 기록된다.

(8)

(9)

Precision (P)과 Recall (R)은 아래와 같이 정의된
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그림 5. 잠재요인 수에 따른 학습 결과(허리 통증)
Fig. 5. Learning of the model with respect to the number
of factors (low back pain)

그림 4. 잠재요인 수에 따른 학습 결과(어깨 질환)
Fig. 4. Learning of the model with respect to the number
of factors (shoulder diseases)

그림 6. 네거티브 샘플 수에 따른 학습 결과 (어깨 질환)
Fig. 6. Learning of the model with respect to the number
of negative samples (shoulder diseases)

그림 7. 네거티브 샘플 수에 따른 모델의 성능 (허리 통증)
Fig. 7. Performance of the model with respect to the
number of negative samples (low back pain)

다[25]. 는환자 u에게 추천된 상위 K개의 운동을 의

미한다. Precision은상위 K개의운동들중테스트데

이터에 실제 포함된 것들의 비율을, Recall은 테스트

데이터 내 운동들 중 환자에게 추천된 운동의 비율을

의미한다.

(10)

4.3 파라미터 튜닝 및 모델 최적화
추천 시스템의 학습을 진행하며 잠재요인(latent

factor) 수, 네거티브 샘플(negative sample) 수와

MLP 모델의은닉층수등을변화시키며파라미터튜

닝을 진행하였다. 우선 잠재요인 수를 변화시키며 추

천모델의 성능을 살펴보았다.

잠재요인 수를 [4, 8, 16, 32, 64]로 변경하며 모델

의정확도성능변화를살펴보았다. 우선그림 4와같

이 어깨 질환의 경우 잠재요인 수가 8, 16일 때 성능

증가가 완만하며, 그 이후로는 감소하는 모습을 보였

다. 그림 5의허리 질환의 예를보면잠재요인수가 8

인이후로성능증가가거의없는것을알수있다. 이

에 이후 학습은잠재요인 수를 16으로 설정하여 진행

하였다.

Log loss를이용한 추천모델학습과관련하여네거

티브샘플수를변화시키며파라미터튜닝을수행하였

다. 네거티브샘플수는 [2, 4, 6, 8, 10, 12, 14]로변화

시키며 추천모델의 정확도 성능 변화를 살펴보았다.

먼저어깨질환의경우그림 6을보면네거티브샘

플 수가 8일 때까지 성능이 점차 증가하다 그 이후로

감소하는 것을 알 수 있다. 허리 질환의 경우에는 그

림 7과 같이 네거티브 샘플 수가 4~10인 동안 성능



논문 /개인맞춤형 재활운동 추천을 위한 Neural Collaborative Filtering (NCF) 기반의 추천 시스템 개발

1853

그림 8. 어깨 질환 재활운동 추천모델 학습
Fig. 8. Learning of the exercise recommender model for
shoulder diseases

그림 9. 허리 통증 질환 재활운동 추천모델 학습
Fig. 9. Learning of the exercise recommender model for
low back pain diseases

증가가 거의 없다가 이후에 감소하는 모습을 보였다.

이후 추천모델 학습은 네거티브 샘플 수를 8로 정하

여 진행하였다.

4.4 운동 추천 시스템 실험 결과

4.4.1 NeuMF 기반 운동 추천 모델 학습 결과

그림 8는 어깨 질환 대상 재활운동에 대한 Top-K

추천모델의 학습 결과를 보여준다. 추천모델 학습이

초기에빠르게수렴하는것을알수있었다. 8번반복

한 후에 정확도 성능이 거의 일정하거나 다소 감소하

는모습을보였으며, HR 기준으로최대 0.766의성능

을 보였다.

그림 9는 허리 통증 질환 대상 재활운동에 대한

Top-K 추천모델의 학습 결과를 보여준다. 이 경우에

도추천모델학습이빠르게수렴하는것을알수있었

다. 허리통증질환의경우에도 8번학습을반복한후

에 정확도 성능이 감소하거나 거의 일정한 모습을 보

였으며, HR 기준으로 최대 0.880의 성능을 보였다.

4.4.2 추천 모델들간 정확도 성능 비교

본절에서는지금까지설명한 NeuMF 모델기반의

재활운동추천시스템의성능을 GMF및 MLP 모델을

이용한 경우의 성능과 비교하여 정리하였다. 표 4의

어깨 질환 환자에 대한 재활운동 추천모델간 성능 비

교 결과를 살펴보면, NeuMF 모델의 경우가 나머지

두 모델에 비해 좋은 성능을 보였다. 구체적으로는 K

= 5, 10일 때 NeuMF 모델이 좋은 성능을 보였는데,

K = 5 일때 GMF 모델의 HR 수치가더높기는했으

나 그 차이가 작고 나머지 세 가지 지표들은 NeuMF

모델이모두높았다. K = 7일때는 GMF 모델이제일

좋은 성능을 보였으나, 상위 K개의 추천 결과를 제시

하는 Top-K 추천 방식에 있어서는 보다 작은 K = 5

에서도 더 높은 성능을 보이는 NeuMF 모델이 더 우

수하다고 판단할 수 있다. 어깨 질환 환자에 대한 재

활운동 추천모델의 경우 HR 기준 최소 0.641, 최고

0.766의 수치를 보였다.

표 5의허리통증환자에대한추천모델간성능비

교를 살펴보면 K = 5, 7인 경우 GMF의 Precision을

제외하고는 NeuMF 모델이 가장좋은 성능을보였다.

반면 K = 10인경우에는 GMF의성능이더우수하였

다. 다만, Top-K 방식의추천에서보다작은 K = 5에

서좋은성능을보인 NeuMF가더우수하다고판단할

수 있다. 전체적으로 보면 허리 통증 질환 환자에 대

한 재활운동 추천 모델은 HR 기준으로 최소 0.740부

터 최고 0.885의 성능을 보였다.

이때 K가 증가함에 따라 HR, NDCG 그리고

Recall 지표는 함께 증가하나 Precision은 점차 감소

하는 것을 확인하였다. 이는 Precision이 다른 지표들

과 달리 K에 대한 비율로서 K값 증가에 따라 낮아지

게된것으로판단된다. 다만, Precision은추천보다는

분류 문제에 주로활용되는 지표로서 HR이나 NDCG

에비해추천시스템의설계에미치는영향은보다적

다고 생각된다. HR 및 NDCG 관련해서는 K를 크게

설정할 수록 사용자 효용성은낮아지므로 성능변화를

보며 적절히 정해야 할 것으로 판단된다.

4.5 토의 및 향후 연구방향
허리질환에비해어깨질환재활운동추천의성능

이좋지못한이유로는데이터가보다적었던점도들

수 있겠으나, 실제로 어깨와 허리 질환의 경우 환자-

운동행렬의크기가각각 54 x 111과 52 x 95, 상호작
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　 K HR NDCG Precision Recall

NeuMF

5 0.637 0.352 0.167 0.450

7 0.694 0.380 0.138 0.516

10 0.766 0.410 0.111 0.601

GMF

5 0.641 0.342 0.163 0.440

7 0.714 0.398 0.139 0.532

10 0.747 0.419 0.109 0.588

MLP

5 0.527 0.275 0.131 0.347

7 0.617 0.307 0.114 0.423

10 0.680 0.332 0.096 0.514

표 4. 어깨 질환 환자 재활운동 추천모델간 성능 비교
Table 4. Performance comparison of recommender models for shoulder disease patients

K HR NDCG Precision Recall

NeuMF

5 0.740 0.415 0.214 0.498

7 0.832 0.451 0.186 0.598

10 0.880 0.469 0.142 0.656

GMF

5 0.736 0.400 0.215 0.496

7 0.817 0.438 0.182 0.588

10 0.885 0.469 0.145 0.667

MLP

5 0.606 0.334 0.184 0.412

7 0.697 0.369 0.150 0.484

10 0.803 0.409 0.128 0.585

표 5. 허리 통증 환자 재활운동 추천모델간 성능 비교
Table 5. Performance comparison of recommender models for back pain disease patients

용 데이터 수가 446개와 480개로 큰 차이는 없었다.

결국 이보다는 환자와 운동간 상호작용 데이터의 분

포에 원인이 있을 것으로 판단하였다.

기본적으로 협업 필터링 방식의 추천은 같은 영화

를여러사람들이보는등사용자간에아이템에대한

상호작용의 공통된 부분이 많을 수록 보다 좋은 성능

을 보인다. 그러나 재활운동 중재의 경우에는 환자별

로 운동 조합을 점진적으로 변화시키기도 하지만, 환

자가 운동 수행을 지루하게 여기지 않고 지속적으로

참여할 수 있도록 완전히 다른 조합의 운동들로 바꾸

어 중재하기도 한다. 결과적으로 같은 환자에 대해서

도공통된운동이적을정도로데이터분포및희소성

에 문제가 발생할 수 있다.

실제로도 임상 데이터를 살펴보면 어깨 질환의 경

우가허리질환에비해이러한문제가심한것으로나

타났다. 그림 10은어깨질환에대한환자별운동수행

데이터의일부분을보여주는데, 가로축항목들은환자

및 운동수행 일자, 세로축 항목들은 운동을 나타내며

가운데 영역의 색칠된 부분은 특정 환자가 특정 운동

을 수행한 내역을 나타낸다. 결과적으로 매회차 환자

들에게 모두 다른 운동들이 제공되어, 환자들간에도

겹쳐 수행한 운동들이없는것을알수있다. 어깨질

환의 경우 이러한 운동들의 수가 허리 질환에 비해 2

배 가까이 많은 것으로 나타났다.

NeuMF 모델의성능을 GMF 및 MLP 모델과비교

한 실험에서 특히, 어깨 질환 환자 대상의 경우 예상

과 달리 그 성능이 나머지 두 모델에 비해 뚜렷이 우

수하지는못한것을확인하였다. 이에대해서는그원

인을계속분석중에있으나데이터부족문제가가장

큰것으로추정하고있으며, 이에지속적인데이터확

충과 추가 실험 진행이 필요할 것으로 판단된다.

위에서언급한문제들은궁극적으로데이터부족과

해당 도메인의 고유한 데이터 특징에 따른 것으로 생

각되며, 이러한 문제들은 학습 데이터가 더 확충됨에

따라 점차 해결될 수 있을 것으로 판단된다. 이에 본

연구에서는 현재 임상시험을 계속 진행 중이며, 다음

차년도에는 본격적인 실증을 하기 위해 다른 병원들

의 추가 참여도 추진하고 있다. 향후 임상 데이터의

지속적인확충과추가연구및실험들을계획중에있

다. 데이터 분포 및 희소성 문제 관련해서는 비슷한

유형의 운동들을 상위 개념의 운동으로 통합하거나,

준비운동, 본운동, 정리운동별로 나누어 학습 및 추천

을 진행하는 등 여러 가지 방안도 향후 연구를 통해

시도할 수 있을 것이다.
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그림 10. 어깨 질환 환자의 재활운동 수행 관련 데이터 분포 문제 예
Fig. 10. An example of data sparsity problem of the shoulder disease patients

협업필터링방식의본추천시스템의경우에사용

자와 아이템 사이의 상호작용 데이터를 입력으로 함

에따라새로운환자에대해 ‘new user problem’이라

불리는 문제가 발생할 수 있다. 다시 말해 새로운 환

자의 경우 운동 처방이력이 없기 때문에 학습을 수행

할 수 없게 된다. 이 경우에 협업 필터링만으로는 해

결이어렵고콘텐츠기반필터링방식등을병행해해

결하게된다. 예를들어운동처방이력이없는새로운

환자의경우환자의상태등속성정보를이용해해당

환자와 유사한 기존 환자들에게 처방되었던 운동들

중에서추천을받아처방하게되고, 이후에는이처방

내역이 해당 환자의 상호작용 데이터로 이용된다. 실

제로 본 연구에서도 콘텐츠 기반 필터링 방식의 추천

시스템을병행해진행하고있으며, 새환자의경우이

방식을 대신 이용해 추천하는 서비스 시나리오로 진

행 중에 있다.

환자와 운동간 상호작용 데이터로는 운동 처방 여

부와 같이 사용자 평가가 반영되지 않은 암시적 데이

터를 입력으로 할 수도 있으나, 만족도, 적합도 등의

평가가반영된명시적데이터도입력으로할 수있다.

다만, 명시적 데이터의 경우 사용자 참여가 필요하여

데이터수집이어렵고, 편향된또는잘못된정보가유

입 가능한 문제가 있다. 이에 본 연구에서 우선 운동

처방여부인 암시적 피드백 정보만을 우선 이용하여

추천시스템개발을진행하였다. 그리고본추천시스

템을활용하는건강운동관리사의평가, 운동을수행한

후 환자의 평가, 운동 수행 후 집계되는 완수율 등의

데이터를 취득할 수 있도록 관련 기능들을 함께 구현

하였으나, 아직까지 데이터 수집이 충분하지 않아 이

에 대한 활용은 향후 연구에서 진행할 계획이다.

본 연구의 결과를 바탕으로 향후 후속연구들이 성

공적으로 수행될 경우 개인맞춤형 재활운동 추천을

통해 재활환자의 기능회복 및 건강증진, 빠르고 안전

한 사회복귀를 효과적으로 도울 수 있을 것으로 기대

된다.

Ⅴ. 결 론

본 연구에서는 재활운동 중재 임상시험 데이터를

대상으로 개인맞춤형 재활운동 추천알고리즘을 개발

하였다. 세종충남대병원에서어깨유착성관절낭염및

회전근개 손상 환자와 허리 통증 환자를 대상으로 수

행 중인 재활운동 중재 임상시험 데이터로부터 협업

필터링 기반의 추천 알고리즘 개발을 위한 학습 데이

터셋을 생성하였다. 생성된 학습 데이터셋을 적용해

NCF의 NeuMF 모델을기반으로재활운동 추천알고

리즘을 개발하여 그 성능을 검증하였다. 개발된 재활

운동 추천알고리즘을 GMF 및 MLP 모델 기반의 방

법과비교하여더좋은성능을보임을확인하였다. 지

속적인 임상 데이터 추가 수집과 함께 데이터 희소성

문제 해결, 명시적 상호작용 데이터 활용, 환자 및 운

동의 속성정보 활용 등의 향후 연구를 통해 개인맞춤

형 재활운동 추천 기술을 개발하여 재활환자의 기능

회복과 사회복귀를 도울 수 있을 것으로 기대된다.
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